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Les Talking Heads sont une exp�rience de robotique d�veloppementale men�e par Luc Steels 
et Fr�d�ric Kaplan  en 1995. Dans cette exp�rience, des agents apprennent un lexique de mots 
associ�s � des propri�t�s visuelles d'objets extraits de leurs perceptions. Cet apprentissage est 
r�alis� par le biais de jeux de langage dans lesquels les agents s'�changent des symboles. 
L'interaction entre les agents est con�ue de mani�re � ancrer ces symboles dans leur 
perception. Cette exp�rience apporte un d�but de r�ponse au probl�me de la s�mantique des 
syst�mes symboliques illustr� par l'exp�rience de pens�e de la chambre chinoise.

Les Talking Heads sont capables de faire converger un lexique de mots partag�s au seins 
d'une population de plusieurs milliers d'agents de mani�re non supervis�e, r�alisant ainsi un 
d�but de solution au probl�me de l'�mergence du langage.

Cette exp�rience a d�j� �t� �tendue dans plusieurs directions, par exemple en rajoutant une 
grammaire au lexique des agents et en �tendant les perceptions des agents � des sc�nes 
montrant des objets en mouvement. Mais les restrictions que les exp�riences actuelles 
d�rivant des Talking Heads posent sur l'environnement limitent certaines pistes de 
d�veloppement int�ressantes.

Cette th�se a pour objectif de reproduire les Talking Heads en utilisant des robots autonomes 
et en se pla�ant dans un environnement visuel non contraint: le laboratoire. L'int�r�t de cette 
d�marche est de confirmer dans un premier temps que le mod�le des Talking Heads reste 
valide face � une perception plus complexe, pour pouvoir par la suite tester des mod�les 
cognitifs plus complexes, donnant plus d'autonomie aux robots et qui n'auraient de sens que 
dans cet environnement suffisamment riche.

Nous nous int�ressons dans un premier temps aux nouveaux probl�mes introduits par la 
mobilit� des robots: d�tection d'un autre robot, positionnement � ses c�t�s et pointage d'un 
�l�ment de l'environnement. 

Puis nous proposons un premier mod�le de perception tr�s proche des Talking Heads, utilisant 
des algorithmes de segmentation d'images. Ce mod�le ne permet pas d'aboutir � la 
convergence des lexiques des agents dans ce cadre. Nous analysons les raisons de son �chec, 
et proposons un second mod�le bas� sur les r�centes avanc�es dans le domaine de la 
reconnaissance d'objets, utilisant des algorithmes de d�tection de points caract�ristiques. 

Ce mod�le est tout d'abord test� sur une base de donn�e d'images, pour v�rifier sa capacit� � 
cat�goriser de mani�re supervis�e, puis appliqu� aux jeux de langage des Talking Heads. Les 
r�sultats montrent que les agents sont capables d'�changer des symboles repr�sentant des 
zones de leur environnement, m�me si le taux de succ�s des jeux de langage reste encore 
faible.

Mots-clef: robotique d�veloppementale, vision artificielle, ancrage, �mergence du langage
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                                                                 « The only thing I know is that I know nothing »

« There is no substitute for knowing what you are doing »
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Chapitre 1

Introduction

Les d¶ebuts de l’Intelligence Artiflcielle : mod¶eliser le math¶ematicien.
On peut situer le d¶ebut de l’intelligence artiflcielle (IA) au commencement
de l’informatique dans les ann¶ees 1950. Cet outil nouveau, capable de r¶ealiser
des traitements automatiques sur de l’information est en efiet l’outil qui man-
quait jusqu’alors pour impl¶ementer et tester des modµeles cognitifs. Les pre-
miers travaux tentent alors de caract¶eriser formellement l’intelligence pour
la r¶eduire µa un problµeme algorithmique [McCarthy and Hayes, 1969][Min-
sky, 1960], tout en s’interrogeant d’un point de vue plus philosophique sur le
sens d’une telle d¶emarche [Minsky, 1982]. Les premiers systµemes d¶evelopp¶es
sont majoritairement symboliques, tel SOAR, toujours d¶evelopp¶e aujourd’hui
[Laird and Rosenbloom, 1994] ou ACT [Anderson and Lebiere, 1998] et neu-
romim¶etiques [Rosenblatt, 1958].

Les approches symboliques ont rencontr¶e un certain succµes dans la r¶esolution
de problµemes symboliques, comme l’illustre la c¶elµebre victoire du programme
Deep Blue sur le champion du monde d’¶echec d’alors, Gary Kasparov, en
1997. N¶eanmoins ces systµemes se sont aussi heurt¶es rapidement µa plusieurs
problµemes µa la fois pratiques et philosophiques.

Le premier problµeme porte sur la notion de s¶emantique et est illustr¶e par
l’exp¶erience de pens¶ee de la chambre chinoise [Searle, 1980] :

Un systµeme symbolique peut donner l’impression µa un observateur qu’il
comprend le sens des symboles qu’il manipule. Or du point de vue de ce
systµeme seuls existent les symboles et l’ensemble des rµegles pour les ma-
nipuler. En cons¶equence, ces symboles n’ont pas de sens pour le systµeme. La
question de la caract¶erisation de ce qu’est le sens (((the meaning of meaning)))
est en efiet une question centrale pour l’I.A.

4



CHAPITRE 1. INTRODUCTION 5

Le second problµeme plus pratique est la di–cult¶e qu’ont rencontr¶es ces
systµemes µa s’appliquer au monde non symbolique : la di–cult¶e µa obtenir un
modµele symbolique pertinent µa partir de perceptions visuelles et auditives
brutes, tâches que nous efiectuons en permanence sans en avoir conscience,
avait clairement ¶et¶e sous-estim¶ee [Brooks, 1990].

L’approche non symbolique : mod¶eliser la fourmi. Face µa ces di–-
cult¶es, de nombreuses architectures appel¶ees non symboliques ou sub-symboliques
ont ¶et¶e d¶evelopp¶ees [Brooks, 1986]. Ces architectures ont en commun de ne
pas essayer de construire un modµele explicite de leur environnement, suivant
le principe \Le monde est son propre meilleur modµele", citation attribu¶ee
µa Brooks. On pourrait placer dans cette cat¶egorie la recherche actuelle en
apprentissage par renforcement, ainsi que l’approche \animat", qui propose
des modµeles inspir¶es des systµemes biologiques capables de reproduire les com-
portements de certains animaux (rat, fourmi)[Doncieux and Meyer, 2003].

Cette voie de recherche est toujours en d¶eveloppement aujourd’hui, mais
aucun modµele non symbolique n’arrive encore µa expliquer ou reproduire des
comportements au delµa d’un niveau de complexit¶e basique.

L’approche d¶eveloppementale et l’ancrage des symboles : mod¶eliser
le b¶eb¶e. L’ancrage de la symbolique est une voie de recherche promet-
teuse qui tente de r¶esoudre les problµemes de l’I.A. expos¶es ci-dessus [Harnad,
1990] : cette approche consiste µa associer certains symboles µa des ¶el¶ements
de la perception du systµeme afln de les ancrer dans la r¶ealit¶e. La branche de
recherche appel¶ee robotique d¶eveloppementale explore des modµeles bas¶es sur
ce principe, en s’inspirant des r¶esultats de la psychologie d¶eveloppementale,
branche de la psychologie qui ¶etudie les m¶ecanismes du d¶eveloppement du
savoir chez les enfants µa partir de la naissance.

Cette voie de recherche prometteuse n’est n¶eanmoins pas sans ¶ecueils :
[Taddeo and Floridi, 2005] font une critique pertinente de nombreux systµemes
tentant de r¶esoudre le problµeme de l’ancrage des symboles, en leur reprochant
ce que les auteurs appellent \semantic commitment"(engagement s¶emantique) :
le chercheur qui d¶eveloppe un systµeme attribue implicitement une valeur
s¶emantique µa ces divers composantes et interprµete ses r¶esultats µa partir de
cette conception. Ainsi l’intelligence que semble exhiber un tel systµeme n’est
que dans l’oeil de celui qui l’observe.

Les travaux pr¶esent¶es ici se placent dans cette voie de recherche, de même
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que les Talking Heads [Steels, 1998] dont ils d¶erivent et auquels le chapitre
suivant est consacr¶e.



Chapitre 2

Les Talking Heads

Les Talking Heads sont une s¶erie d’exp¶eriences d¶emarr¶ees par Luc Steels et
Fr¶ed¶eric Kaplan en 1995, s’inscrivant dans la voie de recherche d¶eveloppementale
briµevement d¶ecrite au chapitre pr¶ec¶edent. Elles ont pour but d’¶etudier com-
ment une population d’agents peut partager et faire ¶evoluer un lexique de
mots associ¶es µa des propri¶et¶es des objets de leur environnement. Les travaux
que nous allons pr¶esenter dans cet ouvrage s’inspirant largement des Talking
Heads, ce chapitre leur est entiµerement consacr¶e.

2.1 Pr¶esentation g¶en¶erale
L’exp¶erience des Talking Heads propose un modµele tentant de r¶epondre

aux probl¶ematiques suivantes :
{ Comment un agent peut-il classifler ses perceptions de son environ-

nement de maniµere autonome et adaptative ?
{ Comment un langage peut-il ¶emerger dans une population d’agents ?

Et plus sp¶eciflquement, comment un agent peut-il enseigner µa un autre
agent une association entre un mot et une classe de perceptions (sig-
niflant), en ne pouvant communiquer avec lui qu’µa travers leur environ-
nement ?

Le principal problµeme que pose la communication entre agents au moyen d’un
langage est illustr¶e flg. 2.1, appel¶ee le carr¶e s¶emiotique (semiotic square) :
consid¶erons la situation dans laquelle un agent souhaite d¶esigner un objet µa
un autre agent au moyen d’un mot, qui est la situation utilis¶ee dans le modµele
des Talking Heads. Tout d’abord, cet agent n’a accµes qu’µa sa perception de

7



CHAPITRE 2. LES TALKING HEADS 8

l’objet, qui n’est qu’une facette de celui-ci et est difi¶erente de la perception
qu’a le second agent de ce même objet. Ensuite l’agent ne peut communiquer
sa perception brute. Il doit passer par une phase de conceptualisation, au
cours de laquelle cette perception est abstraite. Ces concepts, ou classes de
perceptions, sont des ¶el¶ements discrets auxquels l’agent peut attacher des
mots. Ainsi, pour d¶esigner un objet, l’agent prononce un mot associ¶e µa une
abstraction qui correspond µa sa perception de l’objet d¶esign¶e.

Le second agent qui entend ce mot doit efiectuer le cheminement inverse.
Il cherche une de ses classes de perceptions associ¶ee au mot entendu, puis
une de ses perceptions correspondant µa cette classe, ce qui lui donne l’objet
auquel se r¶ef¶erait le premier agent.

La communication entre les agents, et donc l’apprentissage de cette com-
munication, passe ainsi par de nombreuses ¶etapes interm¶ediaires, irr¶eductibles
et propres µa chaque agent.

Fig. 2.1 { Carr¶e s¶emiotique.

Les Talking Heads pr¶esentent µa la fois un modµele plausible expliquant
l’¶emergence du langage dans les civilisations humaines et un systµeme op¶erationnel
permettant µa des agents robotiques d’apprendre un vocabulaire µa l’aide d’in-
teractions avec un humain ou un autre agent, en s’appuyant sur deux grands
principes pour g¶erer la complexit¶e de la tâche :

{ Le s¶electionisme du systµeme de classiflcation : les structures de donn¶ees
de classiflcation sont en permanence modifl¶ees par un double m¶ecanisme
de croissance et d’¶elagage probabiliste : les classes les plus souvent ren-
contr¶ees sont ¶etendues, pour donner de nouvelles classes plus sp¶ecialis¶ees,
et les classes les moins utiles pour l’activit¶e de l’agent sont ¶elagu¶ees
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afln de limiter la taille du sytµeme de classiflcation et donc la puissance
de calcul n¶ecessaire pour le faire fonctionner. La valeur d’utilit¶e d’une
classe est d¶eflnie comme le taux de succµes des interactions la mettant
en jeu. Ce double m¶ecanisme permet de maintenir en permanence un
systµeme de classiflcation adapt¶e µa l’environnement et µa la communica-
tion.

{ La salience des perceptions : µa chaque perception est associ¶ee une valeur
de salience, calcul¶ee en fonction du pouvoir de discrimination qu’elle
apporte. Cette salience est utilis¶ee par les agents au moment de l’ap-
prentissage comme un biais permettant de r¶eduire les ambigũ‡t¶es.

2.2 Les agents et leur environnement
Les agents des Talking Heads sont de simples cam¶eras mont¶ees sur tr¶epieds.

En face d’elles est plac¶e un tableau blanc sur lequel sont accroch¶ees des formes
g¶eom¶etriques color¶ees(cf flg. 2.2) qui constituent leur environnement.

Fig. 2.2 { Les Talking Heads et leur environnement.

Cet environnement est µa la fois su–samment simple pour être ais¶ement
perceptible par un systµeme de vision artiflciel, dont la conception n’est pas
le c¾ur du sujet des Talking Heads et su–samment complexe et vari¶e pour
montrer l’e–cacit¶e du modµele.
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Les cam¶eras sont plac¶ees µa une distance telle qu’entre 3 et 5 objets environ
soient pr¶esents dans le champ µa chaque it¶eration. Ces objets sont appel¶es le
contexte de l’it¶eration. Ce dispositif permet d’obtenir un nouveau contexte
simplement en r¶eorientant al¶eatoirement la cam¶era.

2.3 Perception
Chaque agent traite une image du contexte acquise par la cam¶era pour

obtenir un premier niveau d’abstraction de ses perceptions : tout d’abord
l’image est segment¶ee, en fusionnant les r¶esultats de deux algorithmes de
segmentation simples, l’un d¶etectant les contours et l’autre les r¶egions de
couleur homogµene. ¶Etant donn¶e la simplicit¶e de la scµene et la pr¶esence d’un
fond uni, cet algorithme arrive presque syst¶ematiquement µa extraire tous les
objets du contexte.

Ensuite, µa chaque objet est associ¶e une s¶erie de valeurs correspondant µa
certaines de ses propri¶et¶es, calcul¶ees par difi¶erents canaux perceptifs : largeur,
hauteur, aire, position moyenne horizontale et verticale, luminosit¶e moyenne,
ainsi qu’un descripteur de forme. Les valeurs de chaque canal se situent tou-
jours entre 0 et 1.

Ces valeurs sont ensuite normalis¶ees lin¶eairement en fonction du contexte,
de sorte que, pour chaque canal, la valeur la plus basse devienne 0 et la
plus haute 1. Cette ¶etape permet d’utiliser au mieux l’espace des valeurs
possibles. La perception de chaque objet est ainsi relative au contexte de
cette perception et non absolue. Mais ce n’est pas gênant car, comme nous le
montrerons par la suite, les communications entre Talking Heads se basent sur
la capacit¶e µa discriminer un objet de son contexte et non sur l’identiflcation
d’un objet entre les difi¶erentes it¶erations.

A chacune de ces valeurs est associ¶ee une valeur de salience, ¶egale µa la
distance µa la valeur la plus proche sur le même canal perceptif, en consid¶erant
tous les objets du contexte. Plus la salience d’une valeur est importante, plus
cette valeur est discriminante. Toutes les valeurs dont la salience est inf¶erieure
µa un seuil flx¶e sont ignor¶ees par les agents. Si un objet n’a aucune propri¶et¶e
saliente, c’est-µa-dire dont la valeur associ¶ee est sup¶erieure au seuil de salience,
il est supprim¶e du contexte et ignor¶e par l’agent.



CHAPITRE 2. LES TALKING HEADS 11

2.4 Signiflant, arbres de discrimination
L’objectif d’un agent des Talking Heads est d’acqu¶erir un vocabulaire de

mots lui permettant de d¶esigner un objet µa un autre agent, en le discriminant
de son contexte. Chaque mot est pour ce faire associ¶e µa une classe d¶elimitant
un intervalle de l’espace des perceptions. Trouver un mot d¶esignant un objet
dans un contexte donn¶e revient µa trouver un mot associ¶e µa une classe cor-
respondant µa la perception de cet objet et µa aucun autre objet du contexte.
Les agents des Talking Heads doivent donc dans un premier temps discr¶etiser
leurs perceptions, pour former des classes auxquelles pourront s’associer les
mots.

Cette classiflcation est r¶ealis¶ee au moyen d’arbres de discrimination (dis-
crimination trees) : A chaque canal perceptif est associ¶e un arbre binaire.
Chaque n¾ud de l’arbre est associ¶e µa un intervalle de [0,1]. Le n¾ud racine
est associ¶e µa [0,1] et chaque paire de n¾uds flls partitionne en deux l’intervalle
du n¾ud parent.

Fig. 2.3 { Exemple d’arbre de discrimination

Il est n¶ecessaire que chaque arbre soit su–samment d¶evelopp¶e pour que
des n¾uds su–samment discriminant soient pr¶esents, mais si l’arbre est trop
d¶evelopp¶e, il contient des n¾uds trop sp¶eciflques qui nuisent µa l’apprentissage.
Les Talking Heads utilisent un double m¶ecanisme de croissance et d’¶elagage
qui permet de maintenir les arbres de discrimination µa une taille adapt¶ee. Ce
m¶ecanisme est guid¶e par le taux de succµes de communication entre agents
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(d¶eflni dans les sections suivantes) : si celui-ci est faible, la croissance est
privil¶egi¶ee, consid¶erant que les ¶echecs sont caus¶es par l’incapacit¶e des agents
µa discriminer correctement. Si celui-ci est ¶elev¶e, l’¶elagage est privil¶egi¶e.

Le choix des n¾uds µa d¶evelopper est fait en consid¶erant le taux d’utili-
sation de chaque n¾ud : plus une classe est observ¶ee, plus il est int¶eressant
de la sp¶ecialiser. Le choix des n¾uds µa ¶elaguer est fait en consid¶erant pour
chaque n¾ud le taux de succµes des interactions dans lesquelles il est utilis¶e :
un n¾ud associ¶e µa un taux de succµes faible a plus de chance de correspondre
µa une perception qu’il est di–cile de partager, et donc inutile dans le contexte
des Talking Heads.

Ce m¶ecanisme permet aux Talking Heads de s’adapter aux changements
dans leur environnement en adaptant leur capacit¶e de discrimination en per-
manence.

2.5 Lexique
Les mots utilis¶es par les Talking Heads sont de simples combinaisons

al¶eatoires de syllabes choisies parmi une liste flx¶ee µa l’avance. Chaque agent
dispose d’un lexique, sous forme d’une liste de triplets (mot, signiflant, poids).
Les signiflants sont les n¾uds des arbres de discrimination. Le lexique peut
bien sûr pr¶esenter des synonymes (plusieurs mots pour le même signiflant) et
des homonymes (le même mot avec plusieurs signiflants difi¶erents). Lorsqu’un
mot doit être choisi pour un signiflant donn¶e, celui dont l’association avec ce
mot a le poids le plus ¶elev¶e dans le lexique est choisi.

2.6 Initialisation : le jeu de discrimination, le
jeu de nommage

Chaque agent devant participer µa l’exp¶erience passe par une phase d’ini-
tialisation de ses arbres de discrimination, afln de ne pas d¶ebuter les interac-
tions avec des arbres vides. Cette phase n’est pas strictement n¶ecessaire, mais
permet d’acc¶el¶erer le d¶eroulement de la phase d’interaction. Cette phase est
appel¶ee jeu de discrimination (discrimination game).

Chaque it¶eration du jeu de discrimination se d¶eroule comme suit : L’agent
choisit al¶eatoirement un contexte, compos¶e de 3 µa 5 objets comme expos¶e plus
haut, et extrait pour chaque objet ses valeurs sur chaque canal perceptif et les
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n¾uds des arbres de discrimination correspondants. Ces valeurs sont ensuite
flltr¶ees par salience et normalis¶ees. L’agent choisit ensuite al¶eatoirement un
objet parmi les objets du contexte, appel¶e le sujet de l’it¶eration et tente
de le discriminer : il cherche un n¾ud d’un de ses arbres de discrimination
s’appliquant au sujet, mais µa aucun autre objet du contexte. L’it¶eration est
un succµes si un tel n¾ud existe, un ¶echec sinon.

En it¶erant le jeu de discrimination et en utilisant le m¶ecanisme de crois-
sance/¶elagage d¶ecrit section 2.4, les arbres de discrimination de l’agent crois-
sent puis se stabilisent une fois un certain taux de succµes atteint, dont la
valeur est flx¶ee par les paramµetres du systµeme croissance/¶elagage.

Optionnellement, chaque agent peut aussi initialiser son lexique seul,
en compl¶etant le jeu de discrimination par une phase de nommage dans
laquelle l’agent cr¶ee une entr¶ee du lexique associant un nouveau mot choisi
al¶eatoirement au meilleur n¾ud (celui associ¶e au canal le plus salient) dis-
criminant le sujet.
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Fig. 2.4 { D¶eroulement de la perception des agents et structures de donn¶ees

2.7 Le Guessing Game
L’¶echange de mots entre agents se fait par l’interm¶ediaire d’une interac-

tion appel¶ee jeu de devinette (guessing game). Ce jeu se d¶eroule entre deux
agents, incarn¶es dans deux cam¶eras plac¶ees côtes µa côte, partageant le même
contexte choisi al¶eatoirement. Les deux agents jouant des rôles difi¶erents
dans cette interaction, l’un est choisi al¶eatoirement pour être le leader, ap-
pel¶e speaker ; le second agent est appel¶e hearer.

Le guessing game d¶ebute comme le jeu de discrimination : le speaker
choisit un des objets comme sujet de l’it¶eration et cherche un n¾ud de ses
arbres de discrimination le discriminant du reste du contexte. Au cas oµu il
en existe plusieurs, le speaker choisit le plus g¶en¶erique associ¶e au canal avec
la plus haute salience. Puis il cherche le mot de son lexique avec la plus forte
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association avec ce n¾ud, le cr¶eant si n¶ecessaire. Le speaker prononce alors
ce mot (en r¶ealit¶e dans les Talking Heads, les mots sont ¶echang¶es sous forme
de châ‡nes de caractµeres par les agents).

Le hearer cherche µa \deviner" le sujet auquel se r¶efµere le mot qu’il entend :
il cherche dans son lexique le n¾ud ayant la plus forte association avec ce mot.
Il cherche ensuite la liste des objets du contexte auxquels ce n¾ud s’applique.
Si cette liste contient un seul ¶el¶ement, le hearer d¶esigne cet objet au speaker
(en lui communiquant les coordonn¶ees de son centre dans le r¶ef¶erentiel de
l’image). Sinon, le hearer signale le speaker qu’il n’a pas trouv¶e de r¶ef¶erent.

Si le hearer a d¶esign¶e un objet, le speaker v¶erifle qu’il s’agit bien du sujet.
Si c’est le cas, il signale l’information au hearer et cette it¶eration du guessing
game est un succµes. Dans les autres cas (si le hearer n’a rien point¶e, ou a
point¶e un autre objet), le speaker pointe le sujet au hearer et l’it¶eration est
un ¶echec.

En cas d’¶echec, le hearer tente d’apprendre une nouvelle association mot-
n¾ud µa partir de l’information communiqu¶ee par le speaker : un objet et
un mot. Pour ce faire, il doit deviner le signiflant choisi par le speaker pour
d¶esigner ce mot parmi tous les n¾uds possibles, c’est-µa-dire ceux qui dis-
criminent cet objet des autres. Le hearer choisit d’associer le signiflant le
plus g¶en¶erique sur le canal le plus salient discriminant le sujet au nouveau
mot. Ce choix permet d’obtenir une association \correcte" si l’environnement
est per»cu de maniµere su–samment similaire par les deux agents.

Aprµes chaque it¶eration du jeu, les deux agents mettent µa jour leurs struc-
tures de donn¶ees : les arbres de discrimination sont ¶elagu¶es et augment¶es
comme d¶ecrit section 2.4 et les poids des mots des lexiques sont mis µa jour
comme suit : en cas de succµes, le poids de l’association utilis¶ee est augment¶e
d’une constante par les deux agents. Le speaker r¶eduit aussi d’autant le poids
de tous les synonymes et le hearer le poids de tous les homonymes. En cas
d’¶echec, le poids de l’association utilis¶ee est diminu¶e de cette même constante
par les deux agents.
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Game 101
a4 is the speaker, a1 is the hearer
a4 segments the context into 2 objects : o1 and o2
a4 choses o1 as the topic
a4 categorises the topic as [GRAY 0.5 :1]
a4 has two words for [GRAY 0.5 :1] :
- faluleru (0.2)
- notabefe(0.0)
a4 says faluleru
a1 does not know faluleru
a1 says faluleru ?
a4 points o1
a1 categorises the topic as [GRAY 0.5 :1]
a1 stores faluleru as [GRAY 0.5 :1]

Fig. 2.5 { Exemple de d¶eroulement du guessing game.

2.8 R¶esultats, extensions et travaux connexes.
Pour des populations d’une dizaine d’agents, la convergence des lexiques

est atteinte en quelques milliers d’it¶erations [Steels, 1998]. Le taux de succµes
du guessing game se maintient ensuite ind¶eflniment entre 0.9 et 1, les arbres
de discrimination restant µa une taille constante.

[Steels, 1999] ¶etudie plus en d¶etail l’¶evolution des synonymes dans le lex-
ique et montre que, lorsque plusieurs mots sont en comp¶etition pour un même
sens dans une population, l’un d’eux flnit toujours par l’emporter en efia»cant
complµetement les autres.

[Vogt and Coumans, 2003] et [Vogt and Divina, 2005] ¶etudient les problµemes
pos¶es par des grandes populations de plusieurs milliers d’agents et montrent
que le lexique peut rester stable même dans un modµele dans lequel la popu-
lation d’agents se renouvelle.

P. Vogt ¶etudie dans [Vogt, 2000] un modµele d’apprentissage un peu difi¶erent,
appel¶e observational game. Dans ce modµele le speaker pointe syst¶ematiquement
le sujet en produisant un mot, et le hearer apprend l’association entre le mot
et le signiflant le plus salient discriminant le sujet, sans aucun retour du
speaker. L’¶evolution des lexiques se fait donc sans aucune information sur
l’e–cacit¶e du jeu de langage. P. Vogt montre que ce modµele obtient des
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r¶esultats similaires au guessing game. Ses r¶esultats montrent aussi l’impor-
tance de l’inhibition lat¶erale lors de la mise µa jour du poid des entr¶ees du
lexique pour r¶eduire le taux de synonymie et d’homonymie des lexiques.

Dans [Vogt, 2004], l’auteur montre que les agents d’une exp¶erience sim-
ilaire aux Talking Heads respectent la loi de Zipf-Mandelbrot, observ¶ee en
linguistique et portant sur la courbe de fr¶equence d’utilisation des mots du
lexique.

Dans ses travaux, P. Vogt utilise un modµele de discrimination des per-
ceptions g¶en¶eralisant celui des Talking Heads : les arbres de discrimina-
tion sont remplac¶es par une segmentation de Voronõ‡ hi¶erarchique autour
d’¶echantillons de la perception. Ce modµele permet d’utiliser des canaux per-
ceptifs multidimensionnels.

[Vogt, 2005] ajoute aux agents la capacit¶e de g¶en¶erer et d’apprendre une
grammaire, permettant de g¶en¶erer de nouveaux mots compos¶es µa partir des
mots ¶el¶ementaires des Talking Heads.

[Steels and Baillie, 2003] ¶etendent les Talking Heads µa la description d’ac-
tions observ¶ees par les agents dans des s¶equences vid¶eos.

[de Jong E., 1998] d¶eveloppe un systµeme dans lequel les agents utilisent
le langage qu’ils d¶eveloppent pour se signaler la pr¶esence de pr¶edateurs.

[Michael, 2002] utilise des jeux de langages similaires µa ceux des Talking
Heads, dans un monde virtuel dans lequel les perceptions des agents sont
tir¶ees d’une distribution de type somme de gaussiennes. Chaque agent classi-
fle son environnement ind¶ependamment des jeux de langages. Ce modµele lui
permet de contrôler les \concepts" pr¶esents dans les perceptions des agents
et d’¶etudier l’impact du nombre de concepts et du taux de recouvrement sur
les jeux de langage.

[Ikegami and Iizuka, 2007] illustre l’importance de la prise de rôle difi¶erents
(enseignant-¶elµeve) en alternance pour l’apprentissage, sur un problµeme d’ap-
prentissage de mouvements.



Chapitre 3

Les Talking Robots

3.1 Cadre
Les modµeles introduits par les Talking Heads ont ¶et¶e largement utilis¶es,

test¶es et ¶etendus [Steels, 2007]. Toutes ces exp¶eriences se limitent soit µa des
mondes simul¶es, soit µa des environnements trµes simples, les problµemes de
visions associ¶es µa un environnement plus complexe n’¶etant pas au centre de
leurs objectifs.

Mais cette simplicit¶e de l’environnement limite aussi la complexit¶e de ce
que les agents peuvent apprendre : dans un monde se r¶eduisant µa des formes
g¶eom¶etriques, l’agent ne peut faire plus qu’apprendre µa les classifler. De plus,
ces exp¶eriences ne donnent pas la possibilit¶e aux agents d’agir sur leur monde,
oµu, lorsque ils agissent, ils ne font qu’exploiter ce qu’ils ont appris : l’action
ne sert pas µa l’apprentissage.

Des progrµes r¶ecents dans deux grands domaines permettent d’envisager de
pousser les Talking Heads plus loin, vers l’apprentissage de concepts \utiles"
pour percevoir et agir dans le monde des Humains [Kaplan, 2000] :

{ La robotique : depuis quelques ann¶ees des robots mobiles autonomes et
programmables disposant de cam¶era sont disponibles µa un prix raisonnable
dans le commerce. Citons par exemple les aibo de Sony, introduits en
1999. Utiliser ces plateformes facilement accessibles et flables ¶evite aux
laboratoires qui le souhaitent de consacrer des ann¶ees au d¶eveloppement
d’une solution ¶equivalente. L’arriv¶ee du langage de programmation et
middleware Urbi [Baillie, 2005], sp¶ecialement con»cu pour la robotique,
permet de plus un d¶eveloppement rapide sur ces plateformes, rendant

18



CHAPITRE 3. LES TALKING ROBOTS 19

l’exp¶erimentation plus ais¶ee.
{ La vision artiflcielle : Les algorithmes de cartographie comme le SLAM

[Davison, 2003] peuvent permettre de faire se d¶eplacer intelligemment
un robot mobile dans son environnement. Les algorithmes de d¶etection
de points caract¶eristiques robustes et tournant en temps r¶eel comme
SIFT [Lowe, 2004] constituent une nouvelle base solide pour efiectuer
de l’apprentissage et de la reconnaissance d’objets, même de maniµere
non supervis¶ee.

3.2 Objectifs
Partant de ce constat, l’objectif donn¶e µa cette thµese consiste µa produire

des exp¶eriences similaires aux Talking Heads dans leurs principes et dans
leurs objectifs, en en changeant deux ¶el¶ements importants :

3.2.1 Vers des agents mobiles, autonomes et incarn¶es
Tout d’abord, les agents des Talking Heads (des cam¶eras sur un tr¶epied)

seront remplac¶es par des robots mobiles autonomes. La mobilit¶e des agents
leur permettra d’acc¶eder µa un environnement plus vari¶e. Rappelons que c’est
la richesse de l’environnement, µa savoir le fait qu’un même objet puisse
être vu dans des contextes difi¶erents qui permet aux agents des Talking
Heads de r¶esoudre les ambigũ‡t¶es. Cette mobilit¶e pourra aussi permettre
µa terme d’int¶egrer un modµele de curiosit¶e µa l’apprentissage, dans lequel l’a-
gent s¶electionne l’environnement dans lequel il apprend en fonction de ses
capacit¶es [Oudeyer et al., 2007]. Cette mobilit¶e ouvre aussi la possibilit¶e µa
l’agent de manipuler son environnement dans de futures exp¶eriences. Nous
essayerons de donner µa ces agents la plus large autonomie possible et de lim-
iter le nombre d’interventions humaines n¶ecessaires au d¶eroulement des jeux
de langage.

Nous avons choisi d’utiliser des Aibo ERS7 de Sony. Il s’agit de robots
quadrupµedes disposant de capteurs de distance, d’une cam¶era de r¶esolution
208x160, d’un processeur MIPS cadenc¶e a 400MHz, d’une interface WiFi et
de 64Mb de RAM. Leur autonomie ¶energ¶etique est d’environ 1h.
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3.2.2 Vers un environnement peu restreint
Le point central des travaux pr¶esent¶es ici consiste µa remplacer l’envi-

ronnement contraint des Talking Heads par l’environnement \naturel" de
nos robots : le laboratoire. L’objectif de nos robots est similaire µa celui des
agents des Talking Heads : classifler leurs perceptions pour en extraire des
\concepts" et se constituer un vocabulaire de mots associ¶es µa ces concepts,
partag¶e avec les autres robots. La dynamique des jeux de langage des Talking
Heads est telle que, si un lexique partag¶e ¶emerge, les concepts associ¶es µa ses
mots seront aussi partag¶es entre les robots et potentiellement utilisables pour
s’¶echanger des informations utiles µa de futures interactions.

La question principale associ¶ee µa cette extension est la notion d’objet
qui sera utilis¶ee par les robots. A quelle structure issue de la perception les
robots vont-ils associer des concepts ? Quels algorithmes utiliser pour obtenir
des concepts stables et robustes, de maniµere non supervis¶ee ?

3.3 D¶eroulement
Nos exp¶erimentations nous ont conduit µa proposer deux r¶eponses succes-

sives µa cette question.
Dans un premier temps, nous avons choisi de rester aussi proche que

possible des Talking Heads. Un objet pour un agent des Talking Heads est une
r¶egion de l’image per»cue, donn¶ee par un algorithme de segmentation, et un
concept est un sous-ensemble des valeurs possibles (une classe) pour une des
propri¶et¶es visuelles de cette r¶egion. Notre premiµere version des Talking Robots
procµede de même, en utilisant un algorithme de segmentation d’image plus
robuste pour pallier l’absence de fond homogµene. Le chapitre 4 est consacr¶e
µa cette premiµere version des Talking Robots.

Nous n’avons pas r¶eussi µa obtenir convergence des lexiques avec ce modµele :
une segmentation ad-hoc d’un environnement sans contrainte se r¶evµele ne pas
être assez robuste pour que deux robots côtes µa côtes et regardant dans la
même direction obtiennent des perceptions su–samment similaire. Et sans
perceptions partag¶ees, aucune communication n’est possible.

Cet ¶echec nous a conduit µa proposer un nouveau modµele s’inspirant de la
litt¶erature en vision artiflcielle sur l’apprentissage et la reconnaissance non
supervis¶ee d’objets. Ce modµele se base sur des algorithmes de d¶etection de
points caract¶eristiques pour construire et reconnâ‡tre des modµeles d’objets
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dans des images. Les concepts auxquels les agents associent des mots sont
les modµeles d’objets que chaque agent construit ind¶ependamment. Contraire-
ment aux Talking Heads, les concepts ne sont plus partag¶es entre les agents,
mais le principe et l’int¶erêt du jeu de langage reste le même : si les agents
sont capables de mettre en correspondance leurs concepts d’objets au travers
d’un lexique, alors ces concepts sont pertinents et utiles pour repr¶esenter leur
environnement.

Le chapitre 5 est consacr¶e µa cette seconde version des Talking Robots :
le modµele d’apprentissage est d’abord valid¶e sur des bases de tests, µa la fois
de maniµere supervis¶ee et non supervis¶ee, puis utilis¶e dans le jeu du guessing
game. Les r¶esultats obtenus montrent un taux de succµes signiflcatif du jeu
de langage, mais le lexique reste trµes bruit¶e. Diverses pistes pour am¶eliorer
la robustesse du systµeme sont explor¶ees.



Chapitre 4

Talking Robots 1.0,
segmentation a priori

4.1 Pr¶esentation g¶en¶erale
Le pr¶esent chapitre est consacr¶e µa la premiµere version des Talking Robots

que nous avons d¶evelopp¶ee, avec pour objectif de rester aussi proche que
possible des Talking Heads. Nous n’avons pas r¶eussi µa obtenir la convergence
des lexiques, même en nous limitant µa deux agents, avec cette implantation.
N¶eanmoins ces r¶esultats m¶eritent d’être d¶etaill¶es, car ils mettent en lumiµere
les pr¶e-requis n¶ecessaires aux m¶ecanismes d’apprentissage des Talking Heads.

La premiµere partie de ce chapitre est consacr¶ee aux problµemes nouveaux
dus µa l’utilisation de robots autonomes et aux solutions que nous y avons ap-
port¶ees : localisation des robots, synchronisation entre les agents et pointage
d’objets. La seconde partie concerne les modiflcations des m¶ecanismes des
Talking Heads n¶ecessaires pour les adapter au nouvel environnement. Le reste
du chapitre expose les r¶esultats obtenus.

4.2 M¶ecanismes auxiliaires

4.2.1 Synchronisation
Les interactions des Talking Robots pr¶esentent de nombreux points de syn-

chronisation : par exemple, lorsqu’un robot d¶esigne un objet, il doit pr¶evenir
l’autre robot du succµes ou de l’¶echec de cette op¶eration. Le deuxiµeme robot
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doit ensuite indiquer au premier s’il a r¶eussi µa trouver l’objet d¶esign¶e.
Il nous faut un m¶ecanisme simple et trµes robuste, utilisant les actionneurs

et capteurs des aibos conform¶ement µa nos objectifs. Nous avons opt¶e pour
l’¶emission de sons mono-fr¶equence d’une dur¶ee de quelques secondes. Ceux-
ci sont d¶etect¶es par une simple transform¶ee de Fourier sur une fenêtre de
20 millisecondes : le signal est reconnu si la composante principale de la
transform¶ee de Fourier est la fr¶equence attendue avec un rapport signal sur
bruit su–sant pendant 3 fenêtres successives. Ce processus s’est r¶ev¶el¶e trµes
robuste même en pr¶esence de bruit.

4.2.2 Synthµese et reconnaissance vocale
L’approche conforme µa nos objectifs permettant aux robots de s’¶echanger

des mots serait d’utiliser de la synthµese et de la reconnaissance vocale. Ce
travail a ¶et¶e commenc¶e par un stagiaire de DEA, mais n’est pas encore int¶egr¶e
a l’exp¶erience des Talking Robots.

Pour le moment les mots sont ¶echang¶es directement par le biais de mes-
sages r¶eseaux UDP, avec optionnellement une probabilit¶e de d¶eformation afln
de simuler des erreurs de reconnaissance.

4.2.3 Pointage
4.2.3.1 Pr¶esentation du problµeme

Les Talking Robots ont besoin d’être capables de d¶esigner une zone de leur
environnement visuel. Cette d¶esignation doit pouvoir être interpr¶et¶ee par un
autre agent ayant un point de vue difi¶erent sur la scµene.

Les Talking Heads utilisaient un simple passage de coordonn¶ees 2D, vraisem-
blablement corrig¶ees pour prendre en compte l’¶ecart de point de vue entre
les deux agents. Nous ne pouvons pas utiliser cette m¶ethode, parce que nous
ne connaissons pas a priori l’¶ecart de position entre nos deux agents, que leur
environnement n’est pas plan et que nous ne disposons d’aucune information
tridimensionnelle.

Un analogue d’une main qui pointe vers l’objet est di–cilement r¶ealisable,
principalement parce que les aibo ne disposent pas de la st¶er¶eo-vision qui
serait n¶ecessaire pour calculer la direction point¶ee.

Une autre option envisageable serait de transmettre une fenêtre de l’im-
age autour de la zone d¶esign¶ee et d’utiliser un algorithme de recalage pour
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rechercher cette zone dans l’environnement de l’autre agent. Mais les difi¶erences
entre les perceptions des deux agents dans un environnement pr¶esentant du
relief rendent le recalage di–cile.

L’option restante consiste µa donner un moyen µa l’agent de modifler sa
perception (et donc celle de l’autre robot) de la zone d¶esign¶ee, par exemple
en modiflant sa luminosit¶e.

Nous avons pour cela plac¶e une diode laser de 5mW sur la patte avant
de chacun des aibos. Cette diode est interfac¶ee au robot µa travers une photo-
r¶esistance plac¶ee sur le dos de l’aibo, au-dessus d’une de ses LEDs, comme
indiqu¶e flgure 4.1. Ce montage permet µa l’aibo de commander l’allumage du
laser en commandant les LEDs de son dos.

>

Fig. 4.1 { Sch¶ema ¶electrique du dispositif de pointage

Reste µa r¶esoudre le problµeme de la d¶etection du spot laser. Celui-ci est trµes
visible µa l’oeil nu, même µa 5 mµetres et sur des surfaces sombres, mais beaucoup
moins µa la cam¶era de l’aibo, de r¶esolution 208x160. Les sections suivantes
pr¶esentent deux algorithmes de d¶etection de spot laser et comparent leurs
performances. Les deux algorithmes font clignoter le laser, le premier µa une
fr¶equence flxe connue, le deuxiµeme le plus rapidement possible et exploitent
les difi¶erences entre images successives. La di–cult¶e r¶eside dans le fait que
la difi¶erence d’intensit¶e lumineuse per»cue par le robot entre laser allum¶e et
laser ¶eteint est du même ordre de grandeur que la variation d’intensit¶e due
au bruit dans les conflgurations les plus d¶efavorables.
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Fig. 4.2 { Variation de l’intensit¶e du canal rouge de la cam¶era de l’aibo sur
le pixel ou pointe le laser.

Fig. 4.3 { Agr¶egation normalis¶ee de la valeur absolue de la d¶eriv¶ee temporelle
sur une seconde, en lumiµere naturelle et artiflcielle. Le point le plus lumineux
est le spot laser clignotant.

4.2.3.2 Premier algorithme : mod¶elisation et agr¶egation

La variation d’intensit¶e due au laser ¶etant du même ordre de grandeur
que la variation due au bruit si la source de lumiµere est naturelle, ce qui
les distingue est la r¶egularit¶e de la variation due au laser. Notre premier
algorithme essaye donc de reconnâ‡tre le signal cr¶eneau correspondant au
clignotement du laser dans toutes les r¶egions de l’image dont l’intensit¶e varie
plus qu’un seuil flx¶e au cours du temps.

L’algorithme suppose que le laser clignote a une fr¶equence pr¶ecis¶ement
flx¶ee. En pratique, nous utilisons une p¶eriode de 640 millisecondes, la plus
faible pouvant être maintenue de maniµere stable par le montage.
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L’algorithme procµede par r¶eductions et agr¶egations successives : dans une
premiµere phase, l’algorithme utilise la d¶eriv¶ee temporelle des images pour
lister tous les pixels pr¶esentant une variation d’intensit¶e sur le canal rouge
sup¶erieure µa un seuil, flx¶e exp¶erimentalement juste au dessus du niveau de
bruit moyen. La valeur du canal rouge sur chacun de ces pixels est ensuite en-
registr¶ee sur deux p¶eriodes de clignotement du laser. Le stockage se fait µa taux
d’¶echantillonage flxe : a chaque nouvelle image, associ¶ee µa sa date d’enreg-
istrement, les ¶echantillons pr¶ec¶edant cette date et manquant sont remplis par
interpolation lin¶eaire. Ensuite, le signal sur chaque pixel est compar¶e au sig-
nal cr¶eneau th¶eorique attendu en utilisant le SPOMF [Chen et al., 1994], une
technique de recalage donnant un score de corr¶elation et un d¶ephasage. Un
score est associ¶e µa chacun de ces pixels, proportionnel au taux de corr¶elation
et inversement proportionnel µa l’erreur de phase par rapport µa la moyenne
des phases obtenues jusqu’alors. Ce score est ajout¶e aux scores d¶ejµa obtenus
aux mêmes coordonn¶ees.

Le processus est r¶ep¶et¶e jusqu’µa ce qu’un des scores d¶epasse un seuil flx¶e.
Les coordonn¶ees associ¶ees µa ce score sont alors consid¶er¶ees comme contenant
un pointeur laser.

Ce processus, certes complexe, pr¶esente l’avantage d’avoir un taux extrêmement
faible de faux positifs et un bon taux de d¶etection une fois les paramµetres
r¶egl¶es. Le temps de d¶etection est relativement long, allant de 5 µa 20 secondes
selon la surface et les conditions d’¶eclairage.

4.2.3.3 Second algorithme : vitesse

Notre deuxiµeme algorithme est beaucoup plus rapide, mais moins robuste,
et fait l’hypothµese qu’il n’y a aucun mouvement dans la scµene per»cue par
l’aibo.

Il ne fait pas d’hypothµese sur la fr¶equence de clignotement du laser, celle-ci
est r¶egl¶ee µa la vitesse maximale permise par le montage physique (de l’ordre
de 3 Hz). La valeur absolue de la d¶eriv¶ee temporelle du canal rouge est
int¶egr¶ee au cours du temps. Si la valeur maximale sur l’image est sup¶erieure
µa la valeur du second maximum (en masquant une r¶egion de 10 pixels de côt¶e
autour du premier maximum) multipli¶ee par un facteur (exp¶erimentalement
d¶etermin¶e µa 1.2), alors l’algorithme renvoie les coordonn¶ees du maximum. Cet
algorithme est plus rapide, typiquement 1 µa 2 secondes, mais plus sensible
aux faux positifs.
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4.2.3.4 Performances et jeu de pointage

Afln d’¶evaluer et de comparer objectivement les performances des deux
algorithmes, nous avons con»cu une interaction simple entre deux agents, sur
le modµele du guessing game, appel¶ee le jeu de pointage. Le premier agent
pointe le laser al¶eatoirement dans son champ de vision. Le second cherche
le spot laser, signale le premier agent lorsqu’il l’a trouv¶e et pointe au même
endroit µa son tour. Si le premier agent trouve le spot laser du second et si ce
spot est µa l’endroit oµu il avait point¶e, l’it¶eration est un succµes.
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Fig. 4.4 { Graphe du comportement du jeu de pointage (application UR-
BIDev)

En ¶eclairage artiflciel, les deux algorithmes ont un taux de succµes de
l’ordre de 0.8. Les ¶echecs surviennent principalement quand le speaker pointe
un endroit invisible pour le hearer, car un autre objet lui bloque la vue et
quand le spot laser tombe sur une surface r¶e°¶echissante, ou trµes absorbante.

En ¶eclairage naturel, c’est-µa-dire quand le bruit est plus important, les
performances du premier algorithme restent les mêmes et celles du second
s’¶ecroulent. Le premier exploite en efiet plus d’information sur le signal du
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spot laser, qui lui permettent de le distinguer du bruit, au prix d’un temps
de d¶etection plus long.

4.2.4 Localisation des aibos
Comme nous l’avons dit plus haut, les Talking Robots doivent être ca-

pables de se d¶eplacer dans leur environnement, de d¶etecter un autre robot
et de se positionner µa ses cot¶es afln de partager le même champ de vision.
La di–cult¶e de cette tâche peut se r¶eduire µa d¶etecter la position d’un autre
robot et son orientation. C’est un cas particulier du problµeme de reconnais-
sance des formes, assez proche du problµeme de reconnaissance de visages,
qui a ¶et¶e trµes largement ¶etudi¶e [Hjelmas and Low, 2001]. Dans cette partie,
nous exposons deux m¶ethodes que nous avons d¶evelopp¶ees, appliqu¶ees aux
robots aibo. La premiµere consiste µa utiliser des m¶ethodes de recalage et de
reconnaissance d’images en utilisant la transform¶ee de Fourier, appliqu¶ees µa
la tête de l’aibo. La seconde plus simple, mais plus contraignante, utilise des
marqueurs bicolores plac¶es sur l’aibo.

Le lecteur press¶e pourra sauter cette section assez technique et ¶eloign¶ee
du sujet principal sans nuire µa la compr¶ehension g¶en¶erale.

4.2.4.1 SPOMF et FMI-SPOMF

L’aibo est une cible particuliµerement di–cile µa d¶etecter : sa surface unie
blanche et noire, trµes r¶e°¶echissante rend inadapt¶ees les m¶ethodes par his-
togramme de couleur ou d’intensit¶e, les m¶ethodes µa base de texture, ainsi
que les m¶ethodes µa base de points caract¶eristiques. Nous nous sommes donc
orient¶es sur les m¶ethodes globales.

Dans notre conflguration, le deuxiµeme robot peut aider le premier µa le
trouver, par exemple en hochant la tête. En supposant qu’il s’agit du seul
objet mobile de la scµene, le speaker a d¶ejµa une id¶ee approximative de la
position du hearer. De plus, la d¶eriv¶ee temporelle du °ux vid¶eo montre le
mouvement de la tête sur un fond noir et peut être utilis¶ee pour efiectuer
un recalage en translation et en ¶echelle avant d’appliquer l’algorithme de
reconnaissance, voire même être utilis¶ee directement comme motif par ces
algorithmes.

Dans la partie suivante, nous d¶etaillons le processus d’acquisition et d’ap-
prentissage du modµele, les trois algorithmes de reconnaissance des formes que
nous avons test¶es : corr¶elation crois¶ee, SPOMF (Simple Phase-Only Matched
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Filtering) et FMI-SPOMF (SPOMF of the Fourier-Mellin invariant), avant
d’exposer les r¶esultats obtenus.

Apprentissage. Le but de la phase d’apprentissage est d’acqu¶erir une im-
age et une image d¶eriv¶ee repr¶esentatives d’une tête d’aibo oscillante vue sous
difi¶erentes orientations.

Les deux robots sont plac¶es l’un en face de l’autre µa une distance con-
nue (40 centimµetres), dans une position flx¶ee et connue. Pour permettre un
apprentissage automatis¶e, le speaker tourne sa tête pour que le hearer obti-
enne des images de la tête sous difi¶erents angles. Le speaker tourne sa tête
du premier angle pour lequel on souhaite obtenir un motif et oscille au-
tour de cette position µa une fr¶equence de 2Hz et une amplitude de 5 degr¶es.
L’¶etape suivante consiste µa trouver la r¶egion de l’image contenant la tête et est
d¶ecrite flgure 4.5. A chaque image re»cue, les N derniµeres images d¶eriv¶ees sont
moyenn¶ees. Le r¶esultat est seuill¶e et pass¶e par une fermeture morphologique.
On isole ensuite les r¶egions connexes, puis on calcule les coordonn¶ees de leurs
bô‡tes englobantes, qu’on agrµege avec les bô‡tes englobantes obtenues aux
it¶erations pr¶ec¶edentes : quand deux bô‡tes sont proches, c’est-µa-dire quand
leurs centres et leurs tailles sont µa une distance relative inf¶erieure µa un seuil
donn¶e, la plus grande est conserv¶ee et son score est incr¶ement¶e. Dµes qu’une
bô‡te d¶epasse un score flx¶e, elle est conserv¶ee pour la suite comme la r¶egion
contenant la tête du robot. Cette phase complexe permet de rep¶erer cor-
rectement la r¶egion de la tête même en pr¶esence d’autres objets se d¶epla»cant
sporadiquement dans le °ux d’images.

Ensuite, un ensemble d’images et d’images d¶eriv¶ees dans cette r¶egion est
enregistr¶e : µa intervalles al¶eatoires, les N derniµeres images et images d¶eriv¶ees
sont moyenn¶ees et la partie correspondant µa la r¶egion de la tête est conserv¶ee,
jusqu’µa ce que su–samment d’images aient ¶et¶e acquises (typiquement une
vingtaine). Pour extraire une image repr¶esentative de chaque ensemble, on
construit la matrice des distances entre toutes les paires d’images, en util-
isant le rapport signal pic sur bruit (PSNR) du SPOMF comme fonction de
distance (cette mesure est d¶etaill¶ee plus bas). L’image dont la somme des
distances µa toutes les autres est la plus basse est conserv¶ee.

Ce processus est r¶ep¶et¶e pour difi¶erentes valeurs d’orientation de la tête.
On aboutit µa un ensemble de paires d’images et d’images d¶eriv¶ees, associ¶ees
µa une valeur d’angle jouant le rôle de descripteur de classe. Le but du flltre
moyen temporel est de diminuer la variabilit¶e des images provoqu¶ee par les
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oscillations de la tête. Ce flltre devra être appliqu¶e de maniµere identique dans
le processus de reconnaissance.

Il convient de noter que lorsque l’algorithme sera utilis¶e, le speaker aura
toujours sa tête orient¶ee droite, mais sera positionn¶e de maniµere quelconque
par rapport au hearer et donc vu sous une orientation quelconque : les im-
ages acquises pendant l’apprentissage ne correspondent pas exactement µa la
situation d’utilisation, mais cela n’a pas d’in°uence car l’axe de rotation de
la tête est perpendiculaire au sol.

a b c

d e

Fig. 4.5 { Recherche de la r¶egion contenant la tête : a : l’image d¶eriv¶ee. b :
seuillage. c : fermeture morphologique d : bô‡tes englobantes. e : fusion des
bô‡tes englobantes

Reconnaissance. Le modµele de reconnaissance a pour but de fournir µa
partir d’un °ux d’images la distance, la position et l’angle d’orientation de
toutes les têtes de robots trouv¶ees, potentiellement associ¶ees avec un facteur
de croyance. Les deux robots sont immobiles pendant cette phase, mis µa part
le mouvement d’oscillation de la tête du speaker.

Dans un premier temps, le modµele cherche µa trouver les r¶egions de l’im-
age pouvant contenir une tête de robot, en utilisant un processus similaire
µa la phase d’apprentissage. Les N derniµeres images acquises sont moyenn¶ees,
le r¶esultat est seuill¶e et ferm¶e morphologiquement, les r¶egions connexes sont
isol¶ees. Chaque bô‡te englobante d’une r¶egion connexe est ensuite test¶ee : la
portion correspondante de l’image ou de l’image d¶eriv¶ee est d’abord recal¶ee en
translation et en ¶echelle en utilisant l’algorithme d¶etaill¶e dans la section suiv-
ante, puis le r¶esultat est appliqu¶e µa l’algorithme de reconnaissance (SPOMF,
FMI-SPOMF ou cross-corr¶elation), qui donne un vecteur de score (un score
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par motif, soit par angle). Ce vecteur de score est agr¶eg¶e avec les vecteurs
obtenues aux images pr¶ec¶edentes pour les r¶egions qui concordent. Quand une
r¶egion a ¶et¶e consid¶er¶ee un nombre su–sant de fois, elle est marqu¶ee comme
potentiellement contenant une tête d’aibo, dont l’orientation est l’angle dont
le score est le plus ¶elev¶e dans le vecteur de scores.

Nous avons test¶e trois algorithmes de reconnaissance : corr¶elation crois¶ee,
qui n¶ecessite un recalage en ¶echelle et en translation avant d’être appliqu¶e,
SPOMF, qui n¶ecessite un recalage en ¶echelle et FMI-SPOMF, qui ne n¶ecessite
aucun recalage. Nous avons test¶e ces algorithmes sur les images d’origine et
les images d¶eriv¶ees. Dans les parties suivantes, nous d¶etaillons l’algorithme
de recalage, puis les algorithmes de reconnaissance et enfln quelques flltres de
pr¶e-traitement que nous avons tent¶e d’appliquer pour am¶eliorer les r¶esultats.

Recalage. L’algorithme de corr¶elation crois¶ee n¶ecessite un recalage en trans-
lation et en ¶echelle, et le SPOMF n¶ecessite un recalage en translation. De
nombreux algorithmes ont ¶et¶e propos¶es pour r¶esoudre ce problµeme [Zitova
and Flusser, 2003]. Nous avons opt¶e pour un algorithme simple bas¶e sur
un calcul de moments [Werman and Weinshall, 1995] et utilisant les images
d¶eriv¶ees, qui ont la propri¶et¶e de ne pas avoir de fond.

¶Etant donn¶ee une image I (x; y) , son centre de masse G est donn¶e par :

G =
ˆP

x;y I (x; y) x
P

x;y I (x; y)
;

P
x;y I (x; y) y

P
x;y I (x; y)

!

= (Gx; Gy)

et les moments M0;2 et M2;0par :

M2;0 =
P

x;y I (x; y) jx ¡ Gxj2
P

x;y I (x; y)

M0;2 =
P

x;y I (x; y) jy ¡ Gyj2
P

x;y I (x; y)

Deux images de paramµetres (G; M0;2; M2;0) et
‡
G0; M 0

0;2; M 0
2;0

·
peuvent

être recal¶ees en translatant la deuxiµeme par le vecteur ~G0G et en multipliant
l’¶echelle par

µr
M2;0
M 0

2;0
;
r

M0;2
M 0

0;2

¶
.

Dans notre cas, les motifs sont tous recal¶es entre eux dans une phase
d’initialisation. Une image ne n¶ecessite donc qu’un seul recalage pour être
trait¶ee, au lieu d’un recalage par motif.
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Reconnaissance par corr¶elation crois¶ee. Les deux formules que nous
avons utilis¶ees pour le calcul de la corr¶elation crois¶ee de deux images I et I 0

sont celles bas¶ees sur la norme L1 :

CCL1 =
X

x;y
jI(x; y) ¡ I 0(x; y)j

et une version simplifl¶ee de la formule classique :

CC =
X

x;y
I(x; y)I 0(x; y)

Cette derniµere formule devrait être normalis¶ee par le produit des vari-
ances, mais comme dans notre cas les images sont trµes similaires, cette ¶etape
peut être supprim¶ee pour diminuer le temps de calcul. Comme le processus
de recalage n’est pas trµes pr¶ecis, le calcul de corr¶elation crois¶ee est efiectu¶e
en essayant toutes les translations possibles dans une petite fenêtre (5 par 5)
et le meilleur score est conserv¶e.

Reconnaissance par le SPOMF. L’algorithme SPOMF (Symmetric Phase-
Only Matching Filter) utilise la difi¶erence de phase entre les transform¶ees de
Fourier de deux images pour les recaler en translation. En utilisant le rapport
signal pic sur bruit (Peak Signal to Noise Ratio), il peut être utilis¶e comme
algorithme de reconnaissance.

¶Etant donn¶ee une image I et un motif P , on calcule leurs transform¶ees
de Fourier R et S et :

Q(u; v) =
R(u; v)S(u; v)⁄

jR(u; v)j jS(u; v)j

oµu le symbole ⁄ repr¶esente l’op¶erateur de conjugaison. Le SPOMF S est
d¶eflni comme la transform¶ee de Fourier inverse de Q. Autrement dit, l’algo-
rithme consiste µa calculer la transform¶ee de Fourier de I et P , µa calculer leur
difi¶erence de phase, puis la transform¶ee de Fourier inverse de cette difi¶erence.
On peut d¶emontrer que si I est une version translat¶ee de P , le SPOMF est
un Dirac aux coordonn¶ees de la translation.

Pour utiliser le SPOMF comme algorithme de reconnaissance, il su–t de
calculer le PSNR d¶eflnit par :

PSNR =

‡
maxx;y (S(x; y)) ¡ „S

·2

1
N

P
x;y

‡
S(x; y) ¡ „S

·2
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oµu N est la taille du SPOMF. Dans nos exp¶eriences, un PSNR sup¶erieur µa
100 signifle que I est probablement une version translat¶ee de P. Nous aurions
pu directement utiliser la valeur du pic du SPOMF, mais les r¶esultats sont
moins marqu¶es. La flgure 4.7 montre un exemple de SPOMF sur des images
d¶eriv¶ees d’une tête d’aibo. Le pic du SPOMF est bien visible autour de (0; 0)
pour le motif d’angle proche de l’image et s’amenuise au fur et µa mesure que
l’¶ecart entre l’angle du motif et celui de l’image augmente.

Fig. 4.7 { Image µa -51°, motifs pour les angles -50, -70 et 10. SPOMF entre
la premiere image et les trois motifs. Les PSNR valent respectivement 267,
94 et 33

Dans notre cas, l’objet compar¶e au motif par le SPOMF est souvent
agrandi par l’algorithme de recalage. Il faut donc ¶eliminer de la transform¶ee
de Fourier les composantes de haute fr¶equence qui n’ont pas de sens pour
l’objet. Pour ce faire, la transform¶ee de Fourier est tronqu¶ee, en utilisant
la taille initiale de l’objet pour d¶eterminer la fr¶equence la plus ¶elev¶ee qui
sera conserv¶ee, avant de calculer la difi¶erence de phases et la transform¶ee de
Fourier inverse de cette derniµere. On montre que si l’objet ¶etait de taille N ,
seule la partie centrale de taille NxN de la transform¶ee de Fourier doit être
conserv¶ee.

Reconnaissance par le FMI-SPOMF. L’algorithme FMI-SPOMF con-
siste µa appliquer le SPOMF sur l’invariant de Fourier-Melin (FMI) et peut
être utilis¶e pour recaler deux images en rotation, translation et ¶echelle [Chen
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et al., 1994].
Le passage en coordonn¶ees log-polaires a la propri¶et¶e de transformer les

rotations et les changements d’¶echelle en translations [Wolberg and Zokai,
2000]. L’invariant de Fourier-Melin d’une image I est d¶eflni comme la trans-
form¶ee en coordonn¶ees log-polaires du module de sa transform¶ee de Fourier.
Il est invariant en translation et une rotation ou un changement d’¶echelle de
l’image se traduisent par des translations du FMI. Appliquer un SPOMF sur
le FMI permet donc de recaler en rotation et en ¶echelle deux images. Pour
recaler en translation, il su–t d’appliquer les transformations de rotation et
d’¶echelle sur l’une des deux images et d’appliquer un SPOMF.

Pour utiliser le FMI-SPOMF comme algorithme de reconnaissance, il est
possible d’utiliser le PSNR du FMI-SPOMF, ou le PSNR du SPOMF ap-
pliqu¶e entre le motif et l’image recal¶ee en rotation et ¶echelle.

Nous avons utilis¶e les formules suivantes pour la transform¶ee en coor-
donn¶ees log-polaires :

x(r; µ) =
Wp

2
K(r¡R)sin

µ
µ

…
T

¶

y(r; µ) =
H
2

+
Wp

2
K(r¡R)cos

µ
µ

…
T

¶

oµu (W; H) est la taille de l’image d’origine (la transform¶ee de Fourier est
donc de taille

‡
W
2 ; H

·
aprµes suppression de l’information redondante), (R; T )

est la taille de l’image transform¶ee et K un paramµetre, qui d¶etermine le plus
grand facteur d’¶echelle que le FMI-SPOMF pourra recaler. Plus K est grand,
moins le recalage en ¶echelle sera pr¶ecis. Nous avons utilis¶e K = 1:03 , ce qui
permet pour une image de 128 par 128 pixels un recalage d’un facteur 6. Les
paramµetres de rotation et d’¶echelle correspondant µa une translation (x; y)
sont donn¶es par :

echelle = Kx rotation = y
…
T

La flgure 4.8 donne des exemples de FMI-SPOMF, sur les mêmes images
que la flgure 4.7. On constate que le pic est beaucoup plus marqu¶e et diminue
plus rapidement avec l’¶ecart d’orientation.
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Fig. 4.8 { FMI pour l’image et les motifs d’angles -50, -70, 10 et FMI-SPOMF
avec l’image.

De maniµere similaire au SPOMF, la transform¶ee de Fourier doit être
tronqu¶ee avant de calculer la difi¶erence de phase pour supprimer les com-
posantes sans signiflcation. Mais pour acc¶el¶erer le calcul, les transform¶ees de
Fourier des FMI des motifs sont pr¶e-calcul¶ees µa l’initialisation. Nous avons
donc d¶ecid¶e d’approximer la troncature correcte en coupant la transform¶ee

de Fourier du FMI pour r > R +
log

‡
N

W
p

2

·

log(K) , ce qui correspond µa conserver un
cercle de rayon N

p
2 µa la place d’un carr¶e de côt¶e N .

Pour ¶eviter les artefacts provoqu¶es par la troncature, un flltre de Hanning
est appliqu¶e sur toutes les images avant le calcul de leur transform¶ee de
Fourier. On calcule I 0 pour une image I de taille (w; h) :

I 0(x; y) = I(x; y)
ˆ

0:5 + 0:5cos
ˆ

2 (x ¡ w=2) …
w

!!

ˆ

0:5 + 0:5cos
ˆ

2 (y ¡ h=2) …
h

!!

Pr¶e-traitements et autres am¶eliorations. La qualit¶e du recalage est un
facteur important pour les performances des algorithmes de reconnaissance.
Nous avons essay¶e d’appliquer divers flltres pour augmenter la stabilit¶e de
la forme de la tête sur les images d¶eriv¶ees. La forme elle-même ¶etant plus
stable que les intensit¶es relatives des pixels la composant, nous avons tent¶e
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d’employer des flltres d’¶egalisation d’histogramme et de seuillage. Les per-
formances de ces flltres sont d¶etaill¶ees dans la partie r¶esultats.

La pr¶esence d’un fond sur les images originales d¶egrade les performances
des algorithmes de reconnaissance. Pour l’¶eliminer, il est possible d’utiliser
les images d¶eriv¶ees pour g¶en¶erer un masque binaire, appliqu¶e sur l’image
avant la reconnaissance. Ce masque est cr¶e¶e en seuillant l’image d¶eriv¶ee et
en appliquant une fermeture morphologique de la taille de l’objet, ce qui re-
vient approximativement µa prendre l’enveloppe convexe des points de l’objet
sup¶erieurs au seuil.

R¶esultats. Dans cette partie, nous d¶etaillons d’abord le protocole et les
critµeres d’¶evaluation des algorithmes de reconnaissance, ainsi que l’in°uence
de leurs paramµetres. Puis nous exposons briµevement pourquoi nous avons
abandonn¶e la corr¶elation crois¶ee. Ensuite, nous exposons quelques r¶esultats
sur les performances de l’algorithme de recalage et son in°uence sur les per-
formances globales. Enfln nous ¶evaluons plus en d¶etail les performances du
SPOMF et du FMI-SPOMF.

Protocole exp¶erimental. Pour pouvoir comparer les difi¶erents algo-
rithmes, il faut que ceux-ci soient appliqu¶es sur les même donn¶ees. Pour ce
faire, nous avons enregistr¶e des s¶equences vid¶eos. Chaque s¶equence contient :

{ 40 secondes d’images d’une tête de robot pour toutes les orientations
dans [-80,80] par pas de 2 degr¶es, µa 40 centimµetres.

{ 10 secondes d’images pour 64 orientations choisies al¶eatoirement dans
[-80,80], µa des distances de 40, 80 et 120 centimµetres.

La premiµere partie est utilis¶ee pour l’apprentissage, La seconde pour les tests.
Un deuxiµeme jeu de s¶equences a ¶et¶e enregistr¶e, avec le speaker tourn¶e de

180 degr¶es, afln d’obtenir des images pour tous les angles possibles.
Chaque s¶equence est enregistr¶ee avec un fond difi¶erent et les tests sont

efiectu¶es en utilisant une s¶equence difi¶erente pour l’apprentissage et les tests,
afln d’être dans des conditions les plus proches possibles de l’utilisation de
ces algorithmes.

Pour chaque test, nous mesurons les propri¶et¶es suivantes :
{ Temps de calcul moyen par image.
{ Pour difi¶erentes marges d’erreurs admissibles sur la valeur de l’orienta-

tion retourn¶ee (typiquement 5, 10 et 30 degr¶es) ;
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{ Taux de succµes moyen : un test pour un angle donn¶e est consid¶er¶e
comme ayant r¶eussi si au bout des 10 secondes, la tête trouv¶ee avec
le meilleur score a une orientation correcte.

{ Nombre moyen d’images n¶ecessaires pour obtenir l’orientation cor-
recte.

{ Pr¶ecision moyenne de la mesure de position et de distance.
{ Taux de faux-positifs.

Ces indicateurs permettent de savoir si l’algorithme se comportera de maniµere
satisfaisante lorsqu’il sera utilis¶ee dans l’exp¶erience des Talking Robots.

¶Evaluation de l’algorithme de corr¶elation crois¶ee. Des tests pr¶eli-
minaires ont montr¶e que l’algorithme de corr¶elation crois¶ee ne convenait pas
pour plusieurs raisons : le pic obtenu par la mesure de corr¶elation crois¶ee est
g¶en¶eralement trµes large [Lehmann, 1998]. Ainsi le score obtenu avec le motif
d’orientation correcte, mais l¶egµerement mal recal¶e est souvent trµes proche
du score obtenu avec un mauvais motif. De plus, du fait de la n¶ecessit¶e
d’appliquer la corr¶elation crois¶ee en testant plusieurs valeurs de translation,
cette m¶ethode est plus lente d’un ordre de grandeur que les m¶ethodes bas¶ees
sur Fourier. Nous avons donc abandonn¶e la corr¶elation crois¶ee et nous nous
concentrerons dans la suite sur le SPOMF et le FMI-SPOMF.

¶Evaluation des performances du recalage et de ses cons¶equences.
Les performances de l’algorithme de recalage bas¶e sur les moments semblent
être assez mauvaises en pratique : de l¶egµeres distorsions ou variations d’inten-
sit¶e de l’image provoquent des difi¶erences importantes sur les moments M0;2
et M2;0 et donc d’importantes erreurs de recalage en ¶echelle. Mais l’impact
de ces erreurs sur les performances globales est limit¶e, pour deux raisons.

Tout d’abord, le SPOMF est assez r¶esistant aux erreurs de recalage,
comme le montre la flgure 4, qui donne le logarithme du score obtenu avec
le SPOMF entre une image de tête d’aibo orient¶ee µa -51° zoom¶ee d’un fac-
teur 0.8 1 et 1.2, et 33 motifs dans l’intervalle [-80,80]. Dans les trois cas, le
r¶esultat est correct µa 20 degr¶es prµes.
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Fig. 4.10 { Score du SPOMF entre des motifs et un objet µa difi¶erents zoom.

De plus, en cas d’erreur de recalage, le score donn¶e par le SPOMF sera le
même pour tous les motifs et d’une valeur plus faible qu’en cas de recalage
correct. Comme le score est somm¶e d’image en image, le score flnal a de
bonne chances d’être correct même si un pourcentage important des images
sont mal recal¶ees.

SPOMF. Comme dit pr¶ec¶edemment, le SPOMF a ¶et¶e test¶e sur les images
d’origine et les images d¶eriv¶ees. Nous pr¶esentons les r¶esultats de ces deux
tests s¶epar¶ement.

SPOMF sur les images d¶eriv¶ees. En nous limitant au domaine [-80,
80], avec un motif tous les 4° et un flltre de normalisation d’histogramme,
nous obtenons les r¶esultats suivants :

distance(cm) 40 80 120

marge (degr¶es) 15 30 15 30 15 30

taux de succµes 0.68 0.73 0.77 0.81 0.53 0.70

Supprimer le flltre d¶egrade les r¶esultats d’environ 10%. Modifler le nom-
bre d’images moyenn¶ees n’a qu’un efiet marginal sur les r¶esultats. L’erreur
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moyenne sur la distance est de 10% et de 5 pixels sur la position, ce qui
convient pour notre usage de l’algorithme.

Le temps moyen n¶ecessaire pour trouver l’orientation correcte est de 14
images, soit environ deux secondes.

Le temps de calcul par image est de 110 millisecondes sur un pentium 4
cadenc¶e µa 2.8 GHz : l’algorithme peut être utilis¶e en temps r¶eel.

Quand les tests sont efiectu¶es avec des motifs couvrant 360°, les r¶esultats
sont convenables µa 40 centimµetres, mais le taux de succµes tombe en dessous
de 50% pour toutes les distances sup¶erieures : toutes les images d’orientation
dans [-80, 80] sont syst¶ematiquement reconnues comme correspondant µa des
motifs du dos de la tête. Une explication possible est que les informations
permettant de discriminer entre l’avant et l’arriµere de la tête se trouvent dans
des hautes fr¶equences qui ne sont pas disponibles quand l’objet est trop petit.
Une ¶etude plus approfondie serait n¶ecessaire pour conflrmer cette hypothµese.

SPOMF sur les images d’origine. Un ph¶enomµene similaire se pro-
duit lorsque le SPOMF est appliqu¶e sur les images d’origine : les r¶esultats
sont convenables (0.92, 0.90, 0.70 pour une marge de 30° µa respectivement
40, 80 et 120 centimµetres) lorsqu’on se restreint µa l’intervalle d’orientations
[-80, 80], mais tombent en dessous de 50% sur 360°, trµes certainement pour
la même raison.

FMI-SPOMF.

FMI-SPOMF sur les images d¶eriv¶ees. Le FMI-SPOMF appliqu¶e
sur des s¶equences d’images avec des orientations couvrant les 360° donne les
r¶esultats suivants :

distance (cm) 40 80 120

marge (degr¶es) 15 30 15 30 15 30

taux de succµes 1 1 0.75 0.93 0.48 0.65

Le taux de succµes est trop bas pour une utilisation pratique. Une grande
partie de l’information est perdue en ne consid¶erant que les images d¶eriv¶ees.
Comme elles ne contiennent que la forme de la tête, la plus grande partie de
l’¶energie du spectre de Fourier se trouve dans les hautes fr¶equences.



CHAPITRE 4. TALKING ROBOTS 1.0, SEGMENTATION A PRIORI 41

FMI-SPOMF sur les images d’origine. Le FMI-SPOMF appliqu¶e
sur les images originales avec des orientations couvrant les 360° donne les
r¶esultats suivants :

distance (cm) 40 80 120

marge (degr¶es) 15 30 15 30 15 30

taux de succµes 0.89 0.92 0.84 0.95 0.81 0.92

La mesure de distance est pr¶ecise µa 20% prµes et la mesure de position µa
10 pixels prµes. Le temps de calcul est de 170 millisecondes par image µa 40cm
et diminue avec la taille de l’objet. L’intervalle entre les images ¶etant de 160
millisecondes, environ 6% des images sont ignor¶ees, ce qui a pour seul efiet
d’augmenter le temps de d¶etection, qui est de l’ordre d’une seconde et demi
en moyenne pour obtenir une orientation correcte.

Utiliser la technique de masquage d¶ecrite dans la partie 2.3.5 diminue le
taux de succµes de 20%. La principale raison est l’instabilit¶e du masque qui
coupe souvent des portions de l’objet.

Augmenter le nombre de motifs µa un tous les 2° n’a pas d’efiet notable sur
le taux de succµes. Le diminuer µa un tous les 8° les diminue signiflcativement :
dans le pire des cas, l’objet et le motif le plus proche difiµerent d’une rotation
de 4° (rotation dans l’espace et non dans le plan de l’image), ce qui provoque
des difi¶erences su–santes pour que le PSNR obtenu soit faible et de l’ordre de
grandeur de celui obtenu avec les autres motifs d’orientation incorrecte. Une
valeur de 4° entre les motifs semble être un bon compromis entre le temps de
calcul et les performances.

4.2.4.2 Marquage des aibos.

Nous avons montr¶e que le FMI-SPOMF pouvait être utilis¶e avec succµes
pour localiser une tête d’aibo et calculer sa distance et son orientation en
temps-r¶eel.

N¶eanmoins l’usage de cette m¶ethode est assez contraignante : la position
du corps et l’orientation verticale de la tête des deux robots doit être flx¶ee,
pour ne pas introduire de transformations de l’image non prises en compte
dans le modµele. De plus, le mouvement d’oscillation constant de la tête risque
de diminuer signiflcativement la dur¶ee de vie des moteurs de l’aibo.
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Le problµeme est consid¶erablement simplifl¶e si l’on s’autorise µa modifler
l’aibo pour faciliter sa d¶etection. La solution la plus simple consiste µa coller
des morceaux de cartons de couleur vive sur sa surface. L’approche classique
pour les d¶etecter consiste µa d¶etecter dans l’image tous les pixels dont la
valeur en YCrCb est dans un intervalle tridimensionnel flx¶e, µa appliquer une
fermeture morphologique et µa d¶etecter les composantes connexes. La couleur
per»cue par la cam¶era ¶etant trµes d¶ependante des conditions d’¶eclairages, des
intervalles trµes larges doivent être utilis¶es, ce qui donne lieu µa de nombreuses
fausses d¶etections. Pour rendre le processus plus robuste, nous utilisons donc
des patches de deux couleurs µa proximit¶e.

Nous avons choisis les couleurs magenta et cyan, exp¶erimentalement les
plus faciles µa d¶etecter. Nous avons plac¶e des patches carr¶es mi magenta mi
cyan µa l’avant, µa l’arriµere et sur les côt¶es des aibos, en orientant chaque
patch de maniµere difi¶erente. Nous avons aussi plac¶e quatre patches circulaires,
constitu¶es de deux anneaux concentriques de magenta et cyan au-dessus de
chaque patte.

L’algorithme de d¶etection procµede comme suit : tout d’abord, tous les
patches de couleur magenta et cyan sont list¶es. Puis le systµeme teste toutes
les combinaisons de deux patches de couleur difi¶erentes et compare leurs
centres de gravit¶e, surfaces et bô‡tes englobantes :

Si la difi¶erence relative des aires est inf¶erieure µa 1.4
µ

ja1¡a2j
1
2 (a1+a2)

¶
, la difi¶erence

relative des coordonn¶ees y inf¶erieure µa 0.6 et de la variance sur y inf¶erieure
µa 0.75 et si la distance sur l’axe x des frontiµeres des bô‡tes englobantes di-
vis¶ee par la largeur moyenne est inf¶erieure µa 0.3, alors ces deux patches sont
consid¶er¶es comme ¶etant l’un au-dessus de l’autre. Le même algorithme en in-
versant les coordonn¶ees x et y d¶etecte les patches l’un µa côt¶e de l’autre, et un
algorithme similaire d¶etecte les patches concentriques. Cette proc¶edure peut
sembler trµes ad hoc, mais il s’agit simplement de la d¶eflnition math¶ematique
de \deux rectangles de même taille l’un au-dessus de l’autre". Le grand nom-
bre de critµeres permet d’utiliser des seuils de tol¶erance trµes ¶elev¶es sans provo-
quer de faux positifs s’ils sont tous satisfaits.

Pour obtenir l’orientation µa partir des patches, l’algorithme se base sur
l’information de visibilit¶e de chaque patch carr¶e et la taille et la position des
patchs circulaire relative aux patchs carr¶es.

Cette approche permet d’obtenir une information de distance peu pr¶ecise
et une orientation µa 30 degr¶es prµes, mais avec trµes peu de faux positifs. Cette
pr¶ecision nous convient. La synchronisation pr¶ecise des champs de vision est
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efiectu¶ee par pointage laser comme expos¶e plus haut.

4.3 M¶ecanismes fondamentaux

4.3.1 R¶ef¶erents
Les agents des Talking Heads associent des symboles µa des propri¶et¶es

des objets de leurs perceptions, qui sont les r¶ef¶erents de ces symboles. Ce
modµele n¶ecessite qu’un concept d’objet puisse être d¶eflni et instanci¶e µa partir
de la seule perception des agents. L’environnement des Talking Heads est
un modµele simplifl¶e du monde poss¶edant cette propri¶et¶e : il est constitu¶e
de formes g¶eom¶etriques de couleur plac¶ees sur un tableau blanc. L’image
d’une partie de cet environnement per»cue par un agent peut être facilement
segment¶ee, pour donner directement un ensemble d’objets associ¶es µa leurs
propri¶et¶es.

Nous avons choisi de conserver ce paradigme simplifl¶e pour cette premiµere
version des Talking Robots et ce malgr¶e l’environnement non contraint qui
n’ofire pas a priori d’objets stables s’extrayant trivialement d’une image :
un objet est d¶eflni par une r¶egion d’une image, donn¶ee par un algorithme de
segmentation.

Dans la section suivante, nous exposons le protocole exp¶erimental que
nous avons mis en place pour choisir l’algorithme de segmentation le plus
adapt¶e µa notre problµeme parmi l’existant et les r¶esultats obtenus. Ces travaux
peuvent être retrouv¶es dans [Baillie and Nottale, 2005b].

Choix de l’algorithme de segmentation. Afln de s¶electionner l’algo-
rithme de segmentation le plus appropri¶e µa notre tâche, il nous faut tout
d’abord d¶eflnir un moyen d’¶evaluer les performances d’un algorithme de seg-
mentation.

Les techniques classiques consistent principalement µa tester l’algorithme
sur une base d’images pour laquelle une v¶erit¶e terrain est disponible et µa
mesurer une erreur entre la segmentation et la v¶erit¶e terrain [Huang and
Dom, 1995][Correia and Pereira, 2003].

Cette approche ne nous convient pas. Notre principal critµere de choix
est un critµere de robustesse : pour notre exp¶erience, deux segmentations
de la même scµene de deux points de vue l¶egµerement difi¶erents doivent être
trµes proches. Nous faisons ici l’hypothµese que ce critµere est ¶equivalent µa la
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robustesse de l’algorithme µa un bruit sur l’image segment¶ee afln de pouvoir
l’¶evaluer plus simplement.

Nous pr¶esentons deux mesures de distance entre deux segmentations que
nous avons d¶evelopp¶ees. Puis nous utilisons ces mesures pour comparer la
stabilit¶e de difi¶erents algorithmes.

Outils. ¶Etant donn¶ees deux segmentations A = fA1; :::; Ang et B = fB1; :::; Bmg
, d¶eflnies comme un ensemble d’ensembles disjoints de pixels, d¶eflnissons la
matrice MAB et les matrices normalis¶ees MA=B et MB=A :

MAB
i;j = card (Ai \ Bj)

MA=B
i;j =

MAB
i;j

card (Ai)
; MB=A

i;j =
MAB

i;j

card (Bj)

La valeur (i; j) de MA=B repr¶esente la proportion de la r¶egion Ai inter-
sectant Bj. La somme des valeurs sur chaque ligne est donc 1. Si les deux
segmentations sont trµes proches, la matrice aura une valeur ¶elev¶ee par ligne
et par colonne. Sinon, la variance par ligne/colonne sera moins importante.

Mesure entropique. Chaque ligne des matrices MA=B et MB=A peut être
consid¶er¶ee comme une probabilit¶e de distribution. La mesure d’entropie peut
donner une bonne estimation de la dispersion des valeurs :

Ei(M) =
X

j
¡Mi;jlog (Mi;j)

Notre premiµere mesure de stabilit¶e est donc d¶eflnie comme la moyenne de
l’entropie de chaque ligne.

Sent (A; B) = 1 ¡ max
ˆ

1
n

X

i
Ei

‡
MA=B

·
;

1
m

X

i
Ei

‡
MB=A

·!

Le max permet de rendre cette mesure sym¶etrique. Les exp¶eriences mon-
trent que les mesures d’entropie moyenne peuvent être trµes difi¶erentes entre
MA=B et MB=A , par exemple si B est une sur-segmentation de A.
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Mesure de correspondance D¶eflnissons CA=B(i) comme l’index de la
r¶egion de B correspondant µa la r¶egion d’index i dans A, par :

CA=B(i) = argmaxj

‡
MA=B

i;j

·

CA=B(i) est la r¶egion intersectant le plus la r¶egion i. CB=A est d¶eflni de
maniµere similaire. Nous pouvons alors d¶eflnir la proportion des points de A
qui sont dans leur r¶egion correspondante dans B par :

RA=B =
P

i MAB
i;CA=B(i)

P
i card(Ai)

ce qui donne la mesure de stabilit¶e :

Scorr = min
‡
RA=B; RB=A

·

P
i card(Ai) est l’aire (en pixels) de l’image si la segmentation la recouvre

entiµerement.

Comparaison des deux mesures. Ces deux mesures ne sont pas ¶equi-
valentes, comme le montre l’exemple trivial de la flgure 4.11 : a est l’image
de r¶ef¶erence. Dans b, un des carr¶es est translat¶e de 30 pixels ; dans c les deux
carr¶es sont translat¶es de 15 pixels. La mesure Scorr est la même dans les deux
cas (0.91), mais la mesure Sent difiµere (0.70 pour a-b et 0.54 pour a-c) : un
Sent haut signifle que l’erreur est concentr¶ee dans quelques r¶egions et un Sent
bas qu’elle est plus distribu¶ee.

a) b) c)

Fig. 4.11 { Illustration des propri¶et¶es de Sent et Scorr

Utilisation des mesures pour comparer les algorithmes. Nous avons
s¶electionn¶e quatre algorithmes de segmentation : l’algorithme de croissance
de r¶egion, RHS (recursive histogram splitting), CSC (color structure code)
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[Priese and Rehrmann, 1993] et l’algorithme FSA (feature-space analysis)
d¶ecrit dans [Comaniciu and Meer, 1997] (d’autres ont ¶et¶e consid¶er¶es, mais
les r¶esultats de l’¶evaluation ne sont pas rapport¶es ici). Pour mesurer l’impact
du bruit sur ces algorithmes, nous avons s¶electionn¶e 3 images de complexit¶e
difi¶erentes : Lena, Pepper et une image prise dans le laboratoire avec la
cam¶era de l’aibo. Nous avons appliqu¶e difi¶erents niveaux de bruit gaussien
(la mod¶elisation du bruit sur un °ux vid¶eo la plus simple [Boie and Cox,
1992]) µa ces images, puis appliqu¶e nos mesures µa toutes les paires d’images
obtenues, en ignorant les r¶egions de moins de 10 pixels de cot¶e qui sont
principalement des artefacts dus au bruit.

Comme les mesures de stabilit¶e diminuent quand le nombre de r¶egions
augmente, les paramµetres des algorithmes de segmentation ont ¶et¶e r¶egl¶es
de maniµere µa obtenir approximativement le même nombre de r¶egions pour
chacun. Ce nombre de r¶egions a ¶et¶e choisi en fonction du nombre d’objets
visibles par un observateur humain, entre 20 et 40.

La flgure 4.12 r¶esume les r¶esultats obtenus:
Les algorithmes CSC et FSA sont les plus stables d’aprµes nos deux critµeres

pour de faibles valeurs de bruit. CSC est signiflcativement meilleur pour Scoor
et moins bon sur le critµere d’entropie pour des bruits plus forts. Les graphes
de CSC sont similaires pour les trois images, ses performances d¶ependent peu
de la nature de l’image, alors que le FSA exhibe des courbes trµes difi¶erentes
d’une image µa l’autre.

Pour valider notre modµele, nous avons utilis¶e nos mesures sur une s¶erie
d’images de la scµene c), prises avec un capteur CMOS de faible r¶esolution µa
intervalle d’une seconde. La mesure moyenne obtenue aprµes comparaison de
toutes les paires de segmentations est donn¶ee dans le tableau suivant :

Algo. Sentropy Scorr

FSA 0.81 0.87
CSC 0.82 0.93
RG 0.66 0.85
RHS 0.63 0.76

La variance de l’histogramme des difi¶erences entre toutes les paires d’im-
ages nous permet d’estimer un niveau de bruit de 2.5. Les valeurs de Sentropy
correspondent µa ce que nous avons obtenu pour l’image c µa ce niveau de bruit,
et les valeurs de Scorr sont plus basses, mais de maniµere coh¶erente.
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Fig. 4.12 { Stabilit¶e pour les images Lena, peppers et une image de notre
laboratoire

La coh¶erence des r¶esultats des deux mesures entre ces exp¶eriences est un
bon indicateur de la capacit¶e de ces mesures µa ¶evaluer la stabilit¶e d’algo-
rithmes de segmentation.

Agr¶egation de multiples segmentations. Nous venons de montrer que
des mesures de stabilit¶e pouvaient être utilis¶ees pour ¶evaluer des algorithmes
de segmentation, mais il est possible d’aller plus loin : si un °ux d’image est
disponible, il est possible d’agr¶eger les segmentations efiectu¶ees sur chaque
image pour obtenir une segmentation encore plus robuste. Nous introduisons
dans la section suivante deux algorithmes d’agr¶egation, l’un bas¶e sur les
frontiµeres des r¶egions utilisant la morphologie math¶ematique, l’autre bas¶e
sur les r¶egions et une approche ensembliste, puis nous comparons leurs per-
formances.
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Agr¶egation bas¶ee sur les contours des r¶egions. Cet algorithme in-
spir¶e de [Manzanera, 2002] se base sur la consid¶eration suivante : les frontiµeres
entre r¶egions qui se trouvent sur toutes les segmentations doivent être gard¶ees
et celles qui se trouvent uniquement sur une petite fraction des segmentations
doivent être ¶elimin¶ees.

Chacune des segmentations est transform¶ee en une image de contour bi-
naire : un pixel est marqu¶e 1 s’il est 8-connexe µa au moins deux r¶egions
difi¶erentes, 0 sinon. Toutes les cartes de contour sont ajout¶ees et une dilata-
tion avec pour ¶el¶ement structurant un cercle de 2 pixels est efiectu¶ee, afln
de fusionner les frontiµeres proches. Le r¶esultat est seuill¶e, le seuil S ¶etant
compris entre 1 et le nombre de segmentations et d¶eterminant la proportion
des segmentations devant contenir une frontiµere pour que celle-ci soit gard¶ee.
Finalement l’image obtenue est convertie µa nouveau en r¶egion en d¶etectant
les composantes connexes.

Agr¶egation bas¶ee sur les r¶egions. Cet algorithme utilise le concept
de correspondance entre r¶egions de deux segmentations expos¶e plus haut.
Le r¶esultat n’est qu’une segmentation partielle, certains pixels ne font partie
d’aucune r¶egion.

La segmentation agr¶eg¶ee est initialis¶ee avec la premiµere segmentation. Les
suivantes sont agr¶eg¶ees s¶equentiellement en utilisant l’algorithme suivant :
pour chaque pixel, soient i et j les r¶egions de la segmentation agr¶eg¶ee et de la
segmentation µa int¶egrer auxquelles ce pixel appartient. Le pixel est maintenu
dans la r¶egion i si les r¶egions i et j sont des r¶egions qui se correspondent :
CA=B(i) = j et CB=A(j) = i . Sinon, le pixel est enlev¶e de toute r¶egion.

L’efiet de cet algorithme est de r¶eduire chaque r¶egion aux pixels appar-
tenant µa cette r¶egion pour toutes les segmentations.



CHAPITRE 4. TALKING ROBOTS 1.0, SEGMENTATION A PRIORI 49

a) b)

c) d)

e)

Fig. 4.13 { Exemple d’agr¶egation pour les deux algorithmes a) et b): seg-
mentations initiales. c) countours agr¶eg¶es d) segmentation r¶esultante e)
agr¶egation par r¶egion.

Performance des algorithmes d’agr¶egation. Pour tester ces deux al-
gorithmes d’agr¶egation, nous avons enregistr¶e 100 images de la scµene c) µa in-
tervalle d’une seconde. Nous avons appliqu¶e chaque algorithme d’agr¶egation
sur des groupes de 5 et 10 segmentations d’images successives, pour les qua-
tre algorithmes de segmentation. La proc¶edure d’¶evaluation est la même que
celle utilis¶ee pr¶ec¶edemment. Le tableau suivant compare les scores moyens
obtenus pour des agr¶egations de 5 images. Pour l’agr¶egation par contours, le
seuil optimal d¶etermin¶e exp¶erimentalement a ¶et¶e utilis¶e dans chaque cas.
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Agreg: sans agr¶egation agr¶egation par contour agr¶egation par r¶egions
Scorr Sent Scoor Sent Scorr Sent

FSA 0.91 0.85 0.93 0.91 0.84 0.91
CSC 0.89 0.80 0.92 0.94 0.91 0.95
RG 0.91 0.69 0.82 0.91 0.78 0.88
RHS 0.76 0.63 0.80 0.89 0.80 0.90

Les deux algorithmes d’agr¶egation augmentent la stabilit¶e des quatre al-
gorithmes de segmentation sur le critµere Sent. Les r¶esultats pour Scorr sont
moins clairs : l’agr¶egation par contours a un efiet positif sur CSC, FSA et RHS
et trµes n¶egatif sur RG tandis que l’agr¶egation par r¶egion am¶eliore l¶egµerement
CSC et RHS et d¶egrade les deux autres. Augmenter le nombre de segmen-
tations agr¶eg¶ees µa 10 am¶eliore l¶egµerement les r¶esultats de CSC et n’a pas
d’impact sur les autres algorithmes.

On note aussi que les meilleurs r¶esultats de l’agr¶egation par contours sont
obtenus avec un seuil de 1 pour CSC et un seuil ¶elev¶e pour FSA, ce seuil
n’ayant pas d’impact sur RG et RHS.

Les efiets des deux algorithmes d’agr¶egation sont donc trµes d¶ependants
de l’algorithme de segmentation utilis¶e et probablement du type de l’image
segment¶ee. N¶eanmoins l’am¶elioration observ¶ee pour CSC est coh¶erente et
signiflcative.

Conclusions. Au vu de ces r¶esultats, nous avons choisi de conserver CSC
et l’algorithme d’agr¶egation par r¶egions. Les r¶egions de moins de 10 pixels de
côt¶e sont flltr¶ees. Les paramµetres de CSC sont r¶egl¶es de maniµere µa ce qu’une
image typique contienne de 5 µa 20 r¶egions segment¶ees.

4.3.2 Signiflants et canaux perceptifs
De maniµere similaire aux Talking Heads, chaque objet est per»cu par un

Talking Robot comme un ensemble de valeurs entre 0 et 1, correspondant
chacune µa un canal visuel. Ces canaux correspondent µa des propri¶et¶es visuelles
de ces objets. Nous avons utilis¶e dans nos exp¶eriences les canaux suivants :

{ position horizontale et verticale (HPSO, VPOS)
{ largeur, hauteur, aire (WIDTH, HEIGHT, AREA)
{ couleurs dans difi¶erents espaces (GRAY,R, G, B, HUE, SAT, VAL)
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{ ¶elongation : rapport hauteur/largeur (ELONG)
Ces valeurs sont normalis¶ees par le contexte : pour chaque canal, l’objet µa la
valeur la plus basse se retrouve avec la valeur 0 et l’objet avec la valeur la
plus haute se retrouve avec la valeur 1.

4.3.3 Arbres de discrimination
Ces valeurs sont cat¶egoris¶ees par des arbres de discrimination, identiques

aux discrimination trees des Talking Heads. (cf. 2.4 pour une description
d¶etaill¶ee). Un arbre difi¶erent est associ¶e µa chaque canal visuel. Le taux de
succµes utilis¶e pour d¶ecider d’¶elaguer ou de faire crô‡tre un arbre est donn¶e
par la formule it¶erative suivante :st = st¡1 ⁄ decay + ¢success ⁄ (1 ¡ decay) ,
¢successvalant 1 si l’it¶eration t du jeux de langage en cours est un succµes, 0 si
c’est un ¶echec. decay est une constante flxant la r¶eactivit¶e du systµeme flx¶ee
µa 0.9 dans nos exp¶erimentations. µA chaque it¶eration, l’¶elagage d’un n¾ud
est d¶eclench¶e avec une probabilit¶e de Pe:st et la croissance d’un n¾ud avec
une probabilit¶e de Pc:(1 ¡ st), Pe et Pc ¶etant deux constantes d¶eterminant
le taux de succµes cible : en efiet, la taille des arbres de discrimination se
stabilise si les probabilit¶es de croissance et d’¶elagage sont ¶egales, soit pour
st = Pc

Pc+Pe
. Si st est en dessous de cette valeur, la taille des arbres augmente,

facilitant la discrimination entre objets et augmentant le taux de succµes. Si st
est au dessus, les arbres s’¶elaguent, diminuant le taux de succµes. Les valeurs
Pe = 0:04 et Pc = 0:4 sont utilis¶ees dans nos exp¶eriences, ce qui donne un
taux de succµes µa arbres stables de 0:9.

Observons que si ce taux de succµes n’est jamais atteint, les arbres contin-
ueront de crô‡tre ind¶eflniment.

Le n¾ud µa crô‡tre est choisi al¶eatoirement parmi les 20% des feuilles les
plus utilis¶ees et le n¾ud µa ¶elaguer parmi les 20% des n¾uds avec le score le
plus faible. L’utilisation d’un n¾ud est d¶eflni comme le nombre total d’objets
per»cus ayant leur propri¶et¶e associ¶ee µa ce n¾ud. Son score est d¶eflni comme
le pourcentage des it¶erations du jeu de langage faisant intervenir ce n¾ud
s’¶etant sold¶ees par un succµes (ce score n’est donc d¶eflni que pour le guessing
game).

4.3.4 Symbole et combinaison de n¾uds
Les symboles utilis¶es par les Talking Robots et auxquels sont associ¶es les

mots du lexique sont les n¾uds des arbres de discrimination (par exemple,
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HPOS[0,0.5], ou GREY[0.625, 0.75] ). Nous avons envisag¶e d’autoriser aussi
les associations entre un symbole et une combinaisons de plusieurs n¾uds.
Le principal avantage est que la discrimination entre les objets est facilit¶ee
car elle peut se faire avec des arbres de discrimination moins profonds : si un
robot peut utiliser deux canaux au lieu d’un pour discriminer un objet d’un
contexte, il pourra utiliser des intervalles de valeurs plus larges sur chacun
de ces canaux. Les robots utilisant des classiflcations plus grossiµeres, celles-
ci ont plus de chances d’être partag¶ees, car elles seront moins sensibles aux
difi¶erences de perceptions entre eux.

N¶eanmoins, ce choix s’est av¶er¶e ine–cace : il complique grandement la
tâche d’apprentissage du hearer. En efiet, lorsque celui-ci doit apprendre une
association entre un mot et un signiflant, le nombre de signiflants possible
est consid¶erablement augment¶e, car toutes les combinaisons de deux n¾uds
discriminant l’objet des autres sont des candidats possibles. On observe bien
une diminution de la profondeur des arbres lors du discrimination game, mais
les lexiques des agents ne convergent absolument pas.

4.3.5 Mots, lexique
Les mots utilis¶es par les agents sont des combinaisons de deux bi-syllabes.

Les bi-syllabes sont les 144 combinaisons des syllabes \ka ke ki ko ma me mi
mo sa se si so". Ceux-ci sont ¶echang¶es sous formes de châ‡nes de caractµeres par
le r¶eseau. Le lexique est identique µa celui des Talking Heads. Il est compos¶e
pour chaque agent d’associations pond¶er¶ees entre un mot et un signiflant, soit
un n¾ud d’un de ses arbres de discrimination. Le poids de chaque entr¶ee est
augment¶e lorsqu’elle est utilis¶ee avec succµes dans une it¶eration du guessing
game. Ce poids est diminu¶e dans trois cas : quand l’entr¶ee est utilis¶ee dans
une it¶eration du guessing game qui ¶echoue, lorsque le mot est le même que
celui d’une autre entr¶ee reconnue avec succµes par le hearer (homonymie) et
lorsque le signiflant est le même que celui d’une autre entr¶ee utilis¶ee avec
succµes par le speaker (synonymie).

4.4 Jeu de discrimination
Le jeu de discrimination, men¶e par un agent seul, est identique µa sa version

des Talking Heads : un agent seul se d¶eplace dans l’environnement, choisit
al¶eatoirement un angle de rotation de la tête et segmente l’image acquise
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par sa cam¶era. Il choisit al¶eatoirement un des objets obtenus et cherche un
symbole (n¾ud des arbres de discriminations) qui ne peut se r¶ef¶erer qu’µa
cet objet et aucun autre du contexte. S’il trouve un tel symbole, le jeu est
un succµes, sinon le jeu est un ¶echec. Le taux de succµes est mis µa jour et les
arbres de discrimination sont adapt¶es en fonction des rµegles expos¶ees dans
les sections pr¶ec¶edentes. Si tout se passe bien, les arbres de discrimination se
stabilisent, avec un taux de succµes ¶elev¶e. Sinon, leur taille crô‡t ind¶eflniment
et le taux de succµes reste faible.

4.5 Guessing Game
De même, le guessing game est similaire dans son principe µa sa version

des Talking Heads.
Les deux robots se positionnent côte µa côte. Le speaker pointe al¶eatoirement

au laser un point de son environnement, puis les deux robots centrent leurs
champs de vision sur le spot laser. Chaque robot segmente l’image de sa
cam¶era pour obtenir une dizaine d’objets.

A chaque objet est associ¶e une valeur normalis¶ee par canal perceptif
et les saliences sont calcul¶ees, comme indiqu¶e en 4.3.2. Le speaker choisit
al¶eatoirement un sujet parmi les objets dont la salience est sup¶erieure µa un
seuil. Puis il classe les signiflants discriminant par salience et choisit le pre-
mier ayant un mot associ¶e dans son lexique. S’il ne trouve aucun signiflant,
l’it¶eration est un ¶echec. S’il ne trouve aucun mot, un nouveau mot est cr¶e¶e
al¶eatoirement. Le speaker communique le mot au hearer.

Le hearer re»coit le mot. Il classe par leur poids toutes les entr¶ees de son
lexique utilisant ce mot et choisit la premiµere dont le signiflant a exactement
un objet r¶ef¶erent dans son contexte. Il pointe alors cet objet au speaker. S’il
ne trouve aucun objet, il le signale au speaker.

Le speaker v¶erifle si le hearer pointe bien le sujet. Si oui, l’it¶eration est
un succµes. Si non, ou si le hearer ne pointe rien, le speaker pointe le sujet
au hearer. L’it¶eration est alors un ¶echec. Dans ce cas, le hearer apprend
une nouvelle association entre le mot entendu et le signiflant le plus salient
discriminant l’objet point¶e par le speaker.

A l’issue de chaque it¶eration, les arbres de discrimination sont ¶elagu¶es
ou grossis selon la proc¶edure expos¶ee dans les sections pr¶ec¶edentes et les
pond¶erations des entr¶ees du lexique sont mises µa jour.
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4.6 Implantation
Cette premiµere version des Talking Robots a ¶et¶e implant¶ee en C++ et

utilise le langage URBI µa travers la liburbi pour communiquer avec les aibos.
Une bibliothµeque C++ a ¶et¶e d¶evelopp¶ee pour pouvoir exprimer simplement
et de maniµere modulaire des graphes de comportement. Le lecteur int¶eress¶e
pourra se reporter µa l’annexe A pour de plus amples d¶etails.

4.7 R¶esultats
Jeu de discrimination. Afln de d¶emarrer le guessing game avec des ar-
bres de discrimination su–samment fournis, chaque agent efiectue quelques
centaines d’it¶erations du jeu de discrimination seul, qui correspond au d¶ebut
de la partie speaker du guessing game, jusqu’au choix du sujet. On observe
(flg. 4.14)qu’avec les canaux hauteur, largeur, position X,Y, couleur en RGB,
¶elongation et aire, le nombre de n¾uds augmente jusqu’µa se stabiliser, de
même que le taux de succµes.



CHAPITRE 4. TALKING ROBOTS 1.0, SEGMENTATION A PRIORI 55

Fig. 4.14 { ¶Evolution du taux de succµes et du nombre de n¾uds d’un dis-
crimination game

Afln de v¶erifler la propri¶et¶e d’adaptabilit¶e, nous avons artiflciellement
forc¶e la valeur du canal saturation µa 0 sur tous les objets. En quelques dizaines
d’it¶erations, on constate (flgure 4.15) que l’arbre de discrimination de ce canal
s’atrophie complµetement.
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Fig. 4.15 { Adaptation du canal Saturation µa l’absence d’information perti-
nente

N¶eanmoins, le succµes du jeu de discrimination ne pr¶esage en rien de la
robustesse des cat¶egories utilis¶ees par les agents et donc du succµes du guessing
game. En efiet, le fait qu’un agent soit capable de discriminer les objets de son
environnement n’implique pas que les cat¶egories qu’il utilise soient partag¶ees
par un autre agent ayant une perception l¶egµerement difi¶erente de la scµene.
Formul¶e autrement, si on remplace les perceptions d’un agent par des valeurs
tir¶ees au hasard, le jeu de discrimination se passera de la même maniµere.

Guessing game. Même avec uniquement deux agents alternant le rôle de
speaker et hearer, nous n’avons pas r¶eussi µa obtenir convergence des lexiques
entre les robots. La flgure 4.16 montre un exemple typique d’¶evolution du
taux de succµes, qui ne d¶epasse pas 0.5 dans le meilleur des cas.

Fig. 4.16 { Exemple typique d’¶evolution du taux de succµes d’un guessing
game.
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Nous avons essay¶e de minimiser les erreurs en modiflant certains ¶el¶ements :
{ Nous avons introduit des canaux a priori plus robustes au bruit comme

l’orientation ou l’¶elongation.
{ Nous avons exp¶eriment¶e en conflant toujours le rôle de speaker au

même robot, ce qui signifle qu’il est le seul µa cr¶eer des mots, suivant
le modµele d’apprentissage Iterated Learning Mode [Vogt and Coumans,
2003], mais cela a peu d’impact sur le taux de succµes.

La cause plus fondamentale du problµeme est que plus de la moiti¶e des associ-
ations apprises par le hearer sont \fausses" : le sens associ¶e au mot n’est pas
celui choisi par le speaker. Les saliences sont en efiet trµes basses du fait du
nombre relativement important d’objets et les difi¶erences entre les percep-
tions des deux agents (petits ¶ecarts sur les limites des r¶egions, voire fusion de
deux r¶egions pour un des agents) sont su–santes pour faire varier les valeurs
des canaux du même ordre de grandeur que ces saliences. En cons¶equence,
le canal le plus salient pour un objet n’a que peu de chances d’être le même
pour les deux robots, même si cet objet est per»cu de la même maniµere par
les deux agents : le contexte sera difi¶erent.
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CR CB AREA HPOS VPOS WIDTH HEIGHT
0.4821(0.013) 0.4420(0.008) 0.0228(0.001) 0.2837(0.052) 0.3750(0.012) 0.2260(0.004) 0.2188(0.031)

0.5045(0.008) 0.4955(0.000) 0.0690(0.020) 0.0721(0.081) 0.3625(0.012) 0.2308(0.004) 0.6250(0.112)

0.4062(0.000) 0.5580(0.004) 0.4084(0.242) 0.5048(0.019) 0.7875(0.250) 0.9952(0.375) 0.5125(0.043)

0.4062(0.000) 0.5179(0.004) 0.0236(0.001) 0.1538(0.076) 0.1187(0.043) 0.1250(0.014) 0.3375(0.093)

0.5670(0.031) 0.2321(0.192) 0.0100(0.003) 0.2308(0.052) 0.5312(0.006) 0.0962(0.000) 0.1125(0.012)

0.3884(0.017) 0.5045(0.008) 0.1665(0.097) 0.5529(0.014) 0.1937(0.031) 0.6202(0.375) 0.4313(0.037)

0.5982(0.031) 0.4598(0.008) 0.0028(0.001) 0.3365(0.024) 0.5375(0.006) 0.0962(0.000) 0.0812(0.025)

0.4688(0.013) 0.5625(0.004) 0.0053(0.002) 0.3606(0.024) 0.4688(0.043) 0.0577(0.000) 0.1250(0.012)

0.7009(0.044) 0.4241(0.017) 0.0200(0.001) 0.5240(0.004) 0.5188(0.006) 0.1490(0.019) 0.1437(0.018)

0.4955(0.008) 0.4955(0.000) 0.0194(0.001) 0.5288(0.004) 0.3438(0.018) 0.1106(0.014) 0.1875(0.012)

0.4509(0.017) 0.4821(0.013) 0.0130(0.003) 0.5673(0.014) 0.1625(0.031) 0.1683(0.000) 0.1750(0.012)

0.6562(0.044) 0.4509(0.008) 0.0074(0.002) 0.7885(0.067) 0.5125(0.006) 0.0577(0.000) 0.1625(0.012)

0.4152(0.008) 0.5446(0.013) 0.0029(0.001) 0.8558(0.052) 0.0250(0.093) 0.0721(0.014) 0.0562(0.025)

0.5179(0.013) 0.5134(0.004) 0.0491(0.020) 0.9087(0.052) 0.2937(0.050) 0.1683(0.000) 0.4688(0.037)

Fig. 4.17 { Exemple de deux segmentations par les deux agents et table
des valeurs sur les difi¶erents canaux pour l’un des deux. A chaque ligne
correspond un objet. Le sujet en blanc sur les segmentations est la premiµere
ligne du tableau, les saliences soulign¶ees sont les plus hautes saliences par
objet.
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Filtrer les objets en fonction de la salience pour ne garder que ceux au-
dessus d’un certain seuil sur au moins un canal comme le font les Talking
Heads pose un problµeme suppl¶ementaire : trµes fr¶equemment certains objets
sont flltr¶es par un agent et non par l’autre, ce qui modifle complµetement la
r¶epartition des saliences.

Fig. 4.18 { Exemple trivial montrant l’efiet des ¶ecarts de segmentation sur
la salience : le sujet est l’objet central et les canaux consid¶er¶es HPOS VPOS
WIDTH HEIGHT AREA et COLOR. Sur la premiµere image le canal salient
est sa hauteur et sur la deuxiµeme sa position verticale, alors que le sujet est
per»cu µa l’identique par les deux agents.

4.8 Analyse
Techniquement, notre premiµere version des Talking Robots ne fonctionne

pas car les ¶ecarts de perception entre les deux agents sont du même ordre de
grandeur que les saliences de ces perceptions : Le point-clef du m¶ecanisme
d’apprentissage des Talking Heads est le moment oµu le hearer apprend une
association entre le mot prononc¶e par le speaker et un des signiflants discrim-
inant l’objet point¶e par le speaker. Celui-ci doit trouver le même signiflant
que le speaker pour apprendre correctement. Il choisit un signiflant portant
sur le canal visuel le plus salient, ce qui est le bon choix si deux conditions
sont respect¶ees :

{ Le speaker a initialement choisi la propri¶et¶e la plus saliente de l’objet
lorsqu’il a cherch¶e un signiflant puis un mot s’y r¶ef¶erant dans son lex-
ique. Cette condition est toujours v¶erifl¶ee, car ce choix est cod¶e en dur
dans le comportement du speaker.

{ La propri¶et¶e la plus saliente du sujet est la même pour les deux agents.
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Cette deuxiµeme condition n’est vraie que si les perceptions des deux agents
sont su–samment proches et d¶epend de la perception de tous les objets du
contexte et non uniquement du sujet. Si les perceptions difiµerent trop, la
propri¶et¶e la plus saliente du sujet ne sera pas la même pour les deux agents
et l’association mot-signiflant apprise par le hearer ne sera pas la bonne.

Plus fondamentalement, l’exp¶erience des Talking Heads utilise comme
premier niveau de perception une information d¶ejµa trµes abstraite : un en-
semble d’objets, associ¶e chacun µa des propri¶et¶es visuelles. Les exp¶eriences
d¶ecrites dans ce chapitre tendent µa montrer qu’un algorithme de segmenta-
tion fonctionnant sur une image seule, sans a priori, ne peut fournir une telle
abstraction de maniµere su–samment robuste.



Chapitre 5

Talking Robots 2.0, modµele
d’objet

5.1 Pr¶esentation
Partant du constat ¶etabli au chapitre pr¶ec¶edent, nous avons entrepris

la conception d’un nouveau systµeme de perception visuelle pour les Talking
Robots, inspir¶e de l’¶etat de l’art en d¶etection et reconnaissance d’objets, suc-
cinctement d¶ecrit dans la section suivante (5.2). Les algorithmes de segmen-
tation ayant montr¶e qu’ils n’¶etaient pas assez robuste pour nos besoins, nous
avons cherch¶e une base difi¶erente, plus proche de l’image et plus robuste sur
laquelle nous appuyer pour construire des structures plus complexes. Nous
avons choisi de nous appuyer sur les algorithmes de d¶etection de points car-
act¶eristique (feature detection algorithm). Cette famille d’algorithmes extrait
d’une image un ensemble de points associ¶es µa un vecteur de caract¶eristiques,
appel¶e descripteur. L’ensemble de points est choisi soit al¶eatoirement, soit
sur une grille, soit µa l’aide d’un d¶etecteur de points d’int¶erêt, cherchant
g¶en¶eralement les points de forts contrastes. Le vecteur de caract¶eristiques
est calcul¶e µa partir d’une r¶egion de l’image autour du point. L’algorithme
utilis¶e pour calculer ce descripteur µa partir d’une r¶egion de l’image est ce
qui fait la sp¶eciflcit¶e de chaque d¶etecteur. Ces algorithmes sont con»cus pour
être robuste aux changements de luminosit¶e et aux distorsions sur l’image
(rotation, transformation a–ne, changement d’¶echelle, selon l’algorithme) :
le vecteur de caract¶eristiques doit être peu modifl¶e par de telles distorsions.
La section 5.3 donne une liste des algorithmes que nous avons consid¶er¶es.

61
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Tous les algorithmes de cette famille peuvent être vus de maniµere ho-
mogµene, comme prenant une image en entr¶ee et donnant en sortie un ensem-
ble de points associ¶es µa des vecteurs, ou plus g¶en¶eralement µa des ¶el¶ements
d’un espace topologique associ¶e µa une fonction de distance. Contraindre la
sortie µa des vecteurs est toujours possible en rendant math¶ematiquement
inexacts certains algorithmes comme nous le montrerons par la suite, mais
permet une optimisation signiflcative des calculs en aval avec en pratique une
trµes faible d¶egradation.

Le calcul d’une distance entre deux vecteurs ¶etant une op¶eration coûteuse,
nous avons choisi le modµele classique qui consiste µa construire un dictionnaire
de vecteurs caract¶eristiques, puis de ne plus utiliser que les mots du diction-
naire pour les calculs en aval. La section 5.4 est consacr¶ee µa la description des
algorithmes de classiflcations utilis¶es pour construire ce dictionnaire. Nous
nous sommes restreints aux techniques de classiflcations incr¶ementales, ce
qui permet aux robots d’adapter leur dictionnaire de caract¶eristiques en cas
de changement de l’environnement.

Les classes de descripteurs ne peuvent pas être utilis¶ees dirrectement
comme r¶ef¶erents dans des jeux de langage : si les points caract¶eristiques sont
d¶etect¶es µa des positions flxes dans l’image, les deux robots observant la même
scµene ne d¶etecteront pas les mêmes, µa moins de choisir un nombre de posi-
tions trop important pour les jeux de langage. Nous avons exp¶eriment¶e avec
divers algorithmes de d¶etection de points d’int¶erêts, du plus simple [Harris
and Stephens, 1988] au plus complexe [Itti et al., 1998] mais aucun ne s’est
r¶ev¶el¶e assez robuste pour fournir les mêmes 5 µa 10 points les plus salients sur
deux images de la même scµene d’un point de vue l¶egµerement d¶ecal¶e.

En cons¶equence, nous utilisons ces points caract¶eristiques comme bases
pour un modµele d’objet plus complexe. La section 5.5 est consacr¶ee µa ce
modµele d’objet. Nous d¶eflnissons un concept d’objet comme la co-occurrence
de mots du dictionnaire de caract¶eristiques dans une même r¶egion de l’image
et montrons comment des modµeles d’objets peuvent être appris et modifl¶es,
de maniµere incr¶ementale et non supervis¶ee.

Les derniµeres sections de ce chapitre d¶etaillent les r¶esultats que nous avons
obtenus avec ce modµele, sur des bases de donn¶ees d’images d’abord, puis sur
le guessing game.
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5.2 La reconnaissance d’objets
Cette section a pour objectif de dresser un rapide ¶etat de l’art du domaine

de la reconnaissance d’objets bas¶ee sur la vision et, plus particuliµerement,
les techniques utilisant des d¶etecteurs de points d’int¶erêt et des vecteurs de
caract¶eristiques.

En 1999, [Squire et al., 1999] proposent d’appliquer des techniques issues
de l’indexation de documents textuels µa la classiflcation d’images. L’id¶ee con-
siste µa r¶eduire une image µa un ensemble de descripteurs, puis µa discr¶etiser ces
descripteurs au moyen d’une classiflcation. L’image vue comme un ensem-
ble de classes de descripteurs est alors analogue µa un document vu comme
l’ensemble des mots qui le composent. Les auteurs utilisent une repr¶esentation
optimis¶ee associant µa chaque classe de descripteur les images dans lesquelles
elle apparâ‡t. Ils proposent un calcul de distance entre images utilisant une
pond¶eration bas¶ee sur la fr¶equence d’occurrence de chaque classe et con-
struisent une base de donn¶ees d’images capable de r¶epondre µa des requêtes
constitu¶ees elles-même de fragments d’autres images.

L’¶emergence dans les ann¶ees suivantes de descripteurs rapides µa calculer
et trµes robustes va permettre un d¶eveloppement important de cette voie de
recherche.

[Sivic and Zisserman, 2003] d¶eveloppent un systµeme similaire pour l’in-
dexation de vid¶eos, en utilisant une version du descripteur SIFT (cf. 5.3.3)
utilisant un d¶etecteur d’ellipses d’int¶erêt augmentant la robustesse aux trans-
formations a–nes. Le sch¶ema g¶en¶eral du systµeme reste le même : un diction-
naire de classes de descripteurs d’environ 10 000 mots est cr¶e¶e µa partir d’un
sous-ensemble de la base de donn¶ees, en utilisant l’algorithme des k-moyennes
(k-means). A chaque image est associ¶e un vecteur de taille 10 000 contenant
le nombre d’occurrences de chacun des mots en pr¶esence de l’image. Chaque
composante de ces vecteurs est pond¶er¶ee par un terme appel¶e IDF (inverse-
document frequency) ¶egal au logarithme de l’inverse de la fr¶equence d’oc-
currence du mots dans le corpus : plus un mot est rare, plus son poids sera
important. La similarit¶e entre deux images est alors d¶eflnie comme le produit
scalaire de ces deux vecteurs pond¶er¶es, normalis¶es, qui est aussi le cosinus de
l’angle entre ces deux vecteurs. Cette mesure de similarit¶e est ensuite utilis¶ee
pour classer les images de la base en r¶eponse µa une requête.

De nombreux travaux r¶ecents proposent des versions difi¶erentes de chaque
¶etape de ce modµele g¶en¶eral (d¶etection des points caract¶eristiques, cr¶eation du
dictionnaire de descripteurs, calcul de similarit¶e entre images µa partir de ce
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dictionnaire).
Dance et al. [2004] pr¶esentent un systµeme trµes similaire dans lequel un

SVM (support vector machine) est utilis¶e pour apprendre des classes d’objets,
en prenant comme entr¶ee les vecteurs d’occurrences des mots du dictionnaire
de descripteurs.

Construction du dictionnaire. [Jurie and Triggs, 2005] analysent l’¶etape
de construction du dictionnaire de caract¶eristiques, r¶ealis¶ee par un k-mean
dans la grande majorit¶e des travaux et concluent que cet algorithme est in-
adapt¶e µa la grande h¶et¶erog¶en¶eit¶e de la distribution des caract¶eristiques de
grande dimension (comme SIFT de dimension 128), car il concentre la ma-
jorit¶e des mots sur la zone la plus dense. Les auteurs montrent que les descrip-
teurs les plus utiles sont ceux dont la fr¶equence d’occurrence est moyenne : les
descripteurs trop fr¶equents ne sont pas assez discriminant et les descripteurs
apparaissant trop rarement, même s’ils sont discriminant, sont trop rares
pour peser signiflcativement sur le systµeme global. Les auteurs proposent un
algorithme it¶eratif qui recherche µa chaque ¶etape la boule de rayon flx¶e con-
tenant le plus grand nombre de descripteurs, cr¶ee un mot µa cette position et
supprime les descripteurs contenus dans cette boule avant de recommencer.
Les auteurs montrent aussi que la d¶etection dense des descripteurs SIFT
donne de meilleurs r¶esultats que la d¶etection sur des points d’int¶erêt.

[Nist¶er and Stew¶enius, 2006] proposent une version hi¶erarchique du k-
mean, plus rapide et qui peut être r¶ealis¶ee de maniµere incr¶ementale. Le clas-
sifleur est un arbre, chaque n¾ud ayant k flls. Lorsque le systµeme d¶ecide
d’¶etendre une feuille de l’arbre, un k-mean est r¶ealis¶e sur tous les descrip-
teurs associ¶es µa cette feuille et un sous-n¾ud est associ¶e µa chacun des k
centres de classe obtenus. Chaque descripteur est associ¶e au n¾ud dont le
centre est le plus proche (segmentation de Voronõ‡). Cette m¶ethode permet
aussi une recherche rapide du ou des mot associ¶es µa un descripteur.

[Moosmann et al., 2006b] utilisent comme classifleur un ensemble d’ar-
bres g¶en¶er¶es semi-al¶eatoirement. Chaque niveau de chacun des arbres coupe
l’espace vectoriel du descripteur en deux. Le plan de d¶ecoupage est choisi
al¶eatoirement, mais seuls les d¶ecoupages v¶eriflant une contrainte entropique
sont conserv¶es. A chaque descripteur est donc associ¶ee une feuille de chacun
des arbres. Les auteurs utilisent 5 arbres µa 1000 feuilles chacun. La sortie de
ces arbres est utilis¶ee pour apprendre un SVN.
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Recherche dans le dictionnaire. Rechercher le mot associ¶e µa un descrip-
teur donn¶e est une op¶eration r¶ealis¶ee trµes fr¶equemment par les systµemes de
reconnaissance d’objets. La m¶ethode nã‡ve consiste µa tester chacun des mots
du dictionnaire. Cette m¶ethode se r¶evµele trop coûteuse pour fonctionner en
temps r¶eel dµes que le nombre de mots d¶epasse quelque milliers, surtout pour
les descripteurs de dimension ¶elev¶ee, pour lesquels le calcul de distance est
lui-même coûteux.

L’alternative utilis¶ee dans la majorit¶e des travaux de ce domaine utilise
une repr¶esentation hi¶erarchique du dictionnaire sous la forme d’un kd-tree.
Cette structure permet de faire une recherche du plus proche voisin exacte
ou approximative trµes rapide.

Modµeles de classiflcation probabilistes. [Sivic et al., 2005] proposent
d’appliquer un modµele probabiliste issue de l’indexation de textes appel¶e
PLSA (pour Probabilistic Latent Semantic Analysis) et capable de d¶ecouvrir
des classes d’objets de maniµere non supervis¶ee. Cette m¶ethode mod¶elise
chaque image comme une combinaison pond¶er¶ee d’objets (topics) et utilise
un algorithme de maximisation d’esp¶erance (EM) it¶eratif pour les d¶ecouvrir.
Les auteurs montrent que le r¶esultat de cette classiflcation peut être utilis¶ee
ensuite pour segmenter les objets pr¶esents dans les images.

[Huei-Ju Chen and Triesch, 2005] utilisent une autre m¶ethode proba-
biliste en mod¶elisant par un r¶eseau Bayesien repr¶esentant des hypothµeses sur
la reconnaissance et la segmentation des objets. Une m¶ethode d’inf¶erence
probabiliste bas¶ee sur le Gibbs sampling (approche type Monte Carlo) est
utilis¶ee pour construire le r¶eseau.

[Fei-Fei et al., 2006] utilise un modµele bay¶esien capable d’apprendre un
modµele d’objet µa partir seulement d’une poign¶ee d’exemples et fonctionnant
avec une centaine de cat¶egories d’objets.

M¶ethodes de vote. [Murphy-Chutorian et al., 2005] proposent un systµeme
dans lequel chaque descripteur vote de maniµere pond¶er¶ee pour les modµeles
d’objets. Les auteurs d¶eveloppent un algorithme pour ¶evaluer la pond¶eration
et les seuils de d¶etection optimaux.

[Filliat, 2007] d¶eveloppe un systµeme µa base de vote µa deux niveaux pour
identifler la piµece dans laquelle se trouve un robot. Tout d’abord, chaque
descripteur vote pour les modµeles d’objets pour lesquels il a ¶et¶e vu. Puis les
votes des difi¶erents algorithmes sont agr¶eg¶es. Ce systµeme pr¶esente la par-
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ticularit¶e d’être capable de ne pas donner de r¶eponse si l’image pr¶esent¶ee
n’est pas signiflcative, ce qui lui permet d’obtenir au taux de faux positifs
quasi-nul.

Utilisation de l’information spatiale. Certains systµemes ¶etendent le
modµele sac-de-mots issu de l’indexation de textes, qui ne considµere une image
que comme l’ensemble de ses descripteurs sans information spatiale.

[Jodogne et al., 2005] utilisent en plus des classes de descripteurs ¶el¶ementaires
des classes composites, compos¶ees d’une paire de classes de descripteurs
et d’une distance. Les composantes des classes composites peuvent elles-
mêmes être des classes composites. Ces classes composites sont cr¶e¶ees en
s¶electionnant des paires de mots dont la co-occurrence est fr¶equente, puis en
utilisant l’histogramme de leurs distances sur toutes les images pour choisir
l’intervalle de taille flx¶ee le plus probable. L’int¶erêt de cette approche est
que le systµeme de classiflcation d’objets utilise indifi¶eremment les classes
¶el¶ementaires et les classes composites.

[Quack et al., 2006] proposent un modµele dans lequel un descripteur com-
posite est form¶e pour un descripteur simple donn¶e en prenant les 5 descrip-
teurs les plus proches dans l’image et en les associant avec le quadrant de
l’image dans lequel ils ont ¶et¶e d¶etect¶es.

[Lazebnik et al., 2006] d¶eveloppent une repr¶esentation d’une image en la
recouvrant d’une pyramide de fenêtres de tailles d¶ecroissantes et en associant
µa chaque niveau l’histogramme des descripteurs contenus dans la fenêtre. Les
auteurs utilisent simultan¶ement SIFT et un descripteur plus simple mais
moins discriminant, associ¶e µa un d¶etecteur de points caract¶eristiques simple
pour obtenir un nombre plus important de points.

5.3 Algorithmes de d¶etection de points car-
act¶eristiques

Cette section d¶ecrit les quatre algorithmes de d¶etection de caract¶eristiques
que nous avons test¶es, en rappelant briµevement la nature de la caract¶eristique,
l’algorithme utilis¶e pour choisir les points sur lesquels elle est calcul¶ee, ses
invariants et la complexit¶e de la d¶etection.
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5.3.1 Histogramme et distance EMD
L’histogramme est une caract¶eristique simple et facilement calculable. Il

peut être utilis¶e sur une ou plusieurs composantes de n’importe quel espace de
couleurs, µa divers niveaux de discr¶etisation. On le trouve typiquement utilis¶e
dans la litt¶erature sur la composante Hue de l’espace HSV, ou sur le niveau
de gris, avec une discr¶etisation assez grossiµere (16 valeurs). Il est calcul¶e sur
des fenêtres, typiquement choisis de maniµere dense et µa plusieurs r¶esolutions
dans l’image. Les distances vectorielles sont peu adapt¶ees pour le calcul de
distance entre deux histogrammes, un point passant d’un secteur de l’his-
togramme au secteur adjacent donnant la même distance que ce même point
passant sur le secteur oppos¶e. Les deux distances les plus utilis¶ees sont les dis-
tances EMD [Rubner et al., 1998] et la distance de difiusion [Ling and Okada,
2006], qui toutes les deux calculent l’efiort n¶ecessaire pour passer entre les
deux histogrammes, en prenant en compte leur structure. L’histogramme est
relativement robuste aux rotations, ne conservant aucune information spa-
tiale, et aux changements de luminosit¶e (si appliqu¶e sur les composantes Hue
et Saturation de HSV).

5.3.2 Corr¶elogramme
Les corr¶elogrammes introduits en traitement de l’image par [Huang et al.,

1997] sont un ra–nement des histogrammes conservant l’information spa-
tiale, ce qui leur confµere un plus grand pouvoir discriminant. Leurs car-
act¶eristiques sont trµes proches des histogrammes, hormis un calcul l¶egµerement
plus coûteux.

5.3.3 SIFT
SIFT (Scale Invariant Feature Transform) est un descripteur introduit

par David Lowe dans [Lowe, 2004], invariant en rotation et changement
d’¶echelle. Le descripteur est de taille 128 et compos¶e d’histogrammes d’ori-
entations sur quatre fenêtres autour d’un point. Il est associ¶e µa l’orienta-
tion et l’¶echelle µa laquelle il a ¶et¶e d¶etect¶e. Les points sur lesquels ce de-
scripteur est calcul¶e sont choisis en flltrant l’image par un flltre Gaussien µa
difi¶erentes ¶echelles puis en extrayant les extrêmes en espace et en ¶echelle.
Ce descripteur est l’un des plus utilis¶es dans la litt¶erature. Plusieurs implan-
tations en sont disponibles, les plus utilis¶ees ¶etant celle fournie par D.Lowe
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sous forme binaire uniquement et Siftpp, d¶evelopp¶e µa l’UCLA (http ://vi-
sion.ucla.edu/~vedaldi/code/siftpp/siftpp.html). Nos tests montrent que l’im-
plantation de Lowe est plus performante : une fois les deux implantations
conflgur¶ees pour obtenir le même nombre de points, le taux de points mis en
correspondances correctement entre deux images proches de la même scµene
est sensiblement sup¶erieur pour cette derniµere. Pour les images de l’aibo, de
r¶esolution 208x160, l’algorithme met environ 300 millisecondes sur un pen-
tium4 µa 2GHz pour extraire environ 150 vecteurs SIFT.

5.3.4 K-Adjacent Segment
K-AS est un descripteur introduit dans [Ferrari et al., 2006] : l’image est

tout d’abord trait¶ee par un d¶etecteur de contours. Ces contours sont ensuite
r¶eduits µa un ensemble de segments en isolant les parties \presque droites".
Puis un graphe est construit en reliant les segments ayant leurs extr¶emit¶es
proches. Un descripteur est alors calcul¶e µa partir de chaque sous-ensemble
connexe de k points de ce graphe. Ce descripteur de dimension 4k-2 est
invariant aux changements d’¶echelle et stocke les orientations relatives des
segments les uns par rapport aux autres, ainsi que la distance entre leurs mi-
lieux, relative µa leurs tailles. Ce descripteur est trµes compact par rapport aux
trois expos¶es ci-dessus, mais il utilise une information de plus haut niveau,
µa savoir des contours et non l’image brute. Les auteurs montrent que les
meilleurs r¶esultats sont obtenus pour k=2, et obtiennent de trµes bonnes per-
formances de reconnaissance, sur des bases de donn¶ees d’objets dont la forme
est trµes discriminante. L’algorithme k-as est relativement lent, de l’ordre de
la minute, principalement µa cause du d¶etecteur de contours.

5.4 Graphes de discrimination
Afln d’acc¶el¶erer les calculs, les systµemes de vision artiflcielle bas¶es sur

des vecteurs de caract¶eristiques utilisent g¶en¶eralement un dictionnaire de
caract¶eristiques de quelques milliers de mots : µa chaque vecteur est associ¶e
le ou les mots les plus proches du dictionnaire et seuls ces mots sont utilis¶es
par la suite. Cette discr¶etisation permet aussi de se retrouver dans un cadre
plus propice µa des calculs probabilistes.

La m¶ethode classiquement employ¶ee pour construire ce dictionnaire est
d’utiliser un algorithme ofi-line de classiflcation sur un ¶echantillon des car-
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act¶eristiques, comme par exemple un k-mean. Cette m¶ethode requiert de dis-
poser a priori d’un ¶echantillon repr¶esentatif des vecteurs de caract¶eristiques.
Comme nous souhaitons que les Talking Robots soient capables de s’adapter
aux changements de leur environnement, cette m¶ethode a priori ne nous
convient pas : si le dictionnaire devient inadapt¶e µa l’environnement, il ne
communiquera pas les discriminations pertinentes entre caract¶eristiques au
niveau de calcul sup¶erieur, ce qui d¶egradera ses performances.

Les propri¶et¶es que nous recherchons pour notre dictionnaire sont :
{ Construction incr¶ementale adaptative : Le dictionnaire doit pouvoir

cr¶eer de nouveaux mots au besoin en fonction des caract¶eristiques qui
lui sont pr¶esent¶ees.

{ Vocabulaire hi¶erarchique : Nous ne savons pas a priori quel niveau de
discrimination sera ad¶equat. Un vocabulaire µa un seul niveau n¶ecessiterait
un param¶etrage fln pour chaque algorithme de d¶etection de caract¶eristiques.
Un vocabulaire hi¶erarchique permet de communiquer au niveau sup¶erieur
des mots µa difi¶erents niveaux de sp¶eciflcit¶e, en le laissant d¶eterminer
lesquels sont pertinents (par exemple en fonction de leur fr¶equence d’oc-
currence). De plus, une structure hi¶erarchique permet d’optimiser la
recherche dans le dictionnaire en ¶evitant de devoir parcourir tous les
n¾uds.

{ Permanence des mots : Une fois un mot cr¶e¶e, sa d¶eflnition ne doit plus
¶evoluer.

{ Stabilit¶e : Le dictionnaire ne doit pas se d¶egrader ou grossir inflniment
avec le temps.

On observe sans surprise que les arbres de discrimination (cf. 2.4) r¶epondent
µa des besoins similaires dans le cadre perceptif des Talking Heads.

Nous avons exp¶eriment¶e avec deux structures de dictionnaire difi¶erentes,
dans les deux grandes cat¶egories de structures hi¶erarchiques possibles : celles
µa rayon flx¶e et celles µa nombre de flls ou nombre de caract¶eristiques par n¾ud
flx¶e [Omohundro, 1989].

5.4.1 Premier dictionnaire : taille de rayon flxe
Nous avons bas¶e notre premiµere structure de discrimination hi¶erarchique

sur une structure arborescente avec un rayon de classifleur flxe par niveau de
profondeur. Notre structure est d¶eflnie comme suit :

{ A chaque n¾ud i sont associ¶es une profondeur Pi ¶egale µa la longueur du
chemin le s¶eparant de la racine, un point de l’espace de caract¶eristiques
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Ci et un rayon Ri = f(Pi), f ¶etant une fonction d¶ecroissante (nous
avons utilis¶e x ! Kx avec K 2]0; 1[ .

{ Il y a un arc de i vers j si et seulement si Pj = Pi + 1 et si le cluster
de j est inclus dans le cluster de i, ce qui se traduit pratiquement en
utilisant l’in¶egalit¶e triangulaire par i ! j ssi D(Ci; Cj) < Ri ¡ Rj.

{ Une profondeur maximum, soit un rayon de classifleur minimum, est
flx¶ee par avance.

On constate comme illustr¶e flgure 5.1 qu’avec cette d¶eflnition, un n¾ud peut
avoir plusieurs parents.

Par construction, si une caract¶eristique n’est pas contenue dans un des
n¾uds, alors elle ne sera contenue dans aucun de ses enfants, ce qui permet
une recherche rapide de tous les n¾uds contenant une caract¶eristique donn¶ee.

Lorsque une nouvelle caract¶eristique est pr¶esent¶ee au dictionnaire, un
nouveau n¾ud est cr¶e¶e µa chaque niveau de profondeur pour lequel la car-
act¶eristique n’est contenue dans aucun n¾ud existant. Ce nouveaux n¾ud
est cr¶e¶e avec comme centre la nouvelle caract¶eristique, comme rayon le rayon
de la profondeur en question et comme parent l’ensemble des n¾uds de la
profondeur sup¶erieure le contenant.

Fig. 5.1 { Exemple de construction d’un graphe de discrimination.

L’int¶erêt de ce systµeme est qu’il se contente d’un espace topologique sur
les caract¶eristiques : disposer d’un espace vectoriel n’est pas n¶ecessaire.

Mais les performances obtenues par ce systµeme ne sont pas satisfaisantes :
les espaces vectoriels de grande dimensions, comme celui des caract¶eristiques
SIFT (dimension 127) se prêtent mal µa ce type de structures. En efiet le
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rapport du volume d’une hypersphµere sur le volume de l’hypercube dans
lequel elle est inscrite d¶ecrô‡t et tend vers 0 quand la dimension augmente. Ce
qui veut dire que plus la dimension est importante, plus il faut d’hypersphµeres
pour remplir l’espace. Notre graphe d¶eg¶enµere en une structure ou chaque
niveau de profondeur est entiµerement connect¶e au suivant, ce qui le rend
inutilisable.

5.4.2 Second dictionnaire : nombre de flls par n¾ud
flxe.

Comme nous venons de le montrer, partitionner l’espace en sous-espaces
de même taille n’est pas adapt¶e pour les grandes dimensions. L’alternative
consiste µa partitionner l’espace en un nombre de sous-espaces flx¶e, sans
se soucier de leurs tailles relatives. La m¶ethode que nous avons utilis¶ee
est une simpliflcation de l’algorithme de k-mean hi¶erarchique [Nist¶er and
Stew¶enius, 2006]. Chaque n¾ud interm¶ediaire de l’arbre divise le sous-espace
qu’il repr¶esente en deux. La cr¶eation de deux nouveaux n¾uds µa partir d’une
feuille intervient lorsque le nombre de caract¶eristiques rencontr¶ees contenues
dans le sous-espace qu’elle repr¶esente d¶epasse un seul flx¶e. Pour permettre
le calcul de la \meilleure" s¶eparation, chaque feuille garde un ¶echantillon de
100 caract¶eristiques choisies al¶eatoirement parmi celles rencontr¶ees.

Nous n’avons pas trouv¶e de solution satisfaisante permettant de calculer
une partition \e–cace" de l’espace en nous limitant µa une fonction de distance
sur les caract¶eristiques. En efiet, tous les calculs dans ce cadre n¶ecessitent
de disposer de la matrice des distances entre toutes les paires de points
de l’¶echantillon, ce qui ne peut pas être obtenu en temps-r¶eel. Nous avons
exp¶eriment¶e avec l’alternative sans calculs : µa chaque sous-n¾ud µa cr¶eer est
attribu¶e al¶eatoirement une caract¶eristique de l’¶echantillon et la partition est
r¶ealis¶ee par la segmentation de Voronõ‡ bas¶ee sur ces deux caract¶eristiques.
Mais les performances obtenues avec un arbre g¶en¶er¶e de cette maniµere varient
¶enorm¶ement d’une it¶eration sur la suivante. Dans [Moosmann et al., 2006b],
les auteurs utilisent plusieurs arbres g¶en¶er¶es al¶eatoirement en parallµele, mais
ils font passer la sortie de ces arbres µa travers un SVM, ce qui rend la con-
struction des arbres impossible µa r¶ealiser en ligne.

Nous avons donc impos¶e µa nos caract¶eristiques la contrainte d’être dans un
espace vectoriel. Dans ce cadre, nous avons retenu l’algorithme de partition
utilis¶e dans [Oudeyer et al., 2007] : la partition est r¶ealis¶ee par l’hyperplan
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orthogonal µa un des axes minimisant la somme des variances pond¶er¶ees des
deux classes. Ce critµere a l’avantage de pouvoir être calcul¶e rapidement, en
O (d:nlog(n)) oµu d est la dimension de l’espace et n le nombre de points dans
l’¶echantillon. En efiet, pour chaque axe, il su–t de trier les n points selon cet
axe. Il y a alors n ¡ 1 partitions possibles µa tester et le calcul de la variance
peut être fait de maniµere incr¶ementale : chaque nouvelle partition test¶ee ne
difiµere de la pr¶ec¶edente que par un point qui change de côt¶e.

Les performances obtenues avec cet algorithmes sont meilleures et plus
stables qu’avec une partition al¶eatoire (cf section 5.10).

Fig. 5.2 { Exemple de construction d’un arbre de discrimination.

Fig. 5.3 { Portion d’arbre de discrimination pour SIFT.
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5.5 Les objets

5.5.1 D¶eflnition
La couche d’arbres de discrimination a r¶eduit l’information contenue dans

l’image µa un ensemble de coordonn¶ees, chacune associ¶ee µa une liste de mots
du dictionnaire. L’objectif de la couche \objet" est de construire de maniµere
incr¶ementale, non supervis¶ee et en temps r¶eel des modµeles d’objets µa partir
de la sortie des arbres de discrimination. Ces modµeles seront les abstractions
utilis¶ees par les agents pour communiquer.

Le sens donn¶e ici au terme \objet" n’est pas aussi abstrait que son usage
courant pourrait le faire penser. Un tel concept est hors de la port¶ee d’un
robot aux capacit¶es d’action limit¶ees comme l’aibo et ne pourrait être extrait
par un systµeme bas¶e uniquement sur la vision. Nous d¶eflnissons ici un objet
comme une co-occurrence stable de plusieurs primitives visuelles dans une
zone de la perception. Nous pensons que ce concept trµes proche de l’image
pourra permettre aux aibos d’identifler et de communiquer sur des zones de
l’espace les entourant et pourra servir de bases µa des communications plus
abstraites dans de futures exp¶eriences.

Notre modµele est du type sac de mots (bag of words) : la position relative
des difi¶erentes caract¶eristiques est ignor¶ee : seule l’information de pr¶esence ou
d’absence d’une caract¶eristique est utilis¶ee. Cette classe de modµeles issue de
la recherche en indexation de documents textuels a seulement r¶ecemment ¶et¶e
appliqu¶ee µa l’analyse d’images [Squire et al., 1999]. De nombreux r¶esultats (cf.
section 5.2) montrent que cette information r¶eduite dispose d’une capacit¶e
de discrimination su–sante dans de nombreux cas de flgure. Si cela s’avµere
n¶ecessaire, l’information de position pourra être rajout¶ee µa notre modµele par
la suite, sous la forme d’une nouvelle caract¶eristique compos¶ee portant sur
des relations spatiales entre caract¶eristiques primitives.

Nous d¶eflnissons un modµele d’objet comme un vecteur de taille ¶egale au
nombre de mots dans le dictionnaire. Ce vecteur contient le nombre de fois oµu
chaque mot du dictionnaire a ¶et¶e vu en pr¶esence d’un objet identifl¶e comme
correspondant au modµele.

Avec cette d¶eflnition, on constate qu’un nouveau modµele d’objet peut être
cr¶e¶e µa partir d’une image seule, puis mis µa jour µa chaque nouvelle image lui
correspondant en sommant simplement les vecteurs.
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5.5.2 Comparaison
Pour d¶ecider si une image appartient ou non µa un modµele, il nous faut

tout d’abord être capable de comparer une image µa un modµele existant, soit
deux modµeles entre eux. Nous avons exp¶eriment¶e avec diverses fonctions de
distances, d¶etaill¶ees dans les sous-sections suivantes. Toutes ces distances
utilisent une version normalis¶ee du vecteur d’occurrences, afln de pouvoir
comparer des modµeles mis µa jour un nombre difi¶erent de fois. Nous avons
choisi de normaliser sur le vecteur et non de le diviser par le nombre de mises
µa jour pour ne pas être sensible aux variations de nombre de caract¶eristiques
vues dans chaque image.

5.5.2.1 Normes L1 et L2, TF-IDF

Il est bien sµur possible d’utiliser les normes L1 et L2 directement sur les
vecteurs d’occurrences, mais les performances sont alors trµes mauvaises. En
efiet les ¶el¶ements du vecteur correspondant µa des mots plus g¶en¶eriques du
dictionnaire ont une valeur plus importante que ceux correspondants µa des
mots plus sp¶eciflques, ce qui fait que les mots sp¶eciflques ont peu de poids
dans le calcul : la repr¶esentation vectorielle ne rend pas compte des relations
d’inclusions entre les difi¶erents mots.

La solution utilis¶ee couramment consiste µa pond¶erer chaque ¶el¶ement par
une fonction appel¶ee term-frequency, inverse document frequency (TF-IDF)
[Sivic and Zisserman, 2003]. La formule utilis¶ee est wdi = pdilog

‡
1
pi

·
. wdi est

la nouvelle composante i du vecteur d, pdi son ancienne valeur (la probabilit¶e
qu’un mot soit i pour l’objet d ) et Pi la valeur de cet ¶el¶ement dans le vecteur
obtenu en sommant tous les objets, soit la probabilit¶e qu’un mot soit i dans
le corpus de tous les objets. Cette pond¶eration donne plus d’importance aux
mots apparaissant moins fr¶equemment. Une fois appliqu¶ee, la comparaison
s’efiectue avec la norme L1 ou L2. Le vecteur (pi)i pouvant être calcul¶e de
maniµere incr¶ementale µa chaque modiflcation d’un des modµeles d’objets, ce cal-
cul n’est pas plus coûteux que la norme sous-jacente. Nos tests hors-lignes (cf
5.10.2) ont montr¶e que la distance TF-IDF ¶etait celle donnant les meilleures
performances. C’est cette distance qui sera utilis¶ee par la suite.

5.5.2.2 Calcul probabiliste

Chaque ¶el¶ement i du vecteur d’occurrences normalis¶e (pdi)i du modµele d
peut être vu comme la probabilit¶e qu’un mot per»cu en pr¶esence du modµele d
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soit i. Dans ce cadre, ¶etant donn¶e un modµele m calcul¶e µa partir d’une nouvelle
image, on peut calculer la probabilit¶e que cette image soit une occurrence du
modµele d par la rµegle de Bayes :

p (djm) = p (mjd)
p (d)
p (m)

En faisant l’hypothµese qu’on sait inexacte que les mots du dictionnaire
sont ind¶ependants, on obtient :

p (djm) =
ˆ

Y

i
midi

!

p (d)

Le terme p (m) peut être ignor¶e car seuls nous int¶eressent les probabilit¶es
relatives pour les difi¶erents modµeles.

Algorithmiquement le logarithme de cette expression est calcul¶e, pour
¶eviter de d¶epasser la capacit¶e de repr¶esentation des types °ottant.

Les performances obtenues dans notre cadre avec cette distance sont mau-
vaises. L’utilisation d’un dictionnaire hi¶erarchique rend en efiet l’hypothµese
d’ind¶ependance des mots complµetement fausse.

5.5.2.3 Vote

Comparer un modµele construit µa partir de plusieurs images avec un modµele
construit µa partir d’une seule image pose un problµeme : le premier modµele
re°µete la probabilit¶e de percevoir chaque mot, alors que le second re°µete un
tirage, correspondant ou non µa cette probabilit¶e. Par exemple, si un mot a
¶et¶e vu une fois sur deux lors de l’ apprentissage d’un modµele et que son poids
normalis¶e est k, alors une image de ce modµele aura un poids pour ce mot de
0 ou d’une valeur proche de 2k selon que la caract¶eristique correspondant µa
ce mot est visible ou non (toutes choses ¶etant ¶egales par ailleurs).

Les distances par vote fr¶equemment utilis¶ees dans les systµemes de percep-
tions µa base de caract¶eristiques [Filliat, 2007] essayent de r¶egler ce problµeme.
Le vecteur d’occurrence est remplac¶e par un vecteur binaire en le seuillant µa
1 et la distance L1 est utilis¶ee sur ces vecteurs.

Malheureusement, cette distance a pour efiet de perdre l’information de
proportion entre les difi¶erents mots pour un modµele donn¶e et l’efiet dans
notre cadre est globalement n¶egatif : les performances sont plus mauvaises
que TF IDF.
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5.5.2.4 Pond¶eration entropique

Il est possible µa l’aide d’un calcul entropique d’attribuer µa chaque mot un
poids proportionnel µa son pouvoir discriminant :

hi = ¡
X

d
pdilog (pdi)

Cette quantit¶e positive est minimale pour les mots les plus discriminants,
c’est-µa-dire ceux pour lesquels la distribution de probabilit¶e sur tous les
modµeles d’objets est la plus h¶et¶erogµene. Nous avons exp¶eriment¶e en divisant
le vecteur d’occurrence par h, en rempla»cant ses composantes nulles par la
plus petite valeur possible 1

n log
‡

1
n

·
+ n¡1

n log
‡

n¡1
n

·
oµu n est le nombre de

mots du dictionnaire.
Nos exp¶erimentations ne montrent pas d’am¶elioration signiflcative des

performances en utilisant la pond¶eration entropique. La variation des scores
d’entropie varie en efiet peu d’un mot µa l’autre dµes que le nombre de modµeles
devient important.

5.5.3 Reconnaissance, construction non supervis¶ee
Dans le cadre des Talking Robots, notre objectif est que chaque agent

puisse cr¶eer et maintenir une liste de modµeles d’objets µa partir de ses per-
ceptions, de maniµere incr¶ementale et non supervis¶ee.

Maintenant que nous disposons d’un moyen de comparer deux modµeles, il
nous reste µa trouver un critµere pour d¶ecider si l’agent doit int¶egrer une nou-
velle image au modµele le plus proche existant, ou cr¶eer un nouveau modµele.

Nous ne pouvons pas utiliser un seuil absolu flx¶e arbitrairement, car les
ordres de grandeurs des distances entre modµeles d¶ependent de nombreux
paramµetres (nombre de mots du dictionnaire, d¶etecteurs de caract¶eristiques
utilis¶es, etc.).

Nous avons opt¶e pour une solution proche de celle retenue dans [Lowe,
2004] pour le critµere de d¶ecision d’appariement de deux caract¶eristiques.
Dans ce modµele, Lowe cherche µa apparier les caract¶eristiques de deux images
difi¶erente. Pour chaque caract¶eristique de la premiµere image c1

i , il cherche les
deux caract¶eristiques les plus proches dans la deuxiµeme image, c2

j et c2
k. Il

d¶ecide d’apparier c1
i µa c2

j si d(c1
i ;c2

j)
d(c1

i ;c2
k) ‚ K , K ¶etant une constante qu’il flxe µa

1; 2.
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Nous ¶etendons ce critµere en comparant la distance de l’image au meilleur
modµele µa la moyenne des distances de l’image aux N modµeles suivants. L’im-
age est int¶egr¶ee au meilleur modµele si ce rapport est sup¶erieur µa K. Nous
utilisons typiquement N entre 5 et 15. Cette extension permet d’¶eviter au
systµeme de d¶eg¶en¶erer si deux modµeles se retrouvent proches l’un de l’autre.
Une meilleure solution µa ce problµeme serait de fusionner deux modµeles lorsque
ceux-ci deviennent trop proches, mais cette fonctionnalit¶e n’a pas ¶et¶e int¶egr¶ee
µa notre systµeme.

La constante K permet de r¶egler la sp¶eciflcit¶e des modµeles : plus elle est
basse, plus des images ¶eloign¶ees seront int¶egr¶ees au modµele.

L’utilisation du systµeme se d¶eroule comme suit. Chaque nouvelle image
est compar¶ee µa tous les modµeles existants. Si le critµere d’int¶egration est v¶erifl¶e,
l’image est int¶egr¶ee au meilleur modµele. Sinon, un nouveau modµele est cr¶e¶e,
compos¶e de cette seule nouvelle image. Naturellement, le systµeme va en per-
manence cr¶eer de nouveaux modµeles. Nous avons choisi de flxer un nom-
bre de modµeles maximal. Lorsque ce nombre est atteint et qu’un nouveau
modµele doit être ajout¶e, le modµele le moins fr¶equemment rencontr¶e, d’un âge
sup¶erieur µa un seuil flx¶e (cf 5.10.1) est supprim¶e. Afln de limiter la fr¶equence
de cr¶eation de nouveaux modµeles, l’ajout d’un nouveau modµele ne se fait pas
syst¶ematiquement, mais avec une probabilit¶e p < 1 flx¶ee).

L’initialisation des modµeles se fait en pr¶esentant au systµeme des images
difi¶erentes (typiquement une dizaine). Un modµele est alors cr¶e¶e µa partir de
chaque image.

5.5.4 Agr¶egation de multiples d¶etecteurs de caract¶eri-
stiques

Notre systµeme d’objet peut utiliser des mots provenant de plusieurs dic-
tionnaires et donc issus de plusieurs d¶etecteurs de caract¶eristiques difi¶erents.
Le vecteur d’occurrences est alors la concat¶enation des vecteurs d’occurrences
pour chaque dictionnaire. Cette solution simple pr¶esente une importante lim-
itation : le nombre de mots de chaque dictionnaire et le nombre de car-
act¶eristiques d¶etect¶ees dans l’image doivent être du même ordre de grandeur
pour chaque d¶etecteur, sous peine de voir certains d¶etecteurs en \¶ecraser"
d’autres dans le calcul de distance entre modµeles. Nous avons briµevement
exp¶eriment¶e avec des systµemes d’agr¶egation plus complexes, en efiectuant
un calcul de distance s¶epar¶e pour chaque d¶etecteur, puis en agr¶egeant par
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moyenne pond¶er¶ee, ou par vote, sans aboutir µa une solution satisfaisante.
Dans la suite de nos exp¶eriences, nous utilisons uniquement le d¶etecteur

SIFT, qui se r¶evµele être µa la fois le plus performant et le plus rapide.

5.5.5 Fenêtrage
Afln de d¶etecter des co-occurrences de caract¶eristiques stables de taille

inf¶erieure µa toute l’image, l’algorithme de reconnaissance et de cr¶eation de
modµeles d’objets peut être appliqu¶e sur un ensemble de fenêtres superpos¶ees
les unes aux autres. Pour les exp¶eriences avec l’aibo, nous avons utilis¶e
16 fenêtres de taille 104x80 se superposant sur la moiti¶e de leur taille (la
r¶esolution de la cam¶era de l’aibo ¶etant 208x160). Dans cette conflguration,
un modµele d’objet est d¶etect¶e ou cr¶e¶e ind¶ependamment sur chaque fenêtre.

Cette solution simple est loin d’être optimale. Forcer la d¶etection ou la
cr¶eation syst¶ematique d’un modµele sur chaque fenêtre alors que celles-ci se
recouvrent partiellement conduit µa cr¶eer de nombreux modµeles proches les uns
des autres, ou alors compos¶es uniquement de \bruit". Une solution meilleure,
mais plus complexe serait de mettre en comp¶etition les fenêtres les unes
envers les autres par un m¶ecanisme d’inhibition entre fenêtres adjacentes. Le
systµeme essayerait alors d’expliquer au mieux la pr¶esence des caract¶eristiques
per»cues par les modµeles d’objet.
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La norme utilis¶ee est L1 sur les vecteurs normalis¶es.

Fig. 5.4 { Exemple simple d’¶evolution de modµeles d’objets.

5.6 Mots et lexique
Les signiflants sur lesquels les agents vont ¶echanger des mots sont les

modµeles d’objets d¶ecrits dans la section pr¶ec¶edente.
Chaque agent dispose en plus de ses modµeles d’objets d’un lexique com-

pos¶e de triplets (modµele, mot, poids) initialement vide.
Les mots sont des combinaisons al¶eatoires de 4 syllabes choisis dans une

liste, comme dans la premiµere version des Talking Robots.
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5.7 Initialisation : jeu de discrimination
Afln d’acc¶el¶erer les exp¶eriences, chaque agent initialise ses arbres de dis-

crimination et ses modµeles d’objets seul avant le guessing game. Cette phase
peut s’apparenter au jeu de discrimination des Talking Heads et de notre
premiµere version des Talking Robots.

Chaque robot se d¶eplace al¶eatoirement dans son environnement et fait
l’acquisition d’une nouvelle image en tournant sa tête dans une direction
al¶eatoire µa intervalle constant. Les arbres de discrimination sont grossis jusqu’µa
atteindre une taille flx¶ee µa l’avance (cf. 5.10.1) . Puis l’agent continue µa
acqu¶erir des images, qui sont utilis¶ees pour d¶evelopper les modµeles d’objets.
Une fois un nombre d’it¶eration flxe pass¶e, choisi pour que le nombre maxi-
mum de modµeles autoris¶es soit atteint, les modµeles d’objets sont nettoy¶es en
supprimant les 10% vues les moins souvent.

5.8 Guessing Game
Le guessing game se d¶eroule de maniµere similaire µa ses versions des Talk-

ing Heads et des premiers Talking Robots. Avant chaque it¶eration, les deux
agents se localisent et se positionnent côte-µa-côte, en regardant dans la même
direction. Chaque agent extrait de l’image le meilleur modµele d’objet sur cha-
cune des 16 fenêtres. Le speaker choisit al¶eatoirement un modµele parmi ceux
qui ne sont visibles que dans au plus quatre fenêtres adjacentes formant un
carr¶e, afln que la r¶eussite du jeu soit statistiquement signiflcative. Il cherche
ou cr¶ee dans son lexique le meilleur mot associ¶e µa ce modµele et le communique
au hearer.

Le hearer parcourt dans l’ordre tous les modµeles de son lexique associ¶es
µa ce mot, jusqu’µa en trouver un ayant ¶et¶e d¶etect¶e dans au moins une fenêtre.
Il choisit alors la fenêtre avec le meilleur score de d¶etection (la plus petite
distance) pour ce modµele, puis pointe en son centre.

Le speaker v¶erifle la fenêtre point¶ee par le hearer. Si elle contient le modµele
qu’il avait choisi, il signale un succµes et l’it¶eration se termine. Sinon, il pointe
la meilleure fenêtre contenant ce modµele et signale un ¶echec. En cas d’erreur,
le hearer rajoute une entr¶ee dans son lexique, associant le mot prononc¶e par
le speaker au modµele d’objet per»cu dans la fenêtre qu’il a point¶e.

A l’issue de chaque it¶eration, les pond¶erations des entr¶ees du lexique
sont modifl¶ees comme pour les Talking Heads : En cas de succµes le poids
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de l’entr¶ee du lexique utilis¶ee est augment¶ee, le speaker diminue le poids de
tous les homonymes et le hearer le poids de tous les synonymes. L’it¶eration
conflrme en efiet au speaker que le mot employ¶e d¶esigne le même modµele
pour les deux agents et donc que ce mot ne doit pas être employ¶e avec
d’autres signiflcations. L’it¶eration conflrme au hearer que le mot employ¶e est
le mot favori du speaker pour d¶esigner le modµele, et donc que les autres mots
ne doivent pas être employ¶es pour ce modµele. En cas d’¶echec le poids des
associations employ¶ees par le hearer et par le speaker sont diminu¶es.

5.9 Implantation
Cette seconde version des Talking Robots est implant¶ee moiti¶e C++,

moiti¶e Urbi, ce dernier ayant atteint une maturit¶e su–sante pour jouer ce
rôle. Les d¶etecteurs de caract¶eristiques sont implant¶es en r¶eutilisant du code
existant autant que possible, tous sous une même interface. Les calculs de dis-
tances entre vecteurs sont optimis¶es en utilisant sse2. La couche de d¶etection
d’objets est implant¶ee en C++, Urbi n’¶etant pas adapt¶e µa la manipulation de
grosses structures de donn¶ees. Les primitives de comportement des Talking
Robots (rechercher le meilleur modµele sur chaque fenêtre, choisir un modµele,
recherche dans le lexique, etc) sont implant¶es en C++ et rendus accessibles
en Urbi en utilisant l’API UObject. Le comportement global des agents est
implant¶e en Urbi, qui permet des modiflcations rapides, ce qui facilite le pro-
totypage d’exp¶eriences. Le code actif dans la derniµere version des Talking
Robots pµese environ 20.000 lignes de C++ et 3.000 lignes d’Urbi.

Toutes les ¶etapes des difi¶erents calculs sont extrêmement verbeuses et la
sortie de chaque exp¶erience est conserv¶ee, ce qui permet d’extraire a poste-
riori toutes les informations n¶ecessaires µa l’analyse des r¶esultats.

5.10 R¶esultats
Cette section pr¶esente les r¶esultats que nous avons obtenus avec cette

seconde version des Talking Robots, d’abord sur des bases de donn¶ees d’im-
ages, puis dans un cadre d’apprentissage supervis¶e d’objets et enfln lors du
guessing game.
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5.10.1 Param¶etrage
Malgr¶e nos efiorts pour en limiter le nombre, notre systµeme pr¶esente de

nombreux paramµetres. Pour les r¶egler, nous avons utilis¶e 3 classes de la base
de donn¶ees caltech101 [Fei-Fei et al., 2004](strawberry, panda, elephant),
sur une tâche classique de classiflcation supervis¶ee. Les images sont divis¶ees
en un jeu d’apprentissage et un jeu de test de taille ¶egale. Les arbres de
discrimination sont initialis¶es µa partir du jeux de test, en faisant passer les
images dans un ordre al¶eatoire. Puis un unique modµele d’objet par classe est
appris µa partir de ce même jeu. Le taux de reconnaissance et la matrice de
confusion sont calcul¶es µa partir du jeu de test.

Algorithme de d¶etection de caract¶eristique et distance. Nous avons
abandonn¶e l’algorithme K-AS, utilisant un d¶etecteur de contour, trop lent
pour nos besoins (plus de 30s par image).

SIFT s’est r¶ev¶el¶e être le plus rapide et le meilleur des algorithmes restant
(histogrammes, corr¶elogrammes). Le coupler avec un autre algorithme n’ap-
porte pas d’am¶elioration notable sur la reconnaissance.

Parmi les distances list¶ees en 5.5.2, la norme L2 de la pond¶eration TF-IDF
est d’aprµes nos tests la meilleure.

Taille des arbres de discrimination. Nous avons efiectu¶e le test pr¶ec¶edent
en faisant varier le nombre de n¾uds de l’arbre de discrimination (en refaisant
passer plusieurs fois les mêmes images si n¶ecessaire). Le taux de reconnais-
sance augmente avec le nombre de n¾uds jusqu’µa environ 1000 n¾uds puis
stagne au delµa de cette valeur.

Modµeles. Nous avons choisi le nombre maximum de modµeles pour l’ap-
prentissage non supervis¶e en fonction de la richesse de l’environnement. Nos
guessing game se d¶eroulant dans une seule piµece, nous avons flx¶e la limite
µa 150 objets, en nous basant sur le nombre de fenêtres visibles par un aibo
immobile tournant sur lui même (360 degr¶es horizontaux, 60 verticaux pour
16 fenêtres par image et un champ de vision de 50x40 degr¶es donnent environ
170 fenêtres).

Les deux paramµetres r¶egulant la cr¶eation et la suppression des objets
(probabilit¶e de cr¶eation, p¶eriode de sursis) sont ¶etroitement li¶es µa la fr¶equence
attendue de cr¶eation de nouveaux modµeles. Nous avons observ¶e que même
une fois le nombre maximum de modµeles atteint, le systµeme cr¶ee en moyenne
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un nouveau modµele sur deux des seize fenêtres par image. Ainsi, µa titre
d’exemple, si la probabilit¶e de cr¶eation est de 1 et que le temps de sursis
d’un nouveau modµele est de 20 it¶erations, il y a en permanence 40 modµeles
r¶ecents \indestructibles" sur les 150, for»cant les destructions de modµeles µa
choisir parmi les 110 restants, plus anciens.

Pour avoir µa la fois une quantit¶e de modµeles \utile" su–sante et un temps
de sursis su–sant pour laisser au systµeme l’opportunit¶e de voir µa nouveau
les nouveaux objets avant de les supprimer, nous avons flx¶e la probabilit¶e de
cr¶eation d’un nouveau modµele µa 0.3 et le temps de sursis µa 10 it¶erations.

5.10.2 Cat¶egorisation sur la base d’images GRAZ-02
Dans un premier temps, nous avons voulu tester les capacit¶es de cat¶egori-

sation de notre systµeme sur une base de donn¶ees d’images.
La base d’image GRAZ-02 [Opelt et al., 2006] bike(v¶elo) contient des im-

ages de v¶elos sous des angles vari¶es, µa toutes les ¶echelles et avec des fonds
vari¶es. Les images de cette base pr¶esentent de plus de nombreuses occlu-
sions. Cette base repr¶esente bien la complexit¶e de l’environnement des Talk-
ing Robots. La base contient aussi un jeu d’images de fond.

Nous avons exp¶eriment¶e dans trois conditions difi¶erentes, toujours sur
une tâche de classiflcation binaire v¶elo/fond :

Notre premier test est un apprentissage supervis¶e sur l’int¶egralit¶e de l’im-
age : 150 images de la cat¶egorie \v¶elo" sont utilis¶ees pour apprendre un unique
modµele d’objet. Ce modµele est ensuite test¶e sur 150 images de v¶elo et 150
images de fond.

Notre second test est similaire, mais en utilisant des fenêtres de taille
160x120 extraites de chaque image : un masque de v¶erit¶e terrain fourni avec
la base nous sert µa d¶eterminer la classe d’appartenance de chaque fenêtre :
v¶elo si plus de 10% de la surface de la fenêtre est sous le masque, fond sinon.
Lµa encore, un unique modµele est appris µa partir de toutes les fenêtres de la
classe v¶elo extraites de 150 images, puis test¶e sur les fenêtres de 150 autres
images de la classe v¶elo et de 150 images de fond.

Notre troisiµeme test est semi-supervis¶e : les fenêtres de taille 160x120
extraites de 50 images de v¶elo sont extraites et pass¶ees dans un ordre al¶eatoire
au systµeme dans son mode de cr¶eation de modµeles non supervis¶e, avec un taux
d’acceptation K = 1:6 et une limite de 100 modµeles. Cette valeur de K a ¶et¶e
d¶etermin¶ee exp¶erimentalement pour obtenir des modµeles compos¶es presque
exclusivement d’images de fond ou d’images de v¶elo. Les 100 modµeles obtenus
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sont tri¶es en \v¶elo" et \fond" en fonction de la cat¶egorie ayant contribu¶e le
plus µa sa cr¶eation. Puis seuls les modµeles de la classe v¶elo sont gard¶es et test¶es
sur les fenêtres issues de 150 images de chaque cat¶egorie. Le meilleur score
obtenu sur les modµeles est utilis¶e pour l’¶evaluation. La flgure 5.5 montre des
exemples des classes cr¶e¶ees par le systµeme.

Figure 5.5: Images de 5 modµeles d’objet g¶en¶er¶es de maniµere non supervis¶ee.

Pour ¶evaluer les r¶esultats, nous utilisons les courbes ROC (Receiver Op-
erating Characteristic), classiquement utilis¶ees pour ¶evaluer les classifleurs
binaires : le classifleur associant un score µa chaque image qui lui est pr¶esent¶e,
l’utilisateur doit flxer un seuil au-dessus duquel l’image est accept¶ee comme
faisant partie de la classe. La courbe ROC repr¶esente le taux de vrais positifs
en fonction du taux de faux positifs. Elle est obtenue en faisant prendre µa
ce seuil toutes les valeurs possibles. Ces courbes sont souvent r¶eduites µa leur
valeur au point EER (equal error rate), d¶eflni comme le point pour lequel la
somme des vrais et des faux positifs vaut 1.

Les r¶esultats que nous avons obtenus sont r¶esum¶es flgure 5.6.
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Figure 5.6: Courbes ROC sur GRAZ-02 bike.

Les r¶esultats sur les images entiµeres pr¶esentent une variance importante :
le point ROC-EER varie entre 0.65 et 0.7 sur les dix it¶erations du test, ce qui
signifle que les performances d¶ependent de maniµere importante des images
utilis¶ees pour l’apprentissage. Ce r¶esultat s’explique par la grande disparit¶e
des images de la base GRAZ-02 et par le fait que les v¶elos n’occupent qu’une
petite portion de la surface de ces images.

En utilisant les fenêtre de 160x120, le ROC-EER atteint 0.75 avec une
variance beaucoup plus faible. Le test semi-supervis¶e atteint un ROC-EER
de 0.69 en moyenne.

Ces r¶esultats montrent que notre systµeme peut être utilis¶e pour des tâches
de classiflcation non triviales. Nos performances sont en dessous de l’¶etat de
l’art sur la base GRAZ-02 (voir par exemple [Moosmann et al., 2006a]), mais
notre modµele est construit avec plus de contraintes : il est complµetement
incr¶emental (le dictionnaire de caract¶eristiques peut être ¶etendu, les classes
peuvent être modifl¶ees et de nouvelles classes peuvent être rajout¶ees) et peut
fonctionner de maniµere non supervis¶ee.

5.10.3 Persistance des modµeles d’objets
Comme indiqu¶e en 5.6, les Talking Robots vont associer des mots aux

modµeles d’objets. Or notre m¶ecanisme d’apprentissage d’objets est en per-



CHAPITRE 5. TALKING ROBOTS 2.0, MODµELE D’OBJET 86

manence en train de supprimer des modµeles et d’en cr¶eer de nouveaux. Il nous
faut donc v¶erifler que notre systµeme est capable de conserver une partie de
ses modµeles µa travers le temps. Pour ce faire, nous avons plac¶e un aibo dans
notre laboratoire. Celui-ci se d¶eplace al¶eatoirement et fournit des images µa
notre systµeme d’apprentissage. La flgure 5.7 a–che µa difi¶erents instants le
score de chaque modµele (fr¶equence µa laquelle il est d¶etect¶e) en fonction de
son rang de cr¶eation. Aucun point n’est a–ch¶e pour les modµeles qui ont ¶et¶e
d¶etruits.

Figure 5.7: Score des modµeles en fonction de leur rang de cr¶eation.

On observe comme attendu un front d’objets µa la droite de chaque graphe,
qui correspond aux objets cr¶e¶es en permanence, dont la majeure partie est
compos¶ee de bruit et ne sera jamais revue avant d’être supprim¶ee une fois
la p¶eriode de sursis ¶ecoul¶ee. On observe aussi qu’au bout de 1300 images, de
nombreux modµeles cr¶e¶es dans les 250 premiµeres images sont toujours pr¶esents,
ce qui montre la capacit¶e du systµeme µa pr¶eserver des modµeles fr¶equemment
revus malgr¶e un bruit important.

N¶eanmoins, notre systµeme tel quel ne peut garder un modµele ind¶eflniment,
car il arrivera statistiquement toujours une longue p¶eriode pendant laquelle
chaque modµele ne sera pas d¶etect¶e et µa l’issue de laquelle il sera supprim¶e.
Une solution serait d’empêcher la suppression des modµeles pr¶esents dans le
lexique de l’agent avec un poids important. A d¶efaut d’un tel m¶ecanisme,
nous avons choisi de flger les modµeles d’objets pendant le d¶eroulement du
guessing game.
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Figure 5.8: Exemples d’images prises par l’aibo dans notre laboratoire.

5.10.4 Apprentissage supervis¶e d’associations entre sons
et objets

Avant le guessing game, nous avons souhait¶e tester notre systµeme de
reconnaissance dans un cadre supervis¶e avec des objets de l’environnement
des Talking Robots. Ce test reprend de nombreux aspects et composants des
Talking Robots, nous permettant ainsi de tester aussi la validit¶e de notre
implantation.

L’objectif de cette exp¶erience est d’apprendre µa un robot de maniµere su-
pervis¶ee et incr¶ementale des associations entre des objets et des sons.

Sons. Les sons, qui servent de mots dans cette exp¶erience, sont des notes
jou¶ees sur un piano virtuel midi, sur un PC dont le haut-parleur est positionn¶e
proche de l’aibo. L’aibo r¶eduit ce son µa la composante de sa FFT de plus
forte amplitude, sur une fenêtre de 20 millisecondes (cf. 4.2.1).

Objets. Nous avons choisis 7 petits objets pouvant tenir dans la main,
repr¶esent¶es flgure 5.9. Pour en faciliter la reconnaissance, l’exp¶erimentateur
agite l’objet µa reconnâ‡tre devant l’aibo, qui construit un masque binaire des
zones en mouvement et ignore les caract¶eristiques hors de ce masque.

D¶eroulement. L’apprentissage et l’¶evaluation sont une seule et même phase
se d¶eroulant de maniµere trµes similaire au guessing game, l’exp¶erimentateur
tenant le rôle du speaker.

L’exp¶erimentateur flxe a priori le lexique (correspondance entre objets et
son) qu’il souhaite apprendre µa l’aibo.

µA chaque it¶eration, l’exp¶erimentateur choisit un objet al¶eatoirement et
l’agite devant la cam¶era de l’aibo. Le robot signale l’exp¶erimentateur par un
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beep lorsqu’il obtient un masque binaire stable, c’est-µa-dire dont le centre
et l’aire varient de moins d’un seuil flx¶e entre deux d¶etections successives.
L’exp¶erimentateur maintient alors l’objet flxe devant la cam¶era : les temps
d’exposition de la cam¶era de l’aibo sont en efiet trop importants pour per-
mettre d’exploiter une image d’un objet en mouvement.

L’Aibo cherche ensuite son modµele d’objet le plus proche de la portion de
l’image sous le masque et joue le son de son lexique ayant la plus forte associ-
ation. Si le son est correct, l’exp¶erimentateur signale le succµes de l’it¶eration µa
l’aibo, en touchant son menton. Sinon, il signale l’¶echec, en touchant sa tête,
et joue sur le PC la note \correcte". Dans ce cas, l’aibo rajoute la nouvelle
image µa l’unique modµele associ¶e µa cette note, ou en cr¶ee un nouveau µa partir
de cette image s’il entend la note pour la premiµere fois.

Une vid¶eo d’une it¶eration de cette exp¶erience est disponible µa l’adresse
\http ://www.youtube.com/watch ?v=2 NsDmjKZ4U" .

Fig. 5.9 { Objets : La partie masqu¶ee par la d¶etection de mouvement apparâ‡t
en plus clair. Les marques jaunes marquent les positions des caract¶eristiques
SIFT d¶etect¶ees.
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R¶esultats. Les r¶esultats sous la forme du taux moyen de succµes du guessing
game, qui correspond au taux de reconnaissance, sur 10 it¶erations au cours
du temps sont repr¶esent¶es flgure 5.10. On observe que ce taux se stabilise
autour de 0.8 aprµes une centaine d’it¶erations.

Fig. 5.10 { R¶esultats de la reconnaissance d’objets supervis¶ee.

5.10.5 Limites du modµele : suppression de fond
Deux exp¶eriences montrent les limites de notre modµele concernant sa

capacit¶e µa s¶eparer un objet de son fond.
Tout d’abord, les modµeles d’objets appris dans l’exp¶erience d¶ecrite dans

la section pr¶ec¶edente ne sont pas capables de reconnâ‡tre les objets sans le
masque obtenu par le mouvement si les objets sont pos¶es sur un fond textur¶e.
Le fond rajoute un nombre de descripteurs et donc un bruit trop important
pour que la distance du modµele correct µa l’image soit signiflcativement plus
faible que celle de l’image aux autres modµeles.

Nous avons test¶e notre systµeme dans son mode non-supervis¶e sur la base
de donn¶ees d’objets du CSCLAB ( http ://csclab.ucsd.edu/labeledimages.php),
utilis¶ee par exemple dans [Murphy-Chutorian et al., 2005]. Cette base con-
tient des images de 50 petits objets sur 10 fonds difi¶erents, seul ou par groupe
de 3 µa 7. Notre systµeme cr¶ee bien des modµeles correspondant aux difi¶erentes
vue d’un couple (objet, fond), mais aucun modµele d’un objet sous difi¶erents
fonds n’¶emerge. Nous avons modifl¶e le m¶ecanisme d’agr¶egation d’une nou-
velle image µa un modµele existant pour qu’il cr¶ee en plus un nouveau modµele
\intersection", form¶e de l’intersection du modµele et de la nouvelle image,
mais ce changement n’apporte pas d’am¶elioration notable.

Si notre systµeme est bien capable de construire de maniµere non supervis¶ee
des classes pertinentes pour les images qui lui sont pr¶esent¶ees, il ne s’avµere
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pas capable d’extraire des modµeles correspondant µa des sous-parties de ces
images. Cette capacit¶e n’est n¶eanmoins pas n¶ecessaire pour les Talking Robots
dans un premier temps : la capacit¶e µa reconnâ‡tre de maniµere flable une zone
de l’environnement su–t µa ses agents pour ¶echanger des mots s’y r¶ef¶erant.

5.10.6 Guessing Game
Du fait du temps n¶ecessaire au guessing game (environ une minute par

it¶eration) et de l’impossibilit¶e de faire cette exp¶erience hors ligne sur un
simulateur ou une base de donn¶ee d’images (µa cause du pointage), nous avons
dû nous limiter µa 1500 it¶erations du jeu de langage.

Nous nous sommes limit¶e µa deux agents incarn¶es chacun dans un aibo.
Chaque agent initialise ind¶ependamment son arbre de discrimination pour
le d¶etecteur SIFT µa partir d’images prises depuis des positions al¶eatoires,
jusqu’µa atteindre environ 1000 n¾uds. Puis chaque agent initialise ses modµeles
d’objets µa partir des 16 fenêtres d’une de ces images et fournit des images au
systµeme, toujours µa partir de positions et d’orientations de la tête al¶eatoires,
jusqu’µa ce que la limite des 150 modµeles d’objets soit atteinte. Les modµeles
sont alors flg¶es.

Les deux robots efiectuent ensuite 1000 it¶erations du guessing game, un
des robots jouant toujours le rôle de speaker, en changeant de position toutes
les 10 it¶erations. Puis les robots efiectuent 500 it¶erations en inversant les
rôles de hearer et speaker.

A l’issue des 1500 it¶erations, le taux de succµes du guessing game se situe
autour de 20%. Ce taux trµes faible s’explique en partie par de nombreux
problµemes de pointage, le spot laser tombant fr¶equemment sur une zone trop
sombre, ou visible uniquement du speaker. En ignorant les ¶echecs dues µa des
problµemes de pointage, ce taux de succµes atteint 50%. A titre de comparaison
une r¶eponse au hasard du hearer donnerait un taux de succµes compris entre
6% et 25%, le speaker choisissant comme sujet un objet apparaissant au plus
sur 4 des 16 fenêtres de l’image.

Contrairement aux Talking Heads et µa notre premiµere version des Talking
Robots, nous ne pouvons pas comparer directement les lexiques des deux
agents. En efiet, les signiflants associ¶es aux mots dans le lexique, qui sont les
modµeles d’objets, sont propres µa chaque agent, alors qu’ils ¶etaient partag¶es
pour les Talking Heads. Nous pouvons n¶eanmoins observer leur structure µa
l’aide de la repr¶esentation de la flgure 5.11.
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Fig. 5.11 { Lexiques des deux agents. La premiµere ligne repr¶esente les
modµeles du premier agent, la deuxiµeme les mots du lexique et la troisiµeme les
modµeles du second agent. La couleur du trait donne le poids de l’association.

Les points de la ligne du milieu sont les mots, partag¶es par les deux
agents. Les points des lignes du haut et du bas sont les modµeles d’objets de
chacun des agents. Le niveau de gris de chaque trait repr¶esente le poids de
l’association dans le lexique.

On observe une confusion importante avec des poids faibles, au-dessus de
laquelle ¶emergent quelques associations fortes entre modµeles des deux agents.
L’¶emergence de ces quelques associations illustre le succµes de la communica-
tion entre les deux agents et le partage que ce succµes implique : chacun des
deux agents a construit ind¶ependamment un modµele d’une même zone de
l’environnement et ces deux agents µa l’issue d’interactions ont associ¶e leurs
modµeles avec un même mot. L’interaction au moyen de laquelle ces associa-
tions ¶evoluent, le guessing game, est con»cue de maniµere µa nous garantir leur
aspect \op¶erationnel" : les mots produits pourront être utilis¶es lors de com-
munications µa but utile par les agents pour se d¶esigner des r¶egions de leur
environnement.

5.11 Difi¶erence avec les Talking Heads
Dans notre recherche d’un systµeme capable de reproduire les r¶esultats des

Talking Heads dans un environnement plus riche, nous nous sommes ¶eloign¶e
de l’exp¶erience initiale sur deux points importants.

Niveau d’abstraction des signiflants. Les signiflants des Talking Heads
sont les n¾uds de ses arbres de discrimination et correspondent µa des pro-
pri¶et¶es abstraites des objets auxquels ils se r¶efµerent comme par exemple leur
taille, ou leur couleur. Les signiflants des Talking Robots sont les modµeles
d’objets eux-mêmes. En cons¶equence, les mots des Talking Heads parais-
sent plus facilement r¶eutilisables dans un environnement nouveau inconnu
des agents. Cette difi¶erence est caus¶ee par une simpliflcation importante du
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modµele d’environnement des Talking Heads par rapport µa la r¶ealit¶e : les objets
sont donn¶es et d¶elimit¶es a priori. Dans notre modµele plus proche de la r¶ealit¶e
dans lequel les robots doivent apprendre les limites des objets, les agents ne
peuvent communiquer sur des propri¶et¶es abstraites des objets avant de pou-
voir communiquer sur les objets eux-mêmes. Ce modµele semble correspondre
aux observations de la psychologie d¶eveloppementale [Smith et al., 1999], qui
tendent µa montrer que les b¶eb¶es apprennent d’abord les concepts se r¶ef¶erant
µa des objets entiers, puis les concepts se r¶ef¶erant µa des propri¶et¶es ou parties
de ces objets.

Salience. Les Talking Heads utilisent un m¶ecanisme de salience visuelle,
pour ¶eliminer a priori du contexte les objets que les agents ne sont pas capa-
bles de discriminer de maniµere robuste (c.f. 2.3) et pour tenter de lever les am-
bigũ‡t¶es lors de l’apprentissage. Ce m¶ecanisme est complµetement absent des
Talking Robots. Concernant le deuxiµeme usage, les Talking Robots n’ont pas
de problµeme d’ambigũ‡t¶e au moment de l’apprentissage, car c’est tout l’objet
qui est appris et non une de ses propri¶et¶es que l’agent doit s¶electionner. Con-
cernant le flltrage des objets du contexte, nous avons exp¶eriment¶e sans succµes
avec des algorithmes de salience visuelle, du type [Itti et al., 1998] : les N
zones les plus salientes donn¶ees par ces algorithmes ne sont pas su–samment
robustes µa de l¶egers changements de point de vue. µA noter que les mêmes
auteurs dans [Carmi and Itti, 2006] montrent que les modµeles dynamiques
utilisant l’information de mouvement sont de bien meilleurs pr¶edicteurs des
saccades de l’oeil (et donc de meilleurs modµeles de la salience per»cue par les
Humains) que les modµeles statiques. Nos agents observant des scµenes sta-
tiques, cette forme de salience, qui serait plus robuste, n’est pas disponible.
De nombreux r¶esultats de psychologie d¶eveloppementale conflrment l’impor-
tance de la salience dans l’apprentissage de leurs premiers mots par les b¶eb¶es,
mais cette salience est principalement bas¶ee sur le mouvement (voir par ex-
emple [Matatyaho and Gogate, 2006]).

5.12 Futurs d¶eveloppements
Comme nous l’avons montr¶e en 5.10.6, les Talking Robots sont capables de

partager un même signiflant pour une portion des mots de leur vocabulaire,
mais la confusion reste importante, le taux d’erreur du guessing game ¶etant
de l’ordre de 50%.
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De nombreuses am¶eliorations peuvent être apport¶ees pour r¶eduire cette
confusion. La premiµere consisterait µa remplacer le systµeme de fenêtrage, qui
impose de rechercher des objets µa des positions arbitraires dans l’image,
par un systµeme plus adaptatif, s’adaptant µa la position des caract¶eristiques
d¶etect¶ees. Une implantation possible serait de conserver les fenêtres super-
pos¶ees, mais d’utiliser un m¶ecanisme d’inhibition lat¶erale pour les mettre en
comp¶etition pour la possession des caract¶eristiques. Le systµeme ne d¶etecterait
ainsi plus n¶ecessairement un objet sur chaque fenêtre, ce qui limiterait con-
sid¶erablement la quantit¶e de modµeles \bruit" g¶en¶er¶es.

Nous envisageons aussi de r¶eintroduire l’information de position relative
entre caract¶eristiques, absente de notre modµele \sac de mots", par le biais
d’un nouveau d¶etecteur de caract¶eristiques se basant sur les autres d¶etecteurs.
Sa sortie serait un couple form¶e d’un sous ensemble des caract¶eristiques et
d’une repr¶esentation de leur relation spatiale. L’information d’orientation
fournie par certains d¶etecteurs comme SIFT peut aussi être utilis¶ee (voir 5.2
pour une rapide analyse de la litt¶erature utilisant ces m¶ethodes).

Si aprµes ces modiflcations le systµeme atteint un niveau de performance
satisfaisant, plusieurs voies d’explorations sont possibles.

Tout d’abord, il serait int¶eressant d’appliquer un processus s¶electionniste
µa la g¶en¶eration des mots, qui pour le moment sont g¶en¶er¶es al¶eatoirement µa
partir d’une liste de syllabes et ¶echang¶es µa travers le r¶eseau : chaque agent
disposerait d’un processus pour g¶en¶erer des sons, µa partir par exemple d’un
modµele simple d’appareil vocal, et d’algorithmes de segmentation et de clas-
siflcation sonores, qui seraient utilis¶es pour cr¶eer des modµeles de son, de
maniµere similaire aux modµeles d’objets des Talking Robots ([Oudeyer, 2005]).
Ainsi, tous les ¶el¶ements de la m¶emoire des agents (modµeles de mot, modµeles
d’objets) seraient appris. Le r¶esultat serait un modµele de communication en-
tre agents, sur et µa travers leur environnement, construit incr¶ementalement,
de maniµere non supervis¶ee et sans aucun a priori autre que des capacit¶es
motrices et perceptives identiques pour ces agents.

L’¶etape suivante consisterait alors µa ne plus coder en dur la logique du
guessing game dans les agents, mais µa les laisser se d¶evelopper leurs pro-
pres interactions, µa l’aide d’un m¶ecanisme s¶electionniste de g¶en¶eration de
comportements privil¶egiant ceux faisant \progresser" l’agent. Le choix de
la grammaire de comportements et du critµere d’utilit¶e des comportements
g¶en¶er¶es sera crucial, d’autant plus que les comportements appliqu¶es par deux
agents en interaction doivent se correspondre pour pouvoir être utiles. Le
lecteur int¶eress¶e pourra se reporter µa [Baillie and Nottale, 2005a] pour une
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analyse plus pouss¶ee de la question.
Enfln, même si un taux de succµes ¶elev¶e du guessing game est su–sant pour

d¶emontrer le caractµere \utile" des mots ¶echang¶es par les agents, nous aime-
rions int¶egrer cette exp¶erience dans une simulation plus vaste, dans laquelle
les agents auraient µa accomplir des tâches qui se trouveraient facilit¶ees par
une action coordonn¶ee et une communication e–cace.



Chapitre 6

Conclusions

Cette thµese a pour objectif d’¶etendre les Talking Heads µa un environ-
nement perceptuel plus riche en utilisant des robots mobiles. L’int¶erêt de
cette d¶emarche est double : v¶erifler dans un premier temps la pertinence du
modµele des Talking Heads dans un cadre plus complexe, puis proflter de cette
complexit¶e nouvelle pour ¶etendre les Talking Heads en augmentant progres-
sivement leur autonomie. La relative simplicit¶e de l’environnement initial des
Talking Heads pose en efiet une limite µa leur d¶eveloppement.

Les r¶ecentes avanc¶ees dans les domaines de la robotique (disponibilit¶e de
plates-formes mobiles dot¶es de cam¶era µa bas coût) et de la vision artiflcielle
(algorithmes de d¶etection de points d’int¶erêt) rendent de plus le moment
propice pour un tel d¶eveloppement.

Nous avons dans un premier temps tent¶e une implantation restant aussi
proche que possible de la version initiale des Talking Heads, en utilisant un
algorithme de segmentation d’image pour retrouver un environnement con-
ceptuellement identique, c’est-µa-dire compos¶e d’un ensemble d’objets corre-
spondant chacun µa une zone de l’image, associ¶es µa des propri¶et¶es pour un cer-
tain nombre de canaux perceptifs pr¶ed¶eflnis. Nous n’avons pas r¶eussi µa obtenir
convergence des lexiques des agents en utilisant ce modµele : les perceptions
des deux agents difiµerent de maniµere trop importante et, en l’absence d’un
environnement partag¶e, aucune communication n’est possible. Nous avons
exp¶eriment¶e avec diverses m¶ethodes de stabilisation des segmentations sans
am¶elioration notable des r¶esultats.

Partant du constat qu’aucun algorithme existant ne pouvait nous don-
ner de maniµere robuste une notion d’objet µa partir d’une seule image, nous
avons d¶evelopp¶e un modµele capable de construire cette notion de maniµere
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incr¶ementale µa partir de l’existant dans le domaine de la reconnaissance d’ob-
jets. Notre systµeme d¶eflnit un modµele d’objet comme le vecteur d’occurrences
de mots d’un dictionnaire de descripteurs en pr¶esence de l’objet. Il peut con-
struire de maniµere incr¶ementale et non supervis¶ee µa la fois le dictionnaire de
descripteurs et les modµeles d’objets, en utilisant un critµere de d¶ecision simple
pour choisir entre int¶egrer une image au modµele le plus proche, ou cr¶eer un
nouveau modµele µa partir de cette image.

Des exp¶eriences pr¶eliminaires montrent sa capacit¶e µa classifler sur des
bases de donn¶ees d’images et µa conserver au cours du temps des modµeles
d’objets stables malgr¶e un bruit important.

Les exp¶eriences de guessing game montrent malgr¶e un taux de succµes
global qui reste faible (mais signiflcatif) l’¶emergence d’associations fortes
entre les modµeles des deux agents µa travers leur lexique, montrant qu’une
communication utilisant des symboles ancr¶es dans leur environnement et
d¶esignant des zones de celui-ci a efiectivement lieu entre ces agents.

Ainsi, même si un travail important reste µa accomplir pour rendre le pro-
cessus de cr¶eation de modµeles d’objets plus robuste, notre systµeme constitue
une bonne base de d¶epart pour ¶etendre les Talking Robots vers des interac-
tions plus complexes.



Annexe A

G¶en¶eration de graphes de
comportement en C++

La lecture des valeurs capteurs de l’aibo (cam¶era, micro, position des
servomoteurs) et l’envoi de commandes se font en utilisant le langage Urbi,
langage initialement d¶evelopp¶ee µa l’ensta, puis par la soci¶et¶e Gostai. Toutes
les op¶erations de traitement d’image et la logique des Talking Robots se font
sur un PC distant, reli¶e au robot par TCP/IP. A l’¶epoque oµu ces exp¶eriences
ont ¶et¶e r¶ealis¶ees, le langage Urbi n’¶etait pas assez avanc¶e pour exprimer la
logique de fonctionnement des Talking Robots. Il nous a donc fallu d¶evelopper
un systµeme capable d’isoler et d’exprimer simplement un graphe de com-
portements en C++ et permettant de s’abstraire du m¶ecanisme asynchrone
sous-jacent d’acquisition de donn¶ees.

Notre systµeme s’inspire des modules spirit : :phoenix et lamba de la bib-
liothµeque boost.

Son premier module ofire un moyen de cr¶eer et de manipuler des ex-
pressions en C++ : Il d¶eflnit tout d’abord un type abstrait Value, ayant
la capacit¶e µa s’¶evaluer pour retourner une valeur. Puis il d¶eflnit 3 sous-
classes ’primitives’ de Value : constante, variable C++ et variable Urbi qui,
lorsqu’elles sont ¶evalu¶ees, retournent respectivement une constante, la valeur
d’une variable C++ ou la valeur d’une variable Urbi (pouvant être un capteur
du robot).

Il d¶eflnit ensuite tous les op¶erateurs standards sur les Value (+, -,*, /,
min et max, sqrt...).

Il d¶eflnit ensuite un type Variable, pouvant être une variable C++ ou une
variable Urbi, et un op¶erateur << permettant d’afiecter une Valeur µa une
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Variable.
Son deuxiµeme module permet d’exprimer un graphe µa partir de n¾uds

¶el¶ementaires et de transitions construites µa base de Value et de Variable.
Chaque n¾ud ¶el¶ementaire est une classe implantant l’interface Node (3

m¶ethodes enter, run et leave appel¶ees par le m¶ecanisme d’ex¶ecution de
graphes) et r¶ealise une des tâches ¶el¶ementaires dont nous avons besoin :
¶emettre un son, d¶eplacer un moteur, rechercher un spot laser, segmenter la
scµene... Chaque n¾ud prend ses paramµetres sous la forme de Value et les
¶evalue a chaque fois qu’il en µa besoin.

Un graphe est constitu¶e en enchâ‡nant des n¾uds et des Value, qui servent
de transition.

Un exemple permettra d’¶eclaircir cette description : supposons que nous
disposions d’une classe n¾ud FindBall, prenant en paramµetre trois variables
dans lesquelles elle ¶ecrit la position en x, la position en y, et 1 si la balle rose
de l’aibo est visible, respectivement, et d’une classe n¾ud Move, prenant en
paramµetre un nom de moteur d’aibo et une Value. On peut ¶ecrire le code
suivant :
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1 : #include "graph.hh"
2 : float balllx, bally ;
3 : bool ballVisible ;
4 :
5 : int main() {
6 : Variable ballx (ballx), bally (bally), ballVisible (ballVisible)
7 : Node &fb = findBall(ballx ,bally , ballVisible ) ;
8 :
9 : Node end ;

10 :
11 : fb >> (ballVisible == Value(true)) >> move("headPan",
12 : ballx *50.0/208) >> move("headTilt", ballly *40/160) >> fb ;
13 :
14 : fb >> timeout(100000) >> move("headPan", 50-random(100))
15 : >> fb ;
16 :
17 : fb >> (UVariable("headSensor") > 0) >> end ;
18 : Graph g(fb) ;
19 : g.setEndState(end) ;
20 : g.execute() ;
21 : }



ANNEXE A. G¶EN¶ERATION DE GRAPHES DE COMPORTEMENT EN C++100

Ce graphe, lorsqu’il est ex¶ecut¶e, fait chercher au robot la balle et tourner
la tête dans sa direction une fois qu’il la voit. Si la balle n’est pas trouv¶ee au
bout de 10 secondes, le robot tourne sa tête dans une direction al¶eatoire et
recommence.

Le graphe s’arrête lorsqu’on appuie sur la tête du robot.
Le symbole >> est utilis¶e pour lier une transition µa deux ¶etats, ou deux

¶etats ensemble par une transition †.
Nous nous heurtons au même problµeme que tous les systµemes similaires :

pour qu’une expression soit reconnue comme Value, il faut qu’au moins un de
ses membres soit de type Value, sinon l’expression est ¶evalu¶ee normalement au
moment ou le code C++ est ex¶ecut¶e. Cette contrainte alourdit par moment
la syntaxe, en for»cant µa tiliser des transtypages explicites.

Nous avons aussi implant¶e un op¶erateur jj entre deux n¾uds, permettant
de cr¶eer un nouveau n¾ud qui ex¶ecutera en parallµele ses deux op¶erandes.

Ce systµeme, complexe dans son implantation, permet d’exprimer simple-
ment un graphe de comportement µa partir de briques ¶el¶ementaires en C++,
et donc d’acc¶el¶erer le d¶eveloppement d’exp¶eriences de robotique.
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