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R�esum�e

Aujourd'hui, l'acc�es aux documents dans les bases de donn�ees, d'archives et sur Internet
s'e�ectue principalement grâce �a des donn�ees textuelles : nom de l'image ou mots-cl�es. Cette
recherche est non exempte de fautes plus ou moins graves : omission, orthographe, etc. Les
progr�es e�ectu�es dans le domaine de l'analyse d'images et de l'apprentissage automatique
permettent d'apporter des solutions comme l'indexation et la recherche �a base des carac-
t�eristiques telles que la couleur, la forme, la texture, le mouvement, le son et le texte. Ces
caract�eristiques sont riches en informations, notamment, d'un point de vue s�emantique.

Cette th�ese s'inscrit dans le cadre de l'indexation automatique par le contenu s�emantique
des documents multim�edia : plans vid�eos et images-cl�es. L'indexation consiste �a extraire,
repr�esenter et organiser e�cacement le contenu des documents d'une base de donn�ees.

Cependant, l'indexation est confront�ee au <foss�e s�emantique> qui s�epare les repr�esen-
tations visuelles brutes (bas-niveau) et conceptuelles (haut-niveau). Pour limiter les cons�e-
quences de cette probl�ematique, nous avons introduit dans le syst�eme di��erents types de
descripteurs, tout en prenant �a notre avantage les avanc�ees scienti�ques dans le domaine
de l'apprentissage automatique et de la \fusion multi-niveaux". En e�et, la fusion est uti-
lis�ee dans le but de combiner des informations h�et�erog�enes issues de plusieurs sources a�n
d'obtenir une information globale, plus compl�ete, de meilleure qualit�e, permettant de mieux
d�ecider et d'agir. Elle peut être appliqu�ee sur plusieurs niveaux du processus de classi�ca-
tion. Dans ce m�emoire, nous avons �etudi�e la fusion des caract�eristiques \feature fusion",
la fusion de classi�eurs \classi�er fusion " ainsi qu'�a un niveau d�ecisionnel dit de raisonne-
ment \ decision fusion".

Tout d'abord, nous pr�esenterons les techniques permettant d'exploiter la fusion de classi-
�eurs dans le syst�eme d'indexation et de recherche, en particulier par la th�eorie des �evidences
adapt�ee au r�eseau de neurones, donnant ainsi ce que nous appelonsNeural Network based
on Evidence Theory (NNET). Cette th�eorie a l'avantage de pr�esenter deux nouvelles in-
formations importantes pour la prise de d�ecision compar�ee aux m�ethodes probabilistes :
l'ignorance du syst�eme et le degr�e de croyance. Ensuite, le NNET a �et�e am�elior�e en int�e-
grant les relations entre descripteurs et concepts, mod�elis�ees par un vecteur de pond�eration
bas�e sur l'entropie et la perplexit�e. La combinaison de ce vecteur avec les sorties de classi-
�eurs, nous donne un nouveau mod�ele, que nous appelonsPerplexity based Evidential Neural
Network (PENN) .

Par ailleurs, nous avons introduit le th�eme important des ontologies et de la similarit�e
inter-concepts. C'est �a dire l'�etude des relations entre les classes. En g�en�eral, les concepts ne
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ii R�esum�e

sont pas exprim�es en g�en�eral de mani�ere isol�ee et une forte corr�elation existe entre certaines
classes. Une premi�ere di�cult�e r�eside dans l'utilisation d'une ontologie qui d�ecrit les relations
existantes entre les concepts. La deuxi�eme di�cult�e qui nous int�eresse plus, r�eside dans
l'exploitation de cette information s�emantique. Trois types d'informations ont �et�e utilis�es :
les descripteurs visuels, la cooccurrence et la similarit�e s�emantique, en conjonction avec
une base de connaissance multim�edia pour l'interpr�etation s�emantique des plans vid�eo. Le
syst�eme �nal sera d�enomm�e Ontological PENN.

En�n, nous r�epondrons �a la question qui concerne l'utilit�e de la fusion bas-niveau. Ceci
n'a �et�e possible qu'apr�es une �etude statistique des donn�ees avant et apr�es la fusion des
caract�eristiques. Les syst�emes propos�es ont �et�e valid�es sur les donn�ees de TRECVid (projet
NoE K-Space) et les vid�eos de football fournies par Orange-France T�el�ecom Labs (projet
CRE-Fusion).

Mots-cl�es : Indexation des plans vid�eo, foss�e s�emantique, classi�cation, fusion de des-
cripteurs, fusion de classi�eurs, similarit�e inter-concepts, ontologie, LSCOM-lite, TRECVid.



Abstract

Today, the access to documents in databases, archives and Internet is mainly through
textual data : image names or keywords. This search is not without faults : spelling, omission,
etc. The recent advances in the �eld of image analysis and machine learning could provide
solutions such as features-based indexing and retrieval, using color, shape, texture, motion,
audio and text. These features are rich in information, especially from the semantic point
of view.

This work deals with information retrieval and aims at semantic indexing of multimedia
documents : video shots and key-frames. Indexing is an operation that consists of extracting,
representing and organizing the content of documents in a database.

However, indexation is confronted with the \semantic gap" problem between low-level
visual representations and high-level features (concepts). To limit the consequences of this
issue, we introduced into the system, di�erent types of descriptors, while taking advantage
of the scienti�c advances in the �eld of machine learning and the multi-level fusion. Indeed,
fusion is used to combine several heterogeneous information from multiple sources, to obtain
more complete, global and higher quality information. It can be applied to di�erent levels
of the classi�cation process. Here, we studied the low-level feature fusion, high-level feature
fusion and decision fusion.

First, we present a state of the art of high-level fusion methods, in the indexing and
search systems. In particular, the adaptation of evidence theory to neural network, thus
giving Neural Network based on Evidence Theory (NNET). This theory presents two impor-
tant information for decision-making, compared to the probabilistic methods : belief degree
and system ignorance. Then, NNET has been improved by incorporating the relationship
between descriptors and concepts, modeled by a weight vector based on entropy and per-
plexity. The combination of this vector with the classi�ers outputs, gives us a new model
called Perplexity based Evidential Neural Network (PENN).

We have also introduced the important topic of ontology and inter-concepts similarity
(i.e. the study of relations between the classes). Indeed, the concepts are not generally
expressed in isolation and a strong correlation exists between certain classes. The �rst
di�culty lies in the use of an ontology that describes the relationships between concepts.
The second concerns us more, is the operation of this semantic information. Three types of
information are used : low-level visual descriptors, co-occurrence and semantic similarities,
in conjunction with a multimedia knowledge database for semantic interpretation of video
shots. The �nal system is calledOntological PENN.

iii
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Finally, we respond to the question concerning the usefulness of the low-level fusion.
This was possible only through a statistical study of data before and after features fusion.
The proposed systems have been validated on data from TRECVid (NoE K-Space project)
and soccer videos provided by Orange-France Telecom Labs (CRE- Fusion project).

Keywords : Video shots indexing, semantic gap, classi�cation, feature fusion, classi�er
fusion, inter-concepts similarity, ontology, LSCOM-lite, TRECVid.
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3.15 Variation de l'erreur d'entrâ�nement MSE pour le NNET, en fonction du

nombre de prototype utilis�e, pour les conceptsBuilding, Car, Maps, Sports

et Waterscape . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

3.16 Performance du r�eseau RBF et NNET. . . . . . . . . . . . . . . . . . . . . . 78
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Introduction G�en�erale

< Une image vaut mille mots.>
Confucius.

Motivations

Grâce aux progr�es technologiques de ces derni�eres ann�ees, en particulier dans les t�el�ecom-
munications et l'informatique, l'information num�erique est devenue le coeur de nos syst�emes
socio-�economiques [Jol00]. Ces progr�es se sont accompagn�es d'une baisse des coûts qui a faci-
lit�e la di�usion vers le grand public. Cependant, l'information num�erique n'a pas seulement
pour objectif de cr�eer un espace de consommation. Dans plusieurs cas, nous souhaiterons la
r�eutiliser et si possible sur le long terme. Ceci, pose la probl�ematique de la p�erennit�e et de la
r�esistance des espaces de stockage. En e�et, la principale pr�eoccupation des chercheurs �etait
la compression de nombreux documents, qui ne se limitent plus au texte mais qui incluent
aussi l'image et la vid�eo. Aujourd'hui, la question qui se pose est la suivante : comment g�erer
cette masse d'informations pour y acc�eder e�cacement, en prenant en compte l'in�nit�e de
documents num�eris�es disponibles sur Internet 1, le câble et sur les bouquets de t�el�evision
par satellite, en Pay Per View, ou encore en vid�eo �a la demande (VOD) ?

Janv Fev Mars Avr Variation (%)
1 To 366.56 353.53 340.25 322.77 -11.94

750 Go 229.02 215.64 204.09 195.39 -14.68
500 Go 165.70 163.89 160.63 155.54 -6.13
320 Go 126.48 127.87 125.73 121.36 -4.04
250 Go 120.24 116.01 112.41 106.45 -11.46
160 Go 96.04 93.33 91.93 89.58 -6.72
80 Go 76.80 73.83 71.82 70.01 -8.84

Tab. 1 { Le site www.touslesprix.compr�esente une �etude sur l'�evolution du prix (en Euro)
des disques durs sur le march�e pour les 4 premiers mois de l'ann�ee 2008.

L'usager de demain ne se contentera plus de rechercher par mots-cl�es dans une banque

1Selon comScore datant du 20 août 2008, 81% des 25 millions d'internautes fran�cais ont visualis�e 2.3
milliards de vid�eos en ligne, pendant le mois de mai 2008.

1
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de documents. Il voudra, par exemple, �ltrer les reportages sportifs de son bulletin t�el�evis�e,
retrouver une s�equence d'un �lm dans ses archives, �ecouter un titre musical en fredonnant
quelques notes du refrain, ou encore, un meilleur contrôle parental de son navigateur In-
ternet pour bloquer l'acc�es ou l'apparition de tout document �a contenu o�ensant pour ses
enfants. Par ailleurs, le d�eveloppement des sites communautaires et les r�eseaux sociaux sur
Internet, la t�el�ephonie-mobile et les appareils photos a produit une num�erisation de notre
environnement quotidien, ce qui explique l'engouement des chercheurs et des industriels
pour l'imagerie num�erique.

Fig. 1 { Nombre d'articles IEEE r�ef�eren�cant la classi�cation et la recherche d'images [Lef07].

Pour r�epondre �a ces besoins, une meilleure appr�ehension du contenu visuel est soulev�ee,
�a travers l'indexation et la recherche par le contenu s�emantique, moyennant des m�ethodes de
classi�cation pour donner un sens au contenu des documents, apr�es une phase importante
d'apprentissage. Il convient alors de reconnâ�tre les caract�eristiques du document telles que
la couleur, la forme, la texture, le mouvement, le son et le texte, a�n d'identi�er leurs
classes d'appartenance. Cependant, il est di�cile d'appr�ehender le sens d'un concept pour
constituer des classes, du fait de sa sensibilit�e �a la taille, la r�esolution, l'illumination et
aux conditions de prise de vue, etc. Un concept peut repr�esenter une action, un objet, un
lieu, . . . Typiquement, les conceptsprisonnier et personne pr�esentent un certain niveau
d'abstraction et une telle di��erence suscite l'usage de m�ethodes sp�ecialis�ees et adapt�ees �a
ce genre de concepts. Ceci ne semble pas être la bonne direction �a suivre vu le nombre
de concepts et la question de l'exploitation de donn�ees de bas-niveau avec ceux du haut-
niveau. Par ailleurs, face �a la pr�esence de bruit, aux sp�eci�cit�es et aux imperfections des
capteurs, �a la di�cult�e de repr�esenter correctement le contenu, il est devenu tr�es di�cile
d'am�eliorer les performances des outils de classi�cation existants. La tendance actuelle est
alors de mieux exploiter l'ensemble de l'information disponible en faisant appel aux syst�emes
de fusion et �eventuellement, �a de nouvelles sources d'informations. L'objectif est de cr�eer
un mod�ele g�en�erique, stable et robuste, permettant l'identi�cation automatique du contenu
des images et des plans vid�eos �a travers un apprentissage sur les informations pertinentes
et l'introduction de la fusion multi-niveaux dans le processus.



Introduction G�en�erale 3

En e�et, la fusion est utilis�ee dans le but de combiner des informations h�et�erog�enes
issues de plusieurs sources a�n d'obtenir une information globale, plus compl�ete, de meilleure
qualit�e, permettant de mieux d�ecider et d'agir. Elle peut être appliqu�ee sur plusieurs niveaux
du processus de classi�cation. Dans cette th�ese, nous avons �etudi�e la fusion de descripteurs
bas-niveau dite fusion pr�ecoce\feature fusion" (i.e. les signaux �emis par les capteurs sont
combin�es avant la classi�cation), la fusion de descripteurs haut-niveau appel�ee aussi fusion
tardive \classi�er fusion" (i.e. chaque syst�eme de classi�cation fournit son opinion, puis ces
derni�eres sont combin�ees) et d�ecisionnelle\decision fusion" (i.e. introduit la structure de
l'ontologie et de la similarit�e inter-concepts dans le raisonnement). Nous allons exposer �a
pr�esent les principales di�cult�es rencontr�ees lors de la mise au point d'un mod�ele, ce qui
nous permettra de motiver la fusion.

Motivations de la fusion

La premi�ere di�cult�e r�eside dans le choix des descripteurs (caract�eristiques) et de la
multiplicit�e de leurs repr�esentations. Par exemple, le contenu d'un document peut être
d�ecrit par des histogrammes de couleurs dans di��erents espaces (RGB, HSV, . . . ), par les
textures le composant, par ses caract�eristiques g�eom�etriques (points, coins, droites, . . . ), ou
par d'autres descripteurs.

La deuxi�eme di�cult�e est le choix du mod�ele. Souvent l'observation des mesures et de
leurs sorties peut donner une id�ee du type de mod�ele �a employer, mais sans aucune garantie
qu'il se comportera mieux qu'un autre semblant moins adapt�e. Par exemple, nous avons une
distribution des donn�ees qui suit une loi gaussienne. Dans ce cas, une mod�elisation par des
mixtures de gaussiennes semble un choix judicieux. Toutefois, il est possible qu'un r�eseau
de neurones soit plus performant ou que ces mod�eles soient compl�ementaires. De plus, il
faut noter que la visualisation des mesures est loin d'̂etre triviale �etant donn�e la dimension
de l'espace associ�e, ce qui rend le choix �a priori du mod�ele encore plus d�elicat.

La troisi�eme di�cult�e est le choix des param�etres du mod�ele ou de l'ensemble d'entrâ�ne-
ment L . Chaque mod�ele est associ�e �a un ensemble d'algorithmes d'apprentissage, permettant
l'estimation des param�etres. Ces derniers d�ependent d'une phase d'initialisation. Donc, il
existe plusieurs hypoth�eses2 (ou ensemble de param�etres) qui r�epondent au probl�eme pos�e.
Il est �a noter que la fonction optimale recherch�ee peut ne pas faire parti des hypoth�eses
explor�ees, due aux limitations du mod�ele, �a l'algorithme d'apprentissage ou �a la taille et la
qualit�e de L .

Ces di�cult�es mettent en avant la n�ecessit�e de mettre en place un syst�eme de fusion.
En e�et, la construction d'une hypoth�ese n�ecessite de nombreux choix critiques qui ont tous
leurs in
uences. Toutefois, l'ensemble des hypoth�eses possibles est tr�es vaste et il n'est pas
concevable de toutes les calculer. Dans la prochaine partie, nous allons voir comment le
sujet est trait�e et les contributions qui sont apport�ees.

2L'entrâ�nement consiste �a d�eterminer les param�etres du mod�ele �a partir de L . Le mod�ele obtenu est
alors appel�e une hypoth�ese.
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Nos contributions

Nous allons bri�evement pr�esenter les travaux r�ealis�es dans le cadre de cette th�ese ainsi
que les contributions apport�ees, soit pour r�epondre �a une di�cult�e rencontr�ee dans le trai-
tement des donn�ees ou dans la conception du syst�eme d'indexation et de la recherche par
le contenu. Nous proposons :

1. Une nouvelle technique d'apprentissage bas�ee sur le principe du Bagging, l'Adaboost
et le Ten-Folding appel�ee Weighted BagFolding \WBF" . Cette technique nous a
permis de r�esoudre les probl�emes li�es aux sur-apprentissages, et le manque de donn�ees
d'entrâ�nement dans les bases de grande taille. Par ailleurs, un �etat de l'art et une
dichotomie ont �et�e introduits pour les m�ethodes de fusion de classi�eurs (fusion haut-
niveau). Des exp�eriences sur les performances de ces m�ethodes ont �et�e r�ealis�ees et
publi�ees dans [BH06].

2. Un algorithme de fusion bas�e sur la th�eorie des �evidences via la r�egle de combinai-
son de Dempster-Shafer, appel�eeNeural Network based on Evidence Theory
\NNET" [BH07], pour la fusion de classi�eurs. Cette m�ethode �a l'avantage de pr�e-
senter deux nouvelles informations importantes pour la prise de d�ecision comparant
aux m�ethodes probabilistes : l'ignorance du syst�eme et le degr�e de croyance dans une
classe. Les exp�erimentations ont �et�e conduites dans les projets NoE K-Space avec les
donn�ees TRECVid et CRE-Fusion avec les donn�ees d'Orange-France T�el�ecom Labs.

3. Par ailleurs, chaque concept du LSCOM-lite (Large-Scale Concept Ontology for Mul-
timedia) [NKK + 05] est mieux repr�esent�e ou d�ecrit par un certain ensemble de descrip-
teurs. Intuitivement, les descripteurs de couleurs peuvent être plus discriminant pour
des concepts tels quesky, snow, waterscape, vegetation, et moins discriminant
pour studio et meeting . On propose de pond�erer chaque descripteur bas-niveau se-
lon son degr�e de discriminance par rapport aux concepts. Une solution �a ce probl�eme
nous renvoie �a l'utilisation de l'entropie. Elle mesure la quantit�e de l'information et
d'incertitude dans une distribution. On propose de projeter les descripteurs visuels
dans un vecteur poids via la mesure de l'entropie et de la perplexit�e. Ce vecteur est
ensuite combin�e avec les sorties des classi�eurs pour produire une nouvelle entr�ee
qui prend en compte la relation descripteur/concept dans le NNET. La combinaison
des deux processus nous donne ce que nous appelonsPerplexity-based Evidential
Neural Network \PENN" [BH08b].

4. Pour la fusion de descripteurs bas-niveau, les m�ethodes statiques et dynamiques ont �et�e
�etudi�ees, ainsi qu'un mod�ele de r�eseau multi-couches appel�e Neural Network Coder
\NNC" [BH08a] pour le codage de l'information, dans le but de r�eduire le nombre
de dimensions. Une �etude statistique et comparative des donn�ees (descripteurs) avant
et apr�es la combinaison, avec l'Analyse en Composantes Principales (ACP) a �et�e
e�ectu�ee.

5. En�n, nous avons travaill�e sur le th�eme important des ontologies et de la similarit�e
inter-concepts. C'est �a dire l'�etude des relations entre les classes. En e�et, les concepts
ne sont pas exprim�es de mani�ere isol�ee et une forte corr�elation existe entre certaines
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classes. Une premi�ere di�cult�e est dans l'utilisation d'une ontologie qui d�ecrit les
relations existantes entre les concepts. La deuxi�eme di�cult�e qui nous int�eresse plus,
r�eside dans l'exploitation de cette information s�emantique et �a priori par les syst�emes
de classi�cation ou de fusion. Ces travaux ouvrent des perspectives int�eressantes car ils
o�rent une passerelle entre une description de bas-niveau du plan par des descripteurs
visuels et une description de haut-niveau, permettant l'extraction du contenu �a haute
valeur s�emantique et par cons�equent l'interpr�etation globale du plan vid�eo [BH09a].
Pour cela, une �etude de la similarit�e inter-concepts est e�ectu�ee en introduisant 3 types
d'informations : les descripteurs bas-niveau, la cooccurrence et la similarit�e s�emantique
issue de l'approche hybride [BH09b]. Le syst�eme �nal s'appelleraOntological PENN
\Onto-PENN" .

Fig. 2 { Repr�esentation g�en�erale du processus d'indexation avec les contributions apport�ees
dans la fusion multi-niveaux.

Plan de th�ese

Le premier chapitre �enonce la probl�ematique g�en�erale de la th�ese et les travaux e�ectu�es
dans la litt�erature sur la mod�elisation d'un syst�eme de recherche et d'indexation par le
contenu s�emantique. Puis, il aborde la description globale de l'information vid�eo, et d�ecrit
les donn�ees sur lesquelles nous allons travailler.

Le second chapitre expose un �etat de l'art sur les di��erentes m�ethodes d'extraction des
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descripteurs, dont ceux consid�er�es par le standard MPEG-7. Ensuite, il pr�esente l'appren-
tissage automatique �a travers la classi�cation s�emantique des plans vid�eo. Pour cela, trois
m�ethodes seront d�etaill�ees pour estimer les concepts s�emantiques pr�esents.

Le troisi�eme chapitre s'int�eresse �a la multimodalit�e 3 en �etudiant les di��erents aspects
consid�er�es quand on utilise plusieurs types d'informations. D'abord, nous pr�esenterons la
fusion de descripteurs haut-niveau. Une comparaison des m�ethodes d�ecrites sera e�ectu�ee
pour estimer les concepts s�emantiques pr�esents dans les plans vid�eo. Nous proposons une
nouvelle m�ethode NNET mod�elis�ee par la th�eorie des �evidences et adapt�ee au r�eseau de
neurones, puis, une extension de la m�ethode vers le PENN. Ensuite, nous traiterons de
la fusion de descripteurs bas-niveau, essentiellement par deux approches : la fusion et la
s�election. On se focalisa sur la premi�ere approche via la r�eduction du nombre de dimensions.
Nous introduisons le NNC. Une comparaison avec une autre m�ethode de la même cat�egorie
sera fournie.

Dans le quatri�eme chapitre, nous aborderons l'apport de la structure de l'ontologie
et de la similarit�e inter-concepts dans notre syst�eme d'indexation appel�e Onto-PENN en
conjonction avec une base de connaissance multim�edia pour l'interpr�etation s�emantique de
plans vid�eo. Plusieurs constructions de la similarit�e inter-concepts seront �etudi�ees.

En�n, la conclusion g�en�erale pr�esente une synth�ese des travaux men�es dans cette th�ese
ainsi que les perspectives li�ees �a ce travail.

3La multimodalit�e d�esigne la pr�esence de plusieurs modes (e.g. image, audio, texte dans un document
vid�eo). Dans un tel cas, la couleur, la texture et la forme dans une image sont plutôt des sous-modalit�es. Pour
simpli�er, nous �etendons la notion de modalit�e �a une information issue d'une source (capteur physique) ou
d'un algorithme d'extraction de caract�eristiques. Nous y aborderons essentiellement la repr�esentation visuelle
dans les vid�eos, tout en soulignant l'usage du 
ux audio pour les campagnes d'�evaluations, justi�ant ainsi la
notion du multim�edia.



Chapitre 1

Analyse Multim�edia

Avec le succ�es du multim�edia �a travers la t�el�evision, sur nos t�el�ephones, nos �ecrans
d'ordinateurs et internet, la quantit�e de donn�ees ne cesse d'augmenter, pro�tant des tous
derniers progr�es technologiques e�ectu�es en compression, transmission et en stockage pour
faire nâ�tre un ph�enom�ene de culture de l'image et qui occupe de plus en plus de place dans
l'espace de la communication. Alors, la question qui se pose est de savoir comment retrouver
un document qui nous int�eresse dans cette grande masse de donn�ees ?

L'engouement croissant des chercheurs dans le domaine duIntelligent Multimedia
Information Retrieval traduit bien les enjeux de tels syst�emes. Aujourd'hui, pour beau-
coup de personne Google1 est la r�ef�erence dans la recherche de documents sur internet,
la raison est qu'il arrive dans cet oc�ean d'informations �a retrouver ce que les utilisateurs
recherchent, en a�chant sans g�ene qu'il peut pr�esenter des erreurs, comme le montre la
Fig 1.1. En e�et, le moteur de recherche est mis �a d�efaut pour plusieurs images lorsqu'on
veut visualiser des images de bateaux \boat" par exemple : on retrouve une image d'un lit
d'hôtel qui porte le nom de \Boat Hotel", o�u d'un hamburger \boat marsin burger", o�u encore
un plan repr�esentant le \boat diner Paris", etc. Or, Google cherche que sur une petite partie
de cet oc�ean en s'appuyant exclusivement sur le texte �a partir de mots-cl�es, sans exploiter
l'information multim�edia (images, vid�eos, sons, etc). C'est pr�ecis�ement l�a que nos travaux
de recherche commencent. Il est int�eressant de noter que la recherche du même concept
\boat" en utilisant une autre langue, donnera des r�esultats compl�etement di��erents.

Dans ce chapitre, nous allons dans un premier temps introduire et comprendre le pro-
bl�eme du foss�e s�emantique, pour ensuite mieux d�ecrire la structure g�en�erale d'un syst�eme de
recherche d'information par le contenu, suivi d'une pr�esentation des techniques d'indexation
d'image et de vid�eo, puis, de la description du support vid�eo. En�n, nous allons pr�esenter les
donn�ees utilis�ees dans cette th�ese, en particulier dans deux projets (NoE K-Space et CRE-
Fusion), pour mieux comprendre le but de nos travaux et d'avancer les probl�emes auxquels
nous pourrions être confront�es.

1www.google.fr

7
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Fig. 1.1 { R�esultats d'une recherche d'images par mots-cl�es pour le concept \Boat", sous
le moteur de recherche Google. Les cercles rouges entourent les images qui ne repr�esentent
pas le concept \Boat" (i.e. les erreurs).

1.1 Le foss�e s�emantique

Si nous, humains savons parfaitement interpr�eter et d�etecter le contenu d'une image
ou d'une information, nous sommes limit�es lorsqu'il s'agit de traiter une grande quantit�e
d'informations. Un comportement inverse de celui de la machine, qui ne trouve pas de
probl�eme �a traiter une tache r�ep�etitive donn�ee, mais limit�ee lorsqu'il s'agit d'interpr�eter ou
d'extraire automatiquement des concepts �a partir de donn�ees num�eriques, ce qui est appel�e
\foss�e s�emantique", d�e�nit comme suit :

1. Smeulders et al. [SWA+ 00] The semantic gap is the lack of coincidence between the
information that one can extract from the visual data and the interpretation that the
same data have for a user in a given situation2.

2Le foss�e s�emantique est le manque de concordance entre les informations que la machine peut extraire
d'un document num�erique et des interpr�etations humaines.
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2. Ayache [Aya07] Le foss�e s�emantique est ce qui s�epare les repr�esentations brutes (ta-
bleaux de nombres) et s�emantiques (concepts et relations) d'un document num�erique.

Fig. 1.2 { Les images (1) et (2) poss�edent des histogrammes de couleurs tr�es proches,
contrairement aux images (2) et (3) qui sont di��erents. Les images sont extraites d'internet.

Pour comprendre cette di�cult�e, la Fig. 1.2 pr�esente des images (1) et (2) qui poss�edent
des histogrammes3 de couleurs tr�es proches alors qu'elles n'ont aucun rapport s�emantique.
Par contre, les images (2) et (3) qui sont s�emantiquement similaires (elles pr�esentent toutes
les deux une voiture), poss�edent des histogrammes de couleurs tr�es di��erents. A�n de li-
miter les cons�equences de cette probl�ematique sur le processus d'indexation, nous pensons
que l'introduction de nouveaux et di��erents types de descripteurs bas-niveau dans le sys-
t�eme, ainsi que l'utilisation des avanc�ees scienti�ques dans le domaine de l'apprentissage
automatique en s'appuyant ou non sur l'utilisateur (user-feedback), et la prise en compte
de la \fusion multi-niveaux" peuvent contribuer e�cacement dans la cr�eation de relation,
de rapprochement pour combler ce foss�e entre les descripteurs bas-niveau avec ceux du
haut-niveau. En�n, la Fig. 1.3 expose quelques exemples de di�cult�es comme [Lef07] : la
multitude de repr�esentations, la variation d'angle de prise de vue, le changement d'�echelle,
la variation de luminosit�e, l'arri�ere plan di��erent, image de mauvaise qualit�e, etc.

La Fig. 1.3.a montre une premi�ere di�cult�e pour la mod�elisation du concept visuel
\ papillon " pr�esentant plusieurs esp�eces. Les m�ethodes de classi�cation automatique se
heurtent �a cette multitude de repr�esentations. Cependant, la recherche de caract�eristiques
communes (e.g. la forme et les contours des ailes du papillon) peut être la cl�e de ce probl�eme.
Une autre di�cult�e est celle des variations d'angle de prise de vue d'une voiture , illustr�ee
par la Fig. 1.3.b. Dans la Fig. 1.3.c, on montre que la complexit�e varie avec la taille de
l'objet recherch�e \ v �elo " (e.g. la complexit�e est grande si l'objet fait 5% de l'image que
s'il est repr�esent�e en gros plan). En�n, la Fig. 1.3.d pr�esente une 4�eme di�cult�e qui est le
changement d'illumination, cette derni�ere est in�evitable si les images sont prises �a des heures
di��erentes de la journ�ee, �a l'int�erieur ou �a l'ext�erieur d'une pi�ece. La pr�esence d'ombre ou de
halos sur un objet modi�e le contenu visuel de l'objet et provoque parfois des occultations
partielles.

3Un histogramme est une estimation de la densit�e de probabilit�e. L'histogramme de couleur est construit
en deux phases. La premi�ere est la quanti�cation des couleurs. La deuxi�eme est le d�enombrement des cou-
leurs quanti��ees, qui constituera l'histogramme. Chaque composante du vecteur de d�enombrement donne la
quantit�e d'une couleur pr�esente dans l'image. Les histogrammes sont souvent normalis�es par le nombre de
pixels pour les rendre invariant �a la taille de l'image ou des r�egions.
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Fig. 1.3 { Exemples de di�cult�es pour l'indexation : la multitude de repr�esentations, la
variation d'angle de prise de vue, le changement d'�echelle, la variation de luminosit�e. Les
images de papillons sont prises sur internet, le reste appartiennent �a ma base d'images
personnelle.

1.2 Description g�en�erale du syst�eme

Les syst�emes de recherche d'informations\Content Based Information Retrieval (CBIR)"
bas�es sur le contenu pr�esentent deux phases : l'indexation et la recherche. Le CBIR a pour
but de satisfaire les besoins d'un utilisateur en retournant les documents les plus pertinents.
La Fig. 1.4 illustre l'architecture g�en�erale d'un CBIR (e.g. �a partir de vid�eos) pr�esent�ee dans
ce qui va suivre.

1.2.1 Indexation

L'indexation consiste �a extraire, repr�esenter et organiser e�cacement le contenu des
documents d'une base de donn�ees. Pour cela, les documents sont tout d'abord repr�esent�es
par une signature num�erique r�ealis�ee par les deux �etapes suivantes, ce qui permettra leur
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Fig. 1.4 { Composantes du CBIR, avec deux phases : Indexation et Recherche [Sou05].

identi�cation :

1. La premi�ere �etape implique l'extraction des caract�eristiques d'un document, �a travers
la capture des couleurs, des textures, des formes et du mouvement dans un plan, etc.

2. La seconde �etape permet de compresser l'information extraite tout en conservant
l'essentiel. Il est important d'avoir des signatures compactes pour �eviter d'avoir des
donn�ees trop importantes �a stocker et �a traiter. A ce stade, nous avons dessignatures
brutes. D'autres types de signatures sont obtenues en d�etectant automatiquement des
concepts de plus haut-niveau qu'on appellesignatures s�emantiques. Plus de d�etails sur
cette derni�ere seront donn�es dans le chapitre 2.

1.2.2 Recherche

La recherche d'informations consiste en un ensemble d'op�erations pour r�epondre �a la
requête d'un utilisateur par l'interm�ediaire d'une interface utilisateur. En r�egle g�en�erale, la
di�cult�e est d'exprimer correctement l'objet de la requête en utilisant au mieux les moyens
propos�es par le syst�eme. Cette requête doit, bien entendu, être comprise par ce dernier. Il
existe plusieurs types de requête [VD00] :

{ recherche par mots-cl�es : l'utilisateur donne des mots sens�es repr�esenter l'image
recherch�ee. Souvent, il dispose d'une s�erie de termes pr�ed�e�nis pour formuler sa re-
quête.

{ parcours au hasard : la base est parcourue al�eatoirement jusqu'�a ce que l'utilisateur
trouve l'image qui l'int�eresse.

{ navigation par cat�egorie : les images de la base sont class�ees par cat�egories. L'utili-
sateur peut donc directement choisir la cat�egorie dans laquelle il pense pouvoir trouver
l'image.
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{ recherche par l'exemple : l'utilisateur fournit une image exemple et le logiciel
recherche dans la base, les images qui ressemblent �a l'image exemple. Cette derni�ere
peut être une photo de l'objet d�esir�e ou une repr�esentation cr�e�ee par l'utilisateur lui
même (dessin ou image de synth�ese). C'est plutôt ce dernier type de requête qui sera
retenu dans cette th�ese.

Ensuite, la requête est transform�ee en signature utilisant le même proc�ed�e que celui
de l'indexation. La suite consiste g�en�eralement �a d�e�nir des distances/mesures de simila-
rit�e globales entre les signatures/images. On peut alors calculer l'ensemble des mesures de
similarit�e entre l'image requête et ceux de la base pour retrouver l'information la plus perti-
nente. Il su�t d'ordonner les images de la base suivant leur score et de pr�esenter le r�esultat
�a l'utilisateur. Les images ayant le plus grand score de similarit�e �etant consid�er�ees comme
les plus proches.

Toutefois, il est di�cile de r�epondre aux exigences des utilisateurs �a partir d'une seule
requête. Il est alors utile d'int�egrer un bouclage de pertinence (user-feedback) incluant l'avis
de l'utilisateur pour am�eliorer la requête en fonction du r�esultat pr�ec�edemment obtenu, ce
qui permet �egalement �a l'utilisateur de clari�er sa demande qui est souvent mal formul�ee.

1.2.3 Contexte national et international

Il existe plusieurs prototypes impl�ementant les syst�emes d'indexation et de recherche par
le contenu. Le domaine fait toutefois encore parti de la recherche et n'est pas encore mature
aussi bien au niveau national qu'au niveau international. Dans ce qui va suivre, on citera
dans la Table. 1.1 quelques exemples de projets a�n de montrer l'int�erêt grandissant de ce
domaine, même s'il est clair que l'indexation par le contenu s�emantique est une interaction
entre plusieurs comp�etences (e.g. apprentissage automatique, base de donn�ees, intelligence
arti�cielle, interaction homme/machine, traitement de l'information, etc), ce qui a favoris�e
plusieurs collaborations au sein de divers projets.

Au niveau national, une communaut�e structur�ee autour de groupes de recherche a vu
le jour �a travers le GdR-PRC I 3 (Information, Interaction, Intelligence), elle s'int�eresse
aux aspects de l'apprentissage automatique, l'intelligence arti�cielle, l'interaction homme
machine et les bases de donn�ees, ainsi que le GdR-PRC ISIS (Information, Signal, Images
et viSion), qui s'int�eresse aux aspects traitement statistique de l'information, du moins pour
ce qui nous concerne. Ceci a conduit au �nancement de plusieurs projets et la cr�eation de
deux pôles de comp�etitivit�es Image & R�eseau dans la r�egion de Bretagne et CapDigital
dans la r�egion Parisienne, o�u l'on trouve le projet Infom@gic qui a pour ambition de cr�eer
une plate forme couvrant l'aspect moteur de recherche, l'extraction des connaissances et la
fusion d'informations multim�edia.

1.2.4 Syst�emes de recherche par le contenu existant

Si on regarde la colonne du budget dans la Table. 1.1 des projets de recherche concer-
nant les syst�emes d'informations de ces derni�eres ann�ees, les industriels comme les pouvoirs
publics ont compris la place strat�egique de ce secteur dans leur syst�eme soci�etal et �eco-
nomique. En e�et, l'indexation et la recherche d'image par le contenu sont devenues des
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Projet Dur�ee Budget (MEuro) Financement
PASCAL 2003 �a 2007 5.44 Union

(Pattern Analysis europ�eenne
Statistical Modeling and
Computational Learning)

DELOS 2004 �a 2007 15.7 Union
(Network of Excellence europ�eenne

on Digital Libraries)
MUSCLE 2004 �a 2008 6.9 Union

(Multimedia Understanding europ�eenne
through Semantics,

Computation and Learning)
K-SPACE 2006 �a 2008 8.9 Union

(Knowledge Space of Semantic europ�eenne
Inference for Automatic Annotation

and Retrieval of Multimedia Content)
PHAROS 2007 �a 2009 14.2 Union

europ�eenne
THESEUS 2007 �a 2011 120 Allemagne
Europeana 2008 �a 2010 120 Union

europ�eenne
QUAERO 2008 �a 2013 250 France

Allemagne

Tab. 1.1 { Exemples de projets de recherche dans l'indexation multim�edia et la cr�eation de
moteur de recherche.

pôles tr�es actifs de la recherche. De nombreux syst�emes commerciaux et acad�emiques ont
�et�e propos�es pour l'image, puis rapidement �etendus �a la vid�eo.

Cependant, il est tr�es di�cile de comparer les r�esultats de ces produits, et cela pour
plusieurs raisons : ils utilisent tous des bases d'images di��erentes, elles ne sont pas connues
dans leur int�egralit�e par l'utilisateur ce qui rend impossible de calculer une quelconque
e�cacit�e ou pr�ecision, ensuite, nous ne pouvons pas savoir si les bases ne sont pas d�ej�a
pr�e-tri�ees (souvent les images similaires se suivent par leur num�ero).

Dans la Table. 1.2, nous allons pr�esenter bri�evement les principaux syst�emes d'indexation
d'image et de la vid�eo en montrant les �evolutions et les am�eliorations apport�ees au �l du
temps [RHC99, VD00].

1.3 Repr�esentation de la vid�eo

Suite �a la pr�esentation de l'�evolution des syst�emes d'indexation et de recherche par le
contenu, cette section traitera du support num�erique de la vid�eo comme le montre la Fig. 1.5,
sans s'attarder sur leur codage.
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Syst�emes propri�et�es
QBIC [FBF + 94] D�evelopp�e par IBM,

Premier syst�eme commercial de recherche d'image par le contenu,
La requête est formul�ee grâce �a la recherche par l'exemple,

Utilise la couleur, la texture, etc.
http ://wwwqbic.almaden.ibm.com/

Virage [BFG+ 96] D�evelopp�e par Virage Inc,
Similaire �a QBIC,

Permet la combinaison de plusieurs types de requêtes,
L'utilisateur peut attribuer des poids pour chaque mode,

http ://www.virage.com/

RetrievalWare [BHJ+ 05] D�evelopp�e par Excalibur Technologies Corp,
Syst�eme �a base de r�eseau de neurones,

Utilise la couleur, la forme, la texture, la luminance et
la localisation des couleurs et la structure de l'image,

Permet la combinaison de tous ces modes
avec des poids d�e�nis par l'utilisateur,

http ://vrw.excalib.com/cgi-bin/sdk/cst/cst2.bat

Photobook [PPS94] D�evelopp�e par MIT Media Laboratory,
Se base sur 3 crit�eres (couleur, texture et forme),

Utilise plusieurs m�ethodes (distance euclidienne, mahalanobis,
divergence, histogrammes, vecteurs d'angle, etc)

La version am�elior�ee permet la combinaison de ces m�ethodes,
http ://www-white.media.mit.edu/vismod/demos/photobook/

Netra [YM98] D�evelopp�e dans le projet UCSB Alexandria Digital Library,
Utilise la couleur sur des r�egions pour chercher
des r�egions similaires dans la base de donn�ees,

La version 5 utilise le mouvement dans la segmentation
spatio-temporelle,

http ://vivaldi.ece.ucsb.edu/Netra

Informedia [WKSS96] D�evelopp�e par l'universit�e Carnegie Mellon,
Exploite le mouvement de la cam�era et l'audio,
R�ealise une reconnaissance vocale automatique,

http ://www.informedia.cs.cmu.edu/

SurfImage [NMB + 98] D�evelopp�e par l'INRIA,
Permet de combiner les caract�eristiques bas et haut-niveau,

L'utilisateur s�electionne une image et une mesure
de similarit�e, et le poids de chaque caract�eristique,
http ://www-rocq.inria.fr/imedia/index-UK.html

Tab. 1.2 { Quelques exemples de syst�emes d'indexations et de recherches d'images et de
vid�eos.
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Fig. 1.5 { Structure d'une vid�eo.

1.3.1 Segmentation en plans

Le plan constitue l'unit�e technique de base des syst�emes de classi�cation, d'indexation
et de recherche par le contenu. Il est d�e�ni comme une s�equence d'images prises par une
cam�era durant laquelle l'acquisition du signal est continue, souvent de courte dur�ee. Un
plan est identi��e dans une zone limit�e de l'espace o�u se d�eroule l'action, par le processus de
segmentation en plans, qui regroupe les images selon leurs caract�eristiques bas-niveau ; o�u la
di��erence calcul�ee entre deux images conclura sur la pr�esence ou non, d'un changement de
plan. La litt�erature pr�esente l'utilisation de nombreuses caract�eristiques accompagn�ees de
leur mesure de comparaison. Nous retrouvons principalement les caract�eristiques suivantes :
les histogrammes locaux ou globaux de couleurs [ZKS93] et de la structure (essentiellement
contours et coins) [ZMM99]. Toutes ces m�ethodes reposent sur un seuil de di��erence, qui
est sensible �a la nature de la vid�eo.

Fig. 1.6 { Moving Query Window de taille de 2x5 images (5 images en amont et 5 en aval
de l'image courante) [VTW04].

Dans le cadre du projet CRE-Fusion4 avec Orange-France T�el�ecom Labs, nous avons
utilis�e l'algorithme de segmentation en plans Moving Query Window propos�e par Volkmer et
al. [VTW04] pour la d�etection des transitions franches\ Cuts"et progressives. Cet algorithme
est bas�e non pas sur l'�etude de la similarit�e avec l'image pr�ec�edente et la suivante, mais sur
une fenêtre coulissante qui pr�esente un certain nombre d'images en amont et en aval de
l'image r�ef�erence comme le montre la Fig. 1.6, a�n de mieux prendre en consid�eration

4Plus de d�etails sur le projet CRE-Fusion seront pr�esent�es dans la prochaine section.
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l'�evolution temporelle du plan vid�eo. Cette impl�ementation accomplit simultan�ement les
deux d�etections.

L'�etude et l'analyse de nouveaux algorithmes de segmentation en plans n'entre pas dans
le cadre de cette th�ese. Nous allons donc bri�evement pr�esenter la m�ethode disponible que
nous avons utilis�e.

Pour la d�etection des transitions franches, chaque image est divis�ee en 16 blocs sans
chevauchement, puis est extrait un histogramme HSV pour chacun. Il su�t de comparer la
similarit�e entre les images de la fenêtre coulissante avec l'image courante �a travers le calcul
d'une distance Euclidienne par exemple, en donnant un poids �a chaque bloc. Ensuite, on
trie de fa�con d�ecroissante les distances obtenues et on analyse ce classement. L'algorithme
arrive �a d�etecter une coupure lorsque le nombre d'images en aval class�ee dans la premi�ere
partie du classement est sup�erieure �a un seuil pr�e�x�e. Il a �et�e observ�e qu'un mouvement
rapide dans un plan peut fausser le r�esultat de la segmentation. Pour cela, l'auteur donne
plus d'importance aux r�egions qui repr�esentent le fond de l'image que les r�egions centrales.
Ceci a permis l'obtention d'un gain de performance de 5% sur les donn�ees de TRECVid
2003, aussi, reduisant le temps de calcul [VTW04].

Pour les transitions progressives, les images qui pr�ec�edent et suivent l'image courante
sont regroup�ees dans deux ensembles d'images distinctes. La distance moyenne de chaque
ensemble par rapport �a l'image courante est calcul�ee, en utilisant toutes les r�egions avec le
même poids. Le rapport not�e PrePostRatio entre la distance de l'ensemble des images en
amont et celles en aval est calcul�ee, pour indiquer la �n d'une transition progressive sous
forme d'un pic dans la courbePrePostRatio vs images.

L'application de cette m�ethode de segmentation en plans sur des vid�eos de sport, repr�e-
sentant des matchs de football, a permis de relever les points suivants :

{ la m�ethode de segmentation en plans est e�cace pour les transitions franches,
{ pauvre pour les transitions graduelles,
{ d�epend de l'espace de couleur,
{ pr�esente quelques di�cult�es lors de l'annotation due �a la sp�eci�cit�e s�emantique des

classes choisis par Orange-France T�el�ecom (e.g. l'attribution d'une classe �a un plan
qui pr�esente une progression du ballon de la cage de gauche vers la cage de droite
par exemple). Pour cela, il a �et�e d�ecid�e conjointement avec Orange-France T�el�ecom
Labs d'orienter le projet vers un syst�eme de d�etection du contenu s�emantique dans
les images-cl�es des plans comme le montre la Fig. 1.7.

En�n, nous citerons aussi en particulier, les syst�emes de segmentation en plans pr�esent�es
par [BSM+ 00, Que01] qui ont fourni pendant plusieurs ann�ees la segmentation o�cielle de
TRECVid.

1.3.1.1 S�election des images-cl�es dans un plan

Il est important de souligner qu'il est inutile d'utiliser toutes les images d'un plan pour
obtenir une bonne extraction des caract�eristiques visuelles. En e�et, il serait par la suite
impossible de conserver et d'utiliser cette information qui est par ailleurs redondante. Ainsi,
une s�election d'une ou plusieurs images repr�esentatives des plans serait n�ecessaire. Or, on
peut d�ej�a noter que si un plan pr�esente de faibles mutations, il pourra être consid�er�e comme
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Fig. 1.7 { Di�cult�e lors de l'annotation d'un plan vid�eo issu d'un match de football (vid�eo :
1, plan : 165).

statique (e.g. un plan d'une pr�esentatrice d'un journal t�el�evis�e), les images le composant
sont tr�es similaires. Il su�t alors de choisir l'image qui est la plus identique aux autres. En
pratique, cette recherche exhaustive est di�cilement r�ealisable. Les approches empiriques
s�electionnent simplement la premi�ere, la derni�ere ou l'image m�ediane du plan [UMY91].
D'autres travaux comme ceux de : Yueting et al.[YYHM98] proposent une approche par
regroupement des images similaires pour obtenir la ou les images repr�esentatives du plan.
Toutefois, lorsqu'un plan pr�esente du mouvement, il est int�eressant de s�electionner les images
repr�esentatives en fonction de l'intensit�e ou des variations du mouvement. Pour cela, Kobla
et al.[KDLF97] utilisent le domaine compress�e MPEG pour mesurer le d�eplacement de la
cam�era dans le plan et d�ecoupent ce dernier en sous plans a�n de limiter l'amplitude du
mouvement. Liu et al.[LZQ03] proposent une mesure de l'�energie du mouvement dans le
domaine MPEG a�n d'identi�er les images-cl�es du plan, etc.

Au total entre 1 �a 5 images-cl�es sont s�electionn�ees par plan pour le projet CRE-Fusion
(i.e. plus la dur�ee est longue plus on prend d'images pour les annot�es). L'id�ee est de capturer
le contenu de plans vari�es ou incorrectement segment�e.

1.3.1.2 Discussion

Il est clair que de nombreuses m�ethodes d'indexation et de recherche par le contenu
visuel des vid�eos sont tr�es similaires aux m�ethodes employ�ees sur les images puisqu'elles se
concentrent uniquement sur les images-cl�es. Nous pensons qu'il est int�eressant de nous situer
rapidement par rapport aux di��erents travaux en relation avec le projet dans la d�etection
des �ev�enements appliqu�es jusqu'�a ce jour au sport.

G�en�eralement, l'objectif est de trouver les moments forts d'un match dans le but de r�esu-
mer une retransmission sportive de fa�con e�cace. Ainsi, les coups-francs, les penaltys et les
corners d'un match de football peuvent être d�etect�es �a l'aide d'un d�etecteur de mouvements
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de cam�era et d'un mod�ele de Markov cach�e (Assfalg et al. [ABB+ 02]). Yow et al. [YYYL95]
s'int�eressent �a l'extraction d'�ev�enements dans un match de football et proposent de recons-
truire une vue panoramique de l'action. Pour cela, ils d�etectent les cages sur le terrain,
proc�edent �a un suivi du ballon et le mouvement est utilis�e pour d�eterminer l'intensit�e de
l'action. Cabasson et al. [CD02] combinent des r�egles bas�ees sur des informations sonores
et visuelles pour s�electionner les passages importants d'un match ; ils utilisent le mouve-
ment pour d�etecter les actions importantes et l'�energie sonore pour d�etecter les r�eactions
du public et les commentaires. Des travaux similaires ont �et�e appliqu�es au basketball (Saur
et al. [STKR97] ; Nepal et al. [NSR01]), au cricket (Lazarescu et al. [LVW02]), au football
am�ericain (Li et et al. [LS02] ; Babaguchi et al. [BKK02]), aux sports m�ecaniques (Petkovic
et al. [PMJDK02]) et au baseball (Chang et al. [CHG02]).

Toutes les techniques cit�ees sont sp�eci�ques �a un seul sport. D'autres travaux proposent
une approche g�en�erale pour di��erents sports. Li et al. [LS02] d�etectent les actions impor-
tantes d'une vid�eo de sport bas�ee sur une approche �a la fois d�eterministe et stochastique.
Les exp�erimentations ont �et�e conduites sur des vid�eos de football, de baseball et de combats
de sumos. Sadlier et al. [SO05] utilisent des caract�eristiques comme la mesure de l'activit�e
sonore, la d�etection de gros plans, de la foule et d'autres informations visuelles ou sonores
sont extraites de la vid�eo. Puis, une SVM est utilis�ee pour d�etecter les actions importantes
parmi les actions candidates.

Notre travail dans le projet CRE-Fusion a pour objectif la conception et l'impl�ementation
d'un syst�eme de d�etection d'un certain nombre de concepts particulier aux images de football
et de voir le rôle de la fusion multi-niveaux dans ce genre de syst�eme. Nous pouvons nous
placer dans la continuit�e des travaux de Assfalg et al. [ABB+ 02].

1.3.2 Segmentation en sc�enes

La sc�ene constitue l'unit�e s�emantique permettant d'exprimer une id�ee de l'action s'y d�e-
roulant ou de l'ambiance d�egag�ee dans un moment de la vid�eo. Elle est faite d'une s�equence
de plans souvent de courte dur�ee. Toutefois, le probl�eme de la segmentation en sc�enes est
d�elicat, son utilisation pour l'indexation et la recherche d'information en est pour l'instant
�a ses d�ebuts. En e�et, deux cat�egories se distinguent : la premi�ere cat�egorie utilise les algo-
rithmes de regroupement, o�u les plans sont regroup�es en fonction de leur similarit�e [YY96].
La deuxi�eme cat�egorie regroupe au fur et �a mesure les plans sur la base d'un chevauchement
des liens qui les relies en terme de contenus visuels et en variations temporelles. Un ensemble
de r�egle bas�e sur l'application d'une fonction adaptative de seuil permettra de d�e�nir si un
plan appartient �a la sc�ene courante ou �a une nouvelle sc�ene [HLB99, TZ04].

1.4 Pr�esentation des donn�ees

Dans cette section, nous allons d�ecrire les donn�ees utilis�es dans le but de valider notre
syst�eme d'indexation et de voir l'apport de la fusion dans les di��erentes �etapes du proces-
sus. Au fur et �a mesure de l'�evolution de la th�ese et de notre participation aux di��erents
projets, trois bases de donn�ees ont �et�e utilis�ees. Nous avons commenc�e par les donn�ees
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TRECVid 2005 pour l'�etude comparative de l'�etat de l'art de la classi�cation et de la fusion
de descripteurs haut-niveau dans le cadre du projet NoE K-Space [KSp]. Ensuite, les vid�eos
de football fournies par Orange-France T�el�ecom Labs ont �et�e introduites pour l'analyse
de la fusion de descripteurs bas-niveau du projet CRE-Fusion. En�n, nous emploierons les
donn�ees TRECVid 2007 pour l'�etude des relations descripteurs/concepts et de la similarit�e
inter-concepts 5.

1.4.1 La campagne d'�evaluation TRECVid

La campagne d'�evaluation TRECVid [TRE] a pour objectif de favoriser la recherche
scienti�que, en particulier la recherche et l'indexation des documents multim�edia par le
contenu s�emantique. Elle a permis aux participants la possibilit�e d'un v�eritable �echange.

Nos travaux sont r�ealis�es sur l'ensemble des vid�eos fournies par TRECVid'05 �a 2007 avec
40 concepts regroup�es dans trois cat�egories6 : �ev�enement, sc�ene et objets. Deux avantages
sont �a retenir de ce partage des annotations : (1) l'obtention d'une grande quantit�e de
vid�eos annot�ees, (2) la possibilit�e de comparer objectivement les di��erents syst�emes propos�es
puisqu'ils sont entrâ�n�es et test�es sur les mêmes vid�eos. Notons que nos syst�emes proposent
des m�ethodes g�en�eriques �a chaque fois, et ont obtenus de bonnes performances �a la derni�ere
�evaluation (Benmokhtar et al. [BGH07]).

1.4.1.1 TRECVid 2005/2006

L'objectif que nous nous �xons est de construire des mod�eles permettant d'estimer les
concepts choisis. Pour cela, nous allons utiliser dans un premier temps la base de donn�ees
TRECVid'05 qui regroupe 85 heures de journaux t�el�evis�ees en 3 langues : nouvelles am�eri-
caines (canaux de MSNBC et CNN), nouvelles chinoises (canaux de NTDTV et PHOENIX)
et nouvelles arabes (canaux de LBC et HURRA) avec leurs annotations. L'unit�e de traite-
ment et d'�evaluation est le plan. Le d�ecoupage des vid�eos en plan est fourni par TRECVid.
Nous avons r�eparti les donn�ees annot�ees en deux ensembles : 2/3 pour l'entrâ�nement (i.e.
cr�eer les mod�eles de classi�cation) et la validation (i.e. s�electionner les meilleurs param�etres
pour ces mod�eles) et 1/3 pour le test (i.e. e�ectuer l'�evaluation �nale) [TRE]. Parmi tous les
concepts, une dizaine ont �et�e retenus pour l'�evaluation : Building , Car , Explosion/Fire ,
US Flag , Maps , Mountain , Prisoner , Sports , People walking/running , Waters-
cape sur 43776 plans pour TRECVid'05. Ces concepts apparaissent de 31 �a 2549 fois comme
le montre le tableau 1.3.

Chaque participant soumet un certain nombre de r�esultats (runs), qui consiste en une
liste ordonn�ee par concept des 2000 premiers plans vid�eos identi��es par le syst�eme d'indexa-
tion. La v�erit�e-terrain a �et�e jug�ee par la m�ethode de "pooling\, ou l'ensemble des documents
retourn�es ne seront pas tous v�eri��es (i.e. seulement 75000 plans �evalu�es sur 45000 x 10

5Nous avons fait le choix de conserver la terminologie technique en anglais dans un souci de coh�erence du
manuscrit, a�n d'�eviter toute confusion, en particulier dans le champ des noms de concepts et des descripteurs
MPEG-7 qui seront introduits dans le prochain chapitre.

6Nous avons particip�e �a un e�ort commun d'annotation fourni par l'ensemble des participants �a l'aide de
l'outil de [AQ07] pour l'�evaluation TRECVid 2007.
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Id TREC Concepts Pos.Devel Pos.Test Pos.Total
1 Sports 600 330 930
9 Building 1311 1238 2549
12 Mountain 138 56 194
17 Waterscape 315 98 413
25 Prisoner 31 0 31
28 US Flag 185 75 260
30 Car 1028 396 1424
34 Walking/Running 1732 439 2171
36 Explosion/Fire 281 22 303
38 Maps 405 253 658

Tab. 1.3 { Id des concepts TRECVid 2005.

concepts de l'ensemble de test). Ainsi, le pourcentage de plans vid�eos jug�es positifs va-
rie entre 0.8% et 45.8%, ce qui implique que l'�evaluation 2005 est moins �ables pour les
participants qui exp�erimentent des algorithmes originaux, comme il est d�ecrit dans la vue
d'ensemble de la campagne 2005 expos�ee dans [OIKS05].

En�n, en 2006, le corpus a doubl�e en conservant toutes les donn�ees de 2005 comme
ensemble d'entrâ�nement, pour identi�er cette fois-ci 39 concepts parmi lesquels 20 ont �et�e
�evalu�es : Airplane , Boat/Ship , Bus, Car , Court , Desert , Gouvernement , Natu-
ral Disaster , Office , Outdoor , Person , Police Security , Prisoner , Road , Sky ,
Sports , Urban , Vegetation , Waterscape , Weather .

1.4.1.2 TRECVid 2007

La campagne 2007 a �et�e conduite par une nouvelle collection de 100 heures de vid�eos
compl�etement di��erentes des deux pr�ec�edentes. Elle propose d'analyser le comportement
de nos syst�emes d'indexation face �a une large s�election de vid�eos couleurs et en noire et
blanc, en introduisant des documentaires, reportages, �emissions scienti�ques, programmes
�educatif et vid�eos d'archives. Quelques 50 heures de vid�eos sont utilis�ees pour la tache
d'entrâ�nement et de validation pour d�etecter une liste de 36 concepts (Table 1.5) et 50
heures pour l'�evaluation de nos syst�emes �a travers le protocole commun d'�evaluation de
TRECVid bas�e sur la m�etrique pr�ecision et le rappel, �etablis par la "pr�ecision moyenne\.
Ce point sera d�etaill�e dans la partie �evaluation 3.3.

En�n, il est int�eressant de relever que notre tache dans TRECVid pr�esente certains
points caract�eristiques qu'il faut prendre en consid�eration lors de la conception de notre
syst�eme d'indexation :

1. La Grande dimension de la base de donn�ee (e.g. 100H de vid�eos pour TRECVid
2007), les descripteurs qui repr�esentent les plans vid�eos sont souvent de grande di-
mension. Il est important de traiter ce probl�eme si l'on ne veut pas sou�rir des e�ets
de la mal�ediction de la dimension (trait�e dans la section 3.4.2).
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2. Classes complexes : Les 39 concepts s�emantiques LSCOM-lite7 [NKK + 05] pr�e-
sentent un certain niveau de di�cult�es du moment ou plusieurs d'entre eux sont tr�es
proches (comment dissocier entre la classePerson et Prisoner , ou Outdoor et
Urban ?). Celles-ci peuvent être �etudi�ees dans le cadre de la similarit�e inter-concepts
et de l'ontologie (trait�e dans le chapitre 4).

3. D�es�equilibre pertinent/non pertinent : La taille de la cat�egorie recherch�ee est
g�en�eralement tr�es petite devant la taille de la base. Il y a 1000 fois plus d'�el�ements
non-pertinents que de pertinents par concept (trait�e dans la section 3.2.1.4).

4. Satisfaction de l'utilisateur : La qualit�e d'un syst�eme de recherche du contenu
s�emantique dans les plans vid�eos est avant tout jug�ee par ses utilisateurs. A�n de
mod�eliser cette satisfaction, TRECVid utilise un crit�ere particulier, comme la pr�ecision
moyenne que nous pr�esenterons dans la partie 3.3.

5. Rapidit�e : Le but est de concevoir un syst�eme qui peut être utilis�e rapidement et
e�cacement. Ainsi, on pr�ef�erera une technique tr�es peu coûteuse en calculs : il est
di�cile de concevoir l'attente de l'utilisateur pendant plusieurs minutes entre chaque
interaction. En ce sens, nous nous restreindrons �a des techniques de faible complexit�e,
sauf dans les cas particuliers d'�etude.

1.4.2 Vid�eos de match de football

Pour l'heure, les supporters peuvent se connecter sur l'op�erateur t�el�ephonique pour
suivre la derni�ere actualit�e, les exploits et de vivre les grands moments de leurs �equipes.
Un syst�eme de navigation propose aux abonn�es, le suivi des scores en temps r�eel, ainsi
que l'acc�es aux vid�eos, aux r�esum�es des matchs, de d�ecouvrir la vid�eo du but dans les
minutes qui suivent l'action, etc. Le dispositif Orange-foot se distingue par une approche
tr�es grand public. Ainsi, 8 matchs de chaque journ�ee de championnat sont di�us�es en direct
sur le mobile. Des magazines de 5 �a 10 minutes font les r�esum�es de chaque journ�ee et
des meilleures actions. Les abonn�es pourront �egalement b�en�e�cier de toute l'information
footballistique en direct : scores, r�esum�es, classements, feuilles de matchs, calendrier.

Dans la continuit�e, nous avons travaill�e sur les donn�ees du projet CRE-Fusion, en utili-
sant des vid�eos de sport tir�ees de matchs de football. Dans un premier temps, nous avons
e�ectu�e l'annotation des images-cl�es de chaque plan dans les deux mi-temps du match
France/Portugal (Table 1.4) ainsi que la v�erit�e-terrain. L'annotation consistait �a d�ecrire
les plans vid�eos et les images-cl�es par des mots choisis dans un vocabulaire pr�ed�e�ni par
Orange-France T�el�ecom Labs. Au total, le vocabulaire comptabilise 11 concepts ou classes.
L'unit�e de traitement et d'�evaluation est l'image-cl�e. Nous avons appliqu�e l'outil propos�e
par Volkmer et al. [VTW04] pour la segmentation en plans. En e�et, les 96 minutes de
vid�eos (905 plans de 3385 images-cl�es) ont �et�e annot�ees et regroup�ees en deux ensembles :
2/3 pour l'entrâ�nement et 1/3 pour l'�evaluation.

7LSCOM : Large Scale Concept Ontology for Multimedia. URL http ://www.lscom.org
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Id Concepts Pos.Devel Pos.Test Pos.Total
1 Close-Up Action 617 200 817
2 Game Stop 76 81 157
3 Lateral Camera 92 50 142
4 Goal Camera 13 5 18
5 Global Center View 507 217 724
6 Global Rear View 6 13 19
7 Global Right View 142 21 163
8 Global Left View 208 144 352
9 Zoom on Public 94 139 233
10 Zoom on Player 246 156 402
11 Aerial View 15 15 30

Tab. 1.4 { Id des concepts. La quantit�e relative de chaque classe est pr�ecis�ee pour donner
une id�ee de la borne inf�erieure des performances �a obtenir.

1.5 Conclusion

Dans ce chapitre, nous avons introduit les syst�emes de recherche d'images et de vid�eos
par le contenu. Nous avons d�ecrit leurs structures g�en�erales et les di�cult�es qui peuvent
être rencontr�ees pour mettre en place avec pr�ecision le cadre des travaux pr�esent�es dans les
prochains chapitres par rapport �a un contexte national et international. En�n, une br�eve
pr�esentation du support vid�eo a �et�e e�ectu�ee, en particulier sur la segmentation temporelle
en sc�enes, en plans et la s�election des images-cl�es. Ainsi, le plan sera l'unit�e de base pour le
projet NoE K-Space, et l'image-cl�e pour CRE-Fusion.

Notre prochaine �etude se concentrera sur les caract�eristiques visuelles qui peuvent être
extraites du plan vid�eo. Ensuite, nous pr�esenterons les m�ethodes de classi�cation utilis�ees
dans cette th�ese.

Par ailleurs, une question int�eressante peut être pos�ee concernant la capacit�e de l'̂etre
humain �a d�etecter le contenu ou les objets dans une image. Quelles sont les caract�eristiques
qui lui permettent d'identi�er les concepts dans des images visuellement di��erentes, comme
le montre la Fig. 1.8 ? Les r�eponses �a ce genre de questions seront introduites dans le
prochain chapitre, inspir�ees des techniques d'apprentissage.

Fig. 1.8 { Exemple de di�cult�es qui peuvent être r�esolues par l'apprentissage. Grâce �a l'ap-
prentissage, l'être humain arrive facilement �a reconnâ�tre la \pomme" qu'elle soit compl�ete
ou d�ej�a entam�ee, malgr�e que les trois images pr�esentent des formes et des caract�eristiques
visuellement di��erentes.
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Id Id TREC Concepts Pos.Devel Pos.Test Pos.Total
1 1 Sports 106 42 148
2 3 Weather 51 34 85
3 4 Court 113 5 118
4 5 Office 921 453 1374
5 6 Meeting 548 270 818
6 7 Studio 358 468 826
7 8 Outdoor 3437 1812 5249
8 9 Building 1116 477 1593
9 10 Desert 61 15 76
10 11 Vegetation 1465 499 1964
11 12 Mountain 76 17 93
12 13 Road 660 297 957
13 14 Sky 1303 853 2156
14 15 Snow 36 91 127
15 16 Urban 1334 537 1871
16 17 Waterscape 355 414 769
17 18 Crowd 921 552 1473
18 19 Face 5484 2325 7809
19 20 Person 7099 2972 10071
20 23 Police Security 256 63 319
21 24 Military 232 74 306
22 25 Prisoner 13 7 20
23 26 Animal 405 271 676
24 27 Computer Tv 463 202 665
25 28 US Flag 10 0 10
26 29 Airplane 28 7 35
27 30 Car 417 187 604
28 31 Bus 47 40 87
29 32 Truck 95 19 114
30 33 Boat/Ship 101 151 252
31 34 Walking/Running 859 385 1244
32 35 People Marching 120 82 202
33 36 Explosion/Fire 12 19 31
34 37 Natural Disaster 19 21 40
35 38 Maps 50 31 81
36 39 Charts 126 80 206

Tab. 1.5 { Id des concepts TRECVid 2007.





Chapitre 2

Description et Classi�cation des
Caract�eristiques Visuelles

Cette partie pr�esente un �etat de l'art des technologies de description du contenu audiovi-
suel, bas�ees sur les descripteurs bas-niveau, dont ceux consid�er�es par le standard MPEG-7.
Dans un premier temps, nous allons d�e�nir ce qu'est un bon descripteur bas-niveau. Puis,
un �etat de l'art sur la description visuelle image et vid�eo est expos�e avec la m�ethodologie em-
ploy�ee pour l'extraction. En�n, nous porterons une attention particuli�ere �a la classi�cation,
o�u trois m�ethodes seront pr�esent�ees.

2.1 Description bas-niveau

2.1.1 Qu'est ce qu'un bon descripteur bas-niveau ?

Un bon descripteur est celui qui d�ecrit le contenu avec une grande variance, pour être
capable de distinguer tout type de m�edia, en prenant en compte la complexit�e de l'extraction,
de la taille du descripteur cod�e, de l'�echelle et de l'interop�erabilit�e 1. MPEG-7 d�e�nit un
ensemble de descripteurs, o�u quelques uns ne sont que des structures d'agr�egation ou de
localisation de certains descripteurs [Eid03]. Dans les paragraphes suivants, nous allons
mettre en avant les plus importants descripteurs utilis�es dans cette th�ese.

2.1.2 Descripteurs visuels MPEG-7

MPEG-7 est un standard ISO/IEC 15398 d�evelopp�e par le Moving Picture Experts Group
(MPEG) en 2001. Cette norme a �et�e �elabor�ee par des centres de recherche universitaires
et des industriels. A la di��erence avec MPEG-1, MPEG-2 et MPEG-4, qui standardisent
l'encodage même des documents audiovisuels, rendant respectivement possible l'apparition
de la vid�eo interactive sur le CDROM (VCD, SVCD, DVD), la t�el�evision digitale (satel-
lite, câble ou encore ADSL), le t�el�echargement, le streaming sur Internet, le multim�edia sur

1L'interop�erabilit�e est la capacit�e que poss�ede un syst�eme int�egralement connue, �a fonctionner avec
d'autres syst�emes existants ou futurs.

25



26 Chapitre 2. Description et Classi�cation des Caract�eristiques Visuelles

mobile et la t�el�evision haute d�e�nition, etc. Quant au MPEG-7 appel�e aussi "Multimedia
Content Description Interface", r�egit la description des documents audiovisuels et non l'en-
codage. La navigation, la recherche et le �ltrage peuvent donc s'op�erer sur ces descriptions
plutôt que sur les �chiers sources, ce qui �evite de devoir d�ecompresser ces derniers et de les
traiter �a chaque requête.

2.1.2.1 Descripteurs de couleur

La couleur est le descripteur le plus utilis�e dans la recherche d'images et de vid�eos par le
contenu. Elle a �et�e tr�es �etudi�ee durant les deux derni�eres d�ecennies. La version actuelle de
MPEG-7 [Mpe01a, Mpe01b] inclut un certain nombre d'histogrammes qui sont capables de
capturer la distribution de la couleur avec une pr�ecision raisonnable pour la recherche et la
d�etection d'image. Cela dit, il y a quelques dimensions �a prendre en consid�eration, incluant
le choix de l'espace de couleur, de la quanti�cation de l'espace de couleur et des valeurs
de l'histogramme. MPEG-7 supporte 5 espaces de couleurs : RGB, HSV, YCrCb, HMMD
et Monochrome. L'espace HMMD est compos�e de Hue (H), Maximum (Max), Minimum
(Min) des valeurs RGB et la Di��erence entre les valeurs Max et Min. Les descripteurs sont
d�e�nis de pr�ef�erence dans les espaces non-lin�eaires (HSV, HMMD) proche de la perception
humaine de la couleur. Maintenant, nous allons pr�esenter les d�etails techniques de chaque
descripteur :

1. Dominant Color Descriptor (DCD) sp�eci�e un ensemble de couleurs dominantes
dans l'image, o�u un petit nombre de couleurs est su�sant pour caract�eriser l'infor-
mation couleur [Cie00]. Dans [IRB02], l'auteur d�emontre qu'en moyenne, on a besoin
entre 4 et 6 couleurs pour cr�eer un mod�ele d'histogramme de couleurs. Le DCD est
obtenu par la quanti�cation des valeurs des pixels dans un ensemble deN couleurs
dominantes ci , pr�esent�ees comme les composantes du vecteur suivant.

DCD = f (ci ; pi ; vi ); sg i = f 1; 2; :::; N g (2.1)

o�u pi est le pourcentage de pixels dans l'image etvi la variance associ�ee �a ci . s est
la coh�erence spatiale (i.e. le nombre moyen de pixels en connections avec une couleur
dominante, utilisant une fenêtre masque 3x3).

2. Color Layout Descriptor (CLD) est une repr�esentation compacte de la distribu-
tion spatiale des couleurs [KY01]. Il est obtenu en utilisant la combinaison entre la
structure en bloc et le descripteur de couleurs dominantes, comme suit (Fig. 2.1) :
- Partitionnement : l'image est divis�ee en (8x8) blocs pour garantir l'invariance de la

r�esolution ou de l'�echelle [MOVY01] ;
- S�election des couleurs dominantes :pour chaque bloc, une couleur dominante est

s�electionn�ee. Les blocs sont transform�es en une s�erie de coe�cients en utilisant la
couleur dominante ou la couleur moyenne, pour obtenir les composantesCLD =
f Y; Cr; Cbg, o�u Y est le coe�cient de luminance, Cr et Cb pour la chrominance ;

- Transformation DCT : les trois composantes (Y, Cb et Cr) sont transform�ees en
trois ensembles de coe�cients DCT ;
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Fig. 2.1 { Etapes d'extraction du descripteur CLD.

- Quanti�cation non-lin�eaire : les coe�cients basse fr�equence sont extraits en utilisant
le balayage en zigzag et quanti��es, formant le CLD d'une image �xe.

3. Color Structure Descriptor (CSD) code la structure locale de la couleur dans
une image en utilisant un �el�ement structurant de dimension (8x8) comme le montre la
Fig. 2.2. Le CSD est obtenu en visitant tous les pixels de l'image. Ensuite, la fr�equence
d'occurrence des couleurs dans chaque �el�ement structurant est repr�esent�ee par quatre
possibilit�es de quanti�cation dans l'espace de couleur HMMD : 256, 128, 64 et 32
bins [MBE01].

Fig. 2.2 { Repr�esentation de l'�el�ement structurant pour le calcul du descripteur
CSD [MBE01].
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4. Scalable Color Descriptor (SCD) est d�e�nit comme une quanti�cation uniforme
de l'espace de couleur hue-saturation-value (HSV). Les valeurs des bins subissent une
quanti�cation non-lin�eaire pour r�ealiser un encodage e�cace. La di��erence r�eside dans
l'utilisation de la transformation de Haar (�ltre de Haar) par le SCD, s'exprimant ainsi
dans le domaine fr�equentiel. Cette transformation fournit une description compacte
et une repr�esentation multi-�echelles de l'histogramme [Mpe01a]. L'int�erêt de cette
multi-r�esolutions est le passage du grossier au ra�nement. Ce descripteur ne tient pas
compte de la structure locale de la couleur. Le codage par la transformation de Haar
est utilis�ee pour r�eduire le nombre de bins dans l'histogramme original �a 16, 32, 64,
128 o�u 256 bins.

Fig. 2.3 { Etapes d'extraction du descripteur SCD.

5. Group of Frame/Picture Descriptor (GoF/GoP) sont obtenus en combinant
le SCD de chaque frame/image comprise dans le groupe [MSS02]. Trois GoF/GoP
descripteurs sont propos�es �a base de la moyenne, m�ediane et d'intersection des histo-
grammes SCD.

2.1.2.2 Descripteurs de Texture

La texture, comme la couleur, est un descripteur bas-niveau tr�es e�cace pour l'indexa-
tion et la recherche par le contenu. Le standard MPEG-7 propose trois descripteurs de
texture : Homogeneous Texture, Browsing Texture, Edge Histogram (seulement deux se-
ront trait�es dans ce m�emoire).

1. Homogeneous Texture Descriptor (HTD) caract�erise la texture r�egionale utili-
sant des statistiques de fr�equences locales. La HTD est extraite par le �ltre de Gabor.
Les �ltres de Gabor ont la particularit�e de faire un �ltrage proche de celui r�ealiser par
notre perception visuelle. Ils sont sensibles �a l'orientation et �a la fr�equence [MOVY01].
Un ensemble de �ltres permet alors de capturer les directions et les fr�equences prin-
cipales de l'image. Un �ltre de Gabor est un �ltre de fr�equence pure modul�e par une
gaussienne. Trois param�etres doivent être sp�eci��es par l'utilisateur, la fr�equence maxi-
male, le nombre d'orientations et le nombre d'�echelles. Les travaux de Manjunath et
al. [MM96, RKK + 01] pr�esentent 6 �echelles, 5 canaux d'orientation et la fr�equence
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maximale de 0.5, comme le meilleur choix de param�etre de direction et d'angle, don-
nant au total 30 canaux, comme le montre la Fig. 2.4. Ensuite, l'�energiee et sa
d�eviation d sont calcul�ees pour chaque canal [MSS02, XZ06].

Fig. 2.4 { Exemple de partitionnement de l'espace de fr�equence pour le descripteur HTD
(6 temps de fr�equence, 5 canaux d'orientation).

Apr�es �ltrage, le premier et le second moments (avg, std) dans les 30 canaux de
fr�equences sont calcul�es, composant le descripteur HTD de 62-dimensions (Eq. 2.2).

HTD = [ avg;std; e1; :::; e30; d1; :::; d30] (2.2)

2. Edge Histogram Descriptor (EHD) exprime la distribution locale des contours
dans l'image. Un histogramme de contour repr�esente la fr�equence et l'orientation des
changements de luminosit�e dans l'image, essentiellement sur 5 types de bords (0� ,
45� , 90� , 135� , en plus du non-orientation). Plus pr�ecis�ement, l'image est divis�ee en
(4x4) sous-images sans chevauchement. Pour chaque sous-image, nous g�en�erons un
histogramme de contours de 80-dimensions (16 sous-images, 5 types de bords). Le
descripteur peut être am�eliorer en ajoutant un niveau global et semi-global sur la
localisation des contours dans l'image [PJW00].

Fig. 2.5 { Types de contours.

{ L'histogramme global des contours r�esume la distribution des contours sur toute
l'image, il est obtenu par l'addition des histogrammes locaux de chaque type de
bords pour obtenir un vecteur de 5 bins.
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{ L'histogramme semi-global des contours est obtenu par l'addition des histogrammes
locaux de 13 segments di��erents, comme le montre la Fig. 2.6, g�en�erant un vecteur
de 65-dimensions (13 sous-images, 5 types de bords).

Fig. 2.6 { Segments de sous-images pour l'histogramme semi-global.

2.1.2.3 Descripteurs de Formes

Semblable �a la couleur et �a la texture, la forme pr�esente un rôle important dans la
d�etection d'objets. Les descripteurs de formes sont moins d�evelopp�es que les deux pr�ec�edents
descripteurs due �a la complexit�e de la repr�esentation des formes. Dans le standard MPEG-
7, trois descripteurs sont propos�es : contour-based shape, region-based shape et 3D-shape.
Dans cette th�ese, nous avons utilis�e la premi�ere qui sera d�etaill�ee ci-dessous.

1. Contour-based Shape Descriptor (C-SD) pr�esente un objet 2D ferm�e ou un
contour de r�egion dans l'image. Il caract�erise les propri�et�es du contour. Dans [ZL03], il
a �et�e conclu que le descripteur �a base deCurvature Scale Space(CSS) o�re la meilleure
performance globale, et est robuste aux changements d'�echelle, �a la translation et �a la
rotation.

Fig. 2.7 { Repr�esentation de CSS pour un contour de poisson. (a) image originale, (b)N
points initialis�es sur le contour, (c) apr�es t it�erations (�ltrage passe bas), (d) contour �nal
convexe (Figure tir�ee de la pr�esentation de M. Vajihollahi [VF02])
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Le CSS consiste �a suivre les positions des points d'in
exion d'un contour, alors que
celui-ci subit une s�erie de �ltrage r�ep�etitif passe bas sur les coordonn�ees des pointsx
et y s�electionn�es du contour (Fig. 2.7). Au fur et �a mesure des it�erations de �ltrage, le
contour devient de plus en plus lisse et les in
exions non signi�catives sont �elimin�ees.
Les points d'in
exion qui subsistent sont consid�er�es comme �etant caract�eristiques du
contour. Ensuite, les points de s�eparation concaves, les parties convexes du contour et
les pics (maxima du contour de la carte CSS) sont identi��es, et les valeurs normalis�ees
sont enregistr�ees dans le descripteur. Des caract�eristiques suppl�ementaires telles que
l' excentricit�e 2 , la circularit�e , le nombre de sommetsdu contour original et �ltr�e
peuvent être introduites dans la formation du descripteur [MSS02].

2.1.2.4 Descripteurs de Mouvement

Les descripteurs de mouvements peuvent être tr�es utiles pour la d�etection du contenu
dans les s�equences vid�eos, introduisant sa dimension temporelle, qui est g�en�eralement tr�es
coûteuse en termes de temps de calcul et du grand volume d'informations. On pr�esentera
quatre descripteurs caract�erisant les di��erents aspects du mouvement : mouvement de la
camera, activit�e, trajectoire et le mouvement param�etrique.

1. Camera Motion Descriptor (CMD) d�etaille le mouvement fourni par une cam�era
�a un instant donn�e dans une sc�ene. Le CMD prend en compte le positionnement phy-
sique de la cam�era, particuli�erement l'axe optique tels que le panoramique horizontal
panning ou le panoramique vertical tilting , que les mouvements engendr�es par une
modi�cation de la focale comme pour lezoom avant ou arri�ere. Tous ces changements
au niveau de la cam�era induisent un mouvement global dans un plan image [MSS02].

Fig. 2.8 { Mouvements de base d'une cam�era. Les plus �etudi�es sont\pan, tilt, zoom" .

2L'excentricit�e est un param�etre caract�eristique d'une courbe conique. En fonction de sa valeur, on obtient
soit un cercle (e = 0), ellipse ( e =]0 ; 1[), parabole (e = 1), hyperbole ( e > 1).
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2. Motion Activity Descriptor (MAD) indique comment une sc�ene peut être per-
�cue par un t�el�espectateur comme : lente, rapide ou action se d�eroulant �a un certain
rythme [SMD02]. Un exemple d'unehaute activit�e est l'action de but dans un match
de football ou de tennis, tandis qu'unefaible activit�e comprend les journaux t�el�evi-
s�ees, les sc�enes d'interviews, etc. Des attributs compl�ementaires peuvent �egalement
être extraits. On citera :

- L'intensit�e du mouvement : bas�ee sur les d�eviations standards des amplitudes du
vecteur mouvement. Les d�eviations standards sont quanti��ees en cinq valeurs d'ac-
tivit�es, une valeur �elev�ee indique une forte activit�e et une petite valeur d'intensit�e
indique une faible activit�e.

- La direction du mouvement exprime la direction dominante quand le plan vid�eo
pr�esente plusieurs objets avec des activit�es di��erentes.

- La distribution spatiale de l'activit�e indique la taille et le nombre de r�egions actives
dans l'image. Par exemple, le visage de l'interviewer aurait une seule grande r�egion
active, tandis que la s�equence de rue aurait plusieurs petites r�egions actives.

- La distribution temporelle de l'activit�e exprime la variation de l'activit�e sur la dur�ee
du plan vid�eo.

3. Motion Trajectory Descriptor (MTD) pr�esente le d�eplacement des objets au
cour du temps. Le MTD est d�e�ni comme une localisation spatio-temporelle donn�ee
par la position d'un point repr�esentatif comme le centre de masse. La trajectoire est
repr�esent�ee par une liste de N � 1 vecteurs, o�u N est le nombre de frames dans
une s�equence vid�eo [MSS02]. Cependant, quand la vid�eo est longue, la description de
chaque frame demande un temps de calcul et un espace de stockage �elev�e. Pour cela,
un �echantillonnage des frames peut r�eduire les e�ets de deux limites pr�ec�edemment
cit�ees [YLK + 01]. Le sch�ema de description propos�e repr�esente chaque trajectoire de

Fig. 2.9 { Repr�esentation de la trajectoire du mouvement (1 dimension).

mouvement d'un objet, en utilisant une fonction polynomiale (Eq. 2.3). Les param�etres
i; x i ; yi ; vi , et a d�enotent l'index du segment, la position initiale du centro•�de (x; y), la
vitesse de l'objet et son acc�el�eration dans chaque segment. Le mod�ele de trajectoire
approxime la position spatiale du centro•�de au premier ou au second ordre (voir la
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Fig. 2.9). �
x(t) = x i + vx i (t � t i ) + 1

2ax i (t � t i )2

y(t) = yi + vyi (t � t i ) + 1
2ayi (t � t i )2 (2.3)

4. Parametric Motion Descriptor (PMD) repr�esente le mouvement global des objets
dans une s�equence vid�eo par un des mod�eles param�etriques du tableau 2.1 [MSS02].

Tab. 2.1 { Mod�eles param�etriques du mouvement.
Mod�eles �Equation

Translation
�

vx (x; y) = a1

vy(x; y) = a2

(2 param�etres)

Rotation/�echelle
�

vx (x; y) = a1 + a3x + a4y
vy(x; y) = a2 � a4x + a3y

(4 param�etres)

A�ne
�

vx (x; y) = a1 + a3x + a4y
vy(x; y) = a2 + a5x + a6y

(6 param�etres)

Perspective
�

vx (x; y) = ( a1 + a3x + a4y)=(1 + a7x + a8y)
vy(x; y) = ( a2 + a5x + a6y)=(1 + a7x + a8y)

(8 param�etres)

Quadratique
�

vx (x; y) = a1 + a3x + a4y + a7xy + a9x2 + a10y2

vy(x; y) = a2 + a5x + a6y + a8xy + a11x2 + a12y2

(12 param�etres)

o�u vx (x; y) et vy(x; y) repr�esentent le d�eplacement des composantes du pixel de co-
ordonn�ee (x; y). Le PMD sp�eci�e le mod�ele du mouvement, l'intervalle de temps, les
coordonn�ees et la valeur du param�etre ai .
Pour estimer le mouvement global dans une image, la m�ethode d'optimisation r�eguli�ere
peut être utilis�ee, o�u les variables sont les param�etres du mod�ele choisi et l'erreur de
compensation du mouvement est la fonction �a minimiser (Eq. 2.4) entre l'image du
mouvement transform�e I

0
et l'image r�ef�erence I .

� =
X

i

(I
0
(x

0

i ; y
0

i ) � I (x i ; yi ))2 (2.4)

2.1.3 Propri�et�es des descripteurs visuels MPEG-7

Les descripteurs de couleurs produisent des histogrammes avec de faible nombre de bins,
favorisant une rapide indexation et recherche des requêtes. Toutefois, les descripteurs CLD
et SCD pr�esentent un processus d'extraction plus complexe que les descripteurs DCD et
SCD, ce qui augmente le temps de calcul. Par ailleurs, les descripteurs de texture HTD (62
bins) et EDH (80 ou 150 bins) sont faciles �a extraire, mais impliquent un temps consid�erable
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de navigation. Concernant le descripteur de formes C-SD, il est en g�en�eral simple �a extraire
et tr�es discriminant. Il est invariant �a l'orientation et �a l'�echelle [MSS02]. Cependant, deux
inconv�enients sont �a mentionner : (1) le C-SD ne permet pas de saisir les caract�eristiques
globales, ce qui am�ene �a une pauvre pr�ecision de la m�ethode CSS pour les courbes qui ont
un petit nombre de concavit�es et de convexit�es. (2) Ils sont exigeants en temps de calcul
lors de l'extraction. D'autre part, le mouvement produit une description coh�erente, utile et
compl�ementaire aux descripteurs pr�ec�edents. On notera que la taille du MTD est propor-
tionnelle au nombre de points et des coordonn�ees du centre de masse. En�n, l'utilisation du
standard MPEG-7 est le r�esultat d'une concertation interne entre les di��erents partenaires
du projet NoE K-Space, a�n de pouvoir travailler la même base de description des plans
vid�eos, tout en permettant l'introduction d'autres informations.

2.1.4 Autres descripteurs

Dans cette partie, nous allons d�ecrire les descripteurs extraits �a partir des r�egions dans
l'image. Pour cela, une �etape de segmentation sera n�ecessaire.

2.1.4.1 Segmentation

La segmentation d'image a pour but de regrouper des pixels entre eux suivant des crit�eres
pr�e-d�e�nis, constituant une partition de l'image. Ce probl�eme particuli�erement di�cile qui
n'a actuellement pas de solution g�en�erique est largement trait�e dans la litt�erature. L'�etude
et l'analyse de nouveaux algorithmes de segmentation spatiale n'entre pas dans le cadre de
nos travaux de th�ese. Nous allons donc simplement pr�esenter la m�ethode pour laquelle nous
avons opt�e a�n de r�ealiser cette tâche.

Les images-cl�es des plans vid�eos sont segment�ees en r�egions homog�enes en utilisant deux
m�ethodes de segmentation : (1) en bloc, (2) segmentation de graphe [FH98]. Cette derni�ere
a �et�e s�electionn�ee pour sa capacit�e �a pr�eserver les d�etails dans les images avec peu de
variations et de les ignorer dans les images avec de grandes variations. De plus, l'algorithme
est assez rapide, permettant une segmentation enO(n logn) pour un graphe �a n arêtes. Une
illustration des r�esultats des deux m�ethodes est pr�esent�ee par la Fig. 2.13.

Segmentation en blocs

La premi�ere m�ethode de segmentation utilis�ee dans nos travaux, en particulier sur les
donn�ees du projet CRE-Fusion, est celle d'une division de l'image (576x720 pixels) en un
certain nombre de (6x6) sous-images sans chevauchement, comme le montre la Fig. 2.10. On
obtient 36 blocs repr�esentatifs de 96x120 pixels chacun. La couleur, la texture et les contours
sont ensuite extraits, plus de d�etails sur l'extraction des caract�eristiques sont donn�es dans le
partie 2.1.4.2. Notons que le nombre de blocs est choisi en prenant en compte deux points :
(1) l'obtention de blocs de taille repr�esentatif (i.e. poss�edant assez de pixels pour une bonne
repr�esentation de la couleur, les contours, etc) et (2) se pr�evenir d'une grande dimension
qui risque d'être produite dans l'�etape d'extraction des descripteurs.
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Fig. 2.10 { Segmentation en blocs d'une image.

Segmentation en r�egions �a base de graphe

Ici, nous allons bri�evement d�ecrire l'algorithme de segmentation de graphe d�ecrit dans
Felzenszwalb et al. [FH98] et qui sera utilis�e dans nos travaux. L'algorithme cherche �a prou-
ver l'existence de limites (fronti�eres) entre chaque paire des r�egions voisines. Initialement,
les noeuds du graphe non orient�esG = f V; Eg sont identi��es aux pixels de l'image (les
�el�ements de V) et les arcs sont construits entre un pixel et ses quatre voisins (en haut, en
bas, �a gauche et �a droite). Chaque arc e est pond�er�e par un poids w(e) mesurant la di��e-
rence entre les deux pixels connect�es par cet arc (e.g. la di��erence d'intensit�e, de couleur,
de texture, etc).

Dans cette repr�esentation, la segmentationS revient �a faire un partitionnement de V en
r�egion, o�u chaque r�egion Ci = f 1��� kg est un arbre recouvrant le poids minimum (ouMinimum
Spanning Tree (MST)) et d�e�nit ainsi un ensemble de pixels connexes sur l'image. Ainsi,
une suppression de tous les bords entre les di��erents pixelsx tel que w(x i ; x j ) > � . Chaque
r�egion est donc repr�esent�ee par sa variation interne Int (Ci ) (i.e. par le plus grand poidsw(e)
de Ci ). Deux r�egions se comparent par leur variation externeExt (Ci ; Cj ), correspondant
au poids minimum des arcs reliantCi et Cj comme le montre l'�equation (Eq. 2.5).

�
Int (Ci ) = max e2 MST(C,E) w(e)
Ext (C1; C2) = min vi 2 C1 ;vj 2 C2 ;(vi ;vj )2 E w((vi ; vj ))

(2.5)

La partition voulue est obtenue sur la base de l'algorithme de Kruskal3 [Pri57]. Au
d�epart S = f C1; C2; : : : ; CjV jg, aucun sommet n'est connect�e. On ajoute ensuite les arcs par
ordre croissant de leur poids, en �evitant les cycles comme le montre la Fig. 2.11. Un crit�ere
d'arrêt D (Ci ; Cj ) permet de limiter la croissance des r�egions :

D (Ci ; Cj ) =
�

1 si Ext (Ci ; Cj ) � min( Int (Ci ) + � i ; Int (Cj ) + � j )
0 ailleurs

(2.6)

3 Il est possible d'utiliser aussi l'algorithme de Prim [Kru56].
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Fig. 2.11 { Exemple de fonctionnement de l'algorithme de Kruskal sur un graphe �a 4 noeuds.

Fig. 2.12 { R�esultats de la segmentation obtenue avec trois valeurs du param�etreK (100,
200 et 300) qui module la �nesse de la segmentation.

Le seuil � sert �a p�enaliser le regroupement des grandes r�egions, il diminue avec la taille
de la r�egion. Selon [FH98], nous d�e�nissons� i = K=jCi j, o�u K > 0 est une constante etjCi j
est le nombre de pixels dans la r�egionCi . Plus K augmente, il favorise un regroupement
de r�egions comme le montre la Fig. 2.12. La propri�et�e principale de l'algorithme est de
respecter un crit�ere de bonne segmentation �a partir deD . La segmentation est dite :

{ trop �ne si D = 0 entre deux r�egions adjacentes (i.e. elles doivent être regroup�ees) ;
{ trop grossi�ere si D = 1, il est possible de partitionner une des r�egions.
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(a) r�ef�erence (b) Segmentation

Fig. 2.13 { Exemples de r�esultats de la segmentation sur des images couleurs et mono-
chrome. Source : collection de TRECVid.

2.1.4.2 Description des r�egions

La segmentation �etant r�ealis�ee, la prochaine �etape est la description des r�egions. Nous
avons retenu deux types de caract�eristiques :

{ La couleur : nous avons opt�e pour l'utilisation de deux espaces de couleur RGB et
HSV. Ce dernier est une transformation non-lin�eaire de l'espace RGB, et est percep-
tiblement plus appropri�e.

{ La Texture : Deux formes de texture sont repr�esent�ees :

1. Par les �ltres de Gabor : la texture est mod�elis�ee par les �energies des r�eponses
de 24 ou 48 �ltres de Gabor d�ecrites dans la partie deHomogeneousTexture. Nous
avons choisi les param�etres habituels, c'est �a dire une fr�equence maximale de 0.5,
six orientations et quatre �echelles [BH06].

2. Par les contours : les contours d'une image sont consid�er�es comme des caract�e-
ristiques importantes pour repr�esenter le contenu vu la sensibilit�e de la perception
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humaine. Pour localiser la distribution des contours, on utilise la m�ethode de seg-
mentation de l'image en blocs d�ecrite dans la partie 2.1.2.2. Ainsi, pour chaque
bloc, on g�en�ere un histogramme de contours. Cinq directions (0� , 45� , 90� , 135� ,
Non-direction) seront d�etect�ees [PJW00].

2.1.5 Construction du dictionnaire visuel et de la signature

Apr�es avoir e�ectu�e l'extraction des informations visuelles (i.e. couleurs, textures, etc)
de chaque r�egion des images-cl�es sous forme d'histogramme. Cette repr�esentation appel�ee
parfois signature ou index, est n�ecessaire pour r�esumer les descripteurs en une forme plus
exploitable par le syst�eme. Pour cela, un dictionnaire visuel est calcul�e en utilisant l'algo-
rithme de regroupement \K-means". Cet algorithme a �et�e s�electionn�e pour la simplicit�e de
sa mise en oeuvre et sa rapidit�e d'ex�ecution, permettant de d�eterminer un nombre pr�ed�e�ni
de centres qui repr�esentent au mieux l'ensemble des histogrammes. Ces centres (appel�es
aussi mots-cl�es visuels) composent alors un dictionnaire visuel par caract�eristique. Ainsi,
nous allons construire autant de dictionnaires que de caract�eristiques extraites.

Ensuite, chaque r�egion sera associ�ee �a un ou plusieurs mots-cl�es visuels du dictionnaire
visuel en utilisant une mesure de distance ; Euclidienne dans notre cas. Par ailleurs, on peut
dire que la signature est simplement le d�enombrement des mots-cl�es visuels. Elle permet
la comparaison entre deux signatures, en �etudiant leurs mots-cl�es visuels communs. Une
mesure num�erique de la similarit�e de deux signatures peut être obtenue par le calcule du
produit scalaire ou le cosinus. La Fig.2.14 illustre le principe qui vient d'̂etre d�ecrit.

Fig. 2.14 { Etapes de construction d'une signature.

Dans Souvannavong et al. [Sou05], une �etude comparant les r�esultats de la classi�cation
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en fonction du nombre de centres choisis pour la quanti�cation sur les donn�ees de TRECVid
2005, montre qu'�a partir de 1000 centres, les performances ne sont plus diminu�ees par la
quanti�cation. Le nombre de centres �a s�electionner est actuellement un probl�eme non r�esolu.
Seuls des essais et l'observation des performances moyennes permettent de le choisir, sachant
qu'il est �etroitement li�e aux requêtes (e.g. dans [Sou05], o�u les exp�eriences ne sont pas
reprises ici, on observe que pour le conceptFille , il faut prendre 2000 centres et 1000 pour
le conceptRequin ). Par ailleurs, les auteurs rel�event que la signature r�esultante sou�re de :

{ la segmentation, qui est rarement robuste aux changements de luminosit�e, de contraste
ou au mouvement, ce qui produit un d�ecalage de l'information r�esultante (i.e. les
�el�ements d'une sc�ene ne sont pas segment�es de la même mani�ere).

{ l'impr�ecision r�esultant de la quanti�cation (i.e. deux r�egions visuellement proches
peuvent être d�ecrite par deux mots-cl�es visuels di��erents).

Pour r�esoudre ces deux probl�emes, ils proposent d'appliquer la m�ethode d'analyse de
la s�emantique latente (LSA) initialement utiliser par Deerwester et al. [DDL + 90] dans le
but d'�etablir des relations de synonymie et polys�emie entre les mots en indexation des
documents textuels. Cela revient �a chercher les mots s�emantiquement similaires dans un
texte. Ainsi, l'utilisation de la SVD \d�ecomposition en valeurs singuli�eres" de la matrice
d'occurrence propos�ee par Souvannavong et al. [Sou05], permettra de mettre en valeur les
relations existantes entre les mots, en repr�esentant la matrice d'occurrencesC de taille
(NxM ) sous la forme :

C = UDV t (2.7)

avec,UUt = U t U = I N ; V t V = I N et D = diag( � 1; � 2; :::; � m ).

La d�ecomposition SVD en soi n'apporte aucun changement. Par contre, des e�ets tr�es
int�eressants sont observ�es en approximant la matrice diagonaleD par sesp plus grandes
valeurs singuli�eres f � i g. La matrice obtenue Ĉp contient de nouveaux coe�cients indiquant
de nouvelles relations entre les mots-cl�es visuels et les plans.

De la même mani�ere que pour le choix des centres, seuls les exp�erimentations peuvent
donner une id�ee sur le nombre de valeurs propres �a s�electionner. On note que si le nombre
de valeurs singuli�eres supprim�ees est �elev�e, il y aura plus d'�equivalences cr�e�ees y compris
celles qui n'auraient pas lieu d'̂etre. Si toutes les valeurs singuli�eres sont conserv�ees, aucune
relation n'est �etablie et les signatures ont facilement tendance �a être di��erentes �a cause
des probl�emes pr�ec�edemment cit�es. Les r�esultats pr�esentent une augmentation de 10% de
la pr�ecision moyenne en conservant seulement entre 6% et 8% des composantes des 2 000
centres. Les signatures de couleur et de texture sont donc r�eduites �a une taille de moins de
200 composantes pour 2 000 mots-cl�es visuels, r�eduisant la taille et le temps de calcul.

2.1.6 Discussion

Au d�ebut de cette th�ese, nous avons repris et utilis�e les travaux de Souvannavong et
al. [Sou05] sur la LSA, particuli�erement sur les donn�ees TRECVid 2005, qui rappelons le
pr�esente des plans vid�eos de journaux t�el�evis�ees avec un certain nombre r�eduit de concept.
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Or, les e�ets attendus de la LSA n'ont pas �et�e visibles sur les donn�ees de TRECVid 2007
qui introduisent des vid�eos noir et blanc d'archive, des dessins anim�es et des vid�eos com-
pl�etement di��erentes de celles de TRECVid 2005. Par cons�equent, nous avons d�ecid�e de ne
pas l'appliquer pour la suite de nos exp�erimentations et de travailler plus particuli�erement
sur la conception d'un syst�eme g�en�erique bas�e sur la fusion multi-niveaux par rapport au
processus de classi�cation. Pour cette raison, la prochaine section sera d�edi�ee �a la pr�esenta-
tion des m�ethodes de classi�cation utilis�ees dans nos travaux. Cependant, nous avons gard�e
la même structure pour la construction du dictionnaire visuel et de la signature.

2.2 La Classi�cation

La classi�cation est un processus qui permet l'estimation de la ou les classes auxquelles
un �el�ement/ objet x donn�e appartient. Elle peut être men�ee de deux mani�eres : aveugle
ou supervis�ee. Les m�ethodes aveugles (non supervis�ee) permettent de d�eterminer automa-
tiquement des classes au sein d'un ensemble puis de classer les �el�ements dans ces classes.
On citera comme exemple l'algorithmeK-means. Contrairement aux m�ethodes supervis�ees
qui n�ecessitent un ensemble d'entrâ�nement4. L'entrâ�nement permet alors de calculer les
param�etres des mod�eles s�electionn�es a�n de minimiser les erreurs de classi�cation. Le mo-
d�ele entrâ�n�e permet ensuite de classer de nouveaux �el�ements inconnus. On citera comme
exemple ler�eseau de neurones,le m�elange de gaussiennes,etc.

Cependant, la qualit�e des mod�eles d�epend de leur capacit�e de g�en�eralisation 5. Toutefois,
cette estimation est d�elicate et souvent un ensemble de validation est utilis�e pour valider le
mod�ele [Sou05].

Nos travaux de th�ese se place dans le cadre d'une classi�cation supervis�ee. Par ailleurs,
dans [ASS00], les auteurs montrent qu'il est possible de transformer un probl�eme de classi-
�cation multi-classes en plusieurs probl�emes bi-classes en utilisant le principe duun-contre-
tous (< one-against-all>). Chaque syst�eme binaire classi�e les �echantillons dans une classe
ou dans une autre qui comprend toutes les classes restantes. Cette m�ethode est adopt�ee
dans notre syst�eme de classi�cation.

Dans ce qui va suivre, nous allons expos�e les algorithmes les plus couramment utilis�es
en classi�cation supervis�ee par la communaut�e, particuli�erement : m�elanges de gaussiennes,
r�eseau de neurones et les machines �a vecteurs de support.

2.2.1 Mod�ele de M�elange de Gaussienne (GMM)

Si on a des �ev�enements issus d'une composition deN ph�enom�enes de distributions
inconnus. Dans ce cas, nous pouvons les mod�elis�es avec des distributions que l'on connâ�t,
de param�etres que l'on optimise pour les faire<coller> au mieux. De ce fait, la densit�e

4Un ensemble d'entrâ�nement est constitu�e de couples form�es par le descripteur d'un �el�ement et les classes
associ�ees.

5La g�en�eralisation peut se d�e�nir comme la capacit�e de classer correctement de nouveaux �el�ements qui
sont di��erents de ceux pr�esents dans l'ensemble d'entrâ�nement. Une bonne g�en�eralisation permet de garantir
une estimation correcte lorsque les �echantillons pr�esent�es di��erent de ceux pr�esents dans l'apprentissage.
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prendra la forme d'une composition de lois Normales6.
Un m�elange de gaussiennesmG est une fonction de densit�e de probabilit�e d�e�nie par

la somme pond�er�ee de plusieurs densit�es de probabilit�e qui suivent une loi gaussienne. Elle
permet de prendre en compte la diversit�e des classes et la pr�esence de sous-classes par
l'interm�ediaire des m�elanges et de la variabilit�e.

mG(x) =
nGX

i =1

� i N (� i ; � i )(x)

avecN (� i ; � i )(x) =
1

p
(2� )dj� i j

exp
�

�
1
2

(x � � i )T � � 1
i (x � � i )

�

et
nGX

i =1

� i = 1

Les param�etres � i ; � i (� i ; � i ) sont respectivement le poids de lai me gaussienne, sa moyenne
et sa matrice de covariance, avecnG �x�e �a priori. La principale di�cult�e de cette approche
consiste �a d�eterminer le meilleur param�etre ( �; � ). Pour cela, on cherche habituellement le
param�etre qui maximise la vraisemblance pour� individus :

L (x; �; � ) =
�X

k=1

log (mG(xk )) (2.8)

Ces param�etres sont souvent estim�es en utilisant l'algorithme it�eratif EM , qui repose sur
une optimisation it�erative des param�etres du mod�ele (moyennes, matrices de covariances,
et probabilit�es �a priori des composantes du m�elange) [PJKKK95]. Par ailleurs, les �etapes E
et M peuvent être conjointement r�ealisables comme d�ecrit ci-dessous :

p(cj =xi ; � t
i ) =

� j N (x i =� t
j )

P nG
v=1 � j N (x i =� t

v)
(2.9)

� t+1
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P �
i =1 p(cj =xi ; � t

i ) x iP �
i =1 p(cj =xi ; � t

i )
(2.10)

� t+1
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P �
i =1 (x i � � t+1

j )(x i � � t+1
j )T p(cj =xi ; � t

i )P �
i =1 p(cj =xi ; � t

i )
(2.11)

P(cj =xi ; � t+1
i ) = � j =

1
�

�X

i =1

p(cj =xi ; � t
i ) (2.12)

Une fois l'estimation e�ectu�ee, chaque individu se verra attribuer la classe �a laquelle il
appartient le plus probablement. Cependant, en ce qui concerne le nombre de gaussienne �a
estimer nG, plusieurs crit�eres peuvent être utiliser pour aider �a un choix automatique, on

6 l'id�ee des GMM se base sur le th�eor�eme de la limite centrale : \La moyenne de M variables al�eatoires
lorsque M �! 1 tend vers une gaussienne". Donc, on peut esp�erer qu'un ph�enom�ene naturel qui a plusieurs
causes al�eatoires en concurrence �a une distribution globale qui tend �a être gaussienne
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citera les crit�eres statistiques comme BIC (Bayesian Information Criteria) et ICL (Integrated
Completed Likelihood), etc [Aya07] ou des crit�eres propres au probl�eme tel que la pr�ecision
moyenne.

2.2.2 R�eseau de Neurones (NN)

Un r�eseau de neurones est un syst�eme compos�e de plusieurs unit�es (ou neurones) de
calcul simples fonctionnant en parall�ele, connect�ees entre elles par des liaisons a�ect�ees de
poids. Ces liaisons permettent �a chaque neurone de disposer d'un canal pour envoyer et rece-
voir des signaux en provenance d'autres neurones du r�eseau. Chacune de ces connexions re-
�coit un poids (une pond�eration), qui d�etermine sont impact sur les neurones qu'elle connecte.
Chaque neurone dispose ainsi d'une entr�ee, qui lui permet de recevoir de l'information des
autres neurones, mais aussi de ce que l'on appelle une fonction d'activation7, qui est dans
les cas les plus simple, une simple identit�e du r�esultat obtenu par l'entr�ee et en�n une sortie.

L'exemple le plus utilis�e d'un r�eseau de neurones est le perceptron multi-couches. Dans
un perceptron, plusieurs couches contenant des neurones sont connect�ees entre elles de
l'entr�ee vers la sortie. Chaque neurone d'une couche est connect�e �a tous les neurones de
la couche suivante et celle-ci seulement. A�n d'illustrer un peu ces propos, la Fig. 2.15
repr�esente le sch�ema type d'un perceptron �a trois couches :

Fig. 2.15 { R�eseau de neurones multi-couches �a deux couches cach�ees.

{ La couche d'entr�ee re�coit les donn�ees source que l'on veut utiliser pour l'analyse.
Dans notre cas, cette couche recevra les descripteurs bas-niveau des plans vid�eos. Sa
taille est donc directement d�etermin�ee par le nombre de variables d'entr�ees.

{ Les couches cach�ees n'ont qu'une utilit�e intrins�eque pour le r�eseau de neurones, sans
contact direct avec l'ext�erieur. Les fonctions d'activations sont souvent non lin�eaires
sur cette couche mais il n'y a pas de r�egle �a respecter. Le choix de sa taille n'est pas
implicite et doit être ajust�e. En g�en�eral, on peut commencer par une taille moyenne
des couches d'entr�ee et de sortie mais ce n'est pas toujours le meilleur choix. Il sera
souvent pr�ef�erable pour obtenir de bon r�esultats, d'essayer le plus de tailles possibles.

7Le choix de la fonction d'activation est un �el�ement important pour le r�eseau de neurones. Comme,
l'identit�e n'est pas toujours su�sante. Souvent, des fonctions non lin�eaires et plus �evolu�ees seront n�ecessaires
comme : la fonction logistique : f (x) = 1

1+exp ( � d:x )) , la tangente hyperbolique : f (x) = 2
1+exp ( � 2x ) � 1, la

fonction gaussienne : f (x) = exp ( � X 2

2 ) et la fonction �a seuil : f (x) = 0 si X < 0 et f (x) = 1 si X > 0
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{ La couche de sortie donne le r�esultat obtenu apr�es compilation par le r�eseau des
donn�ees d'entr�ee. Dans notre cas, cette couche donne les concepts d�etecter dans le
plan vid�eo. Sa taille est directement d�etermin�ee par le nombre de variables qu'on veut
en sortie.

L'apprentissage consiste tout d'abord �a calculer les pond�erations optimales des di��e-
rentes liaisons, en utilisant un �echantillon de donn�ee. La m�ethode la plus utilis�ee est la
r�etro-propagation : on introduit des valeurs de la couche d'entr�ee et en fonction de l'erreur
obtenue en sortie (le delta), on corrige les poids accord�es aux pond�erations. C'est un cycle
qui est r�ep�et�e jusqu'�a ce que la courbe d'erreurs du r�eseau ne soit croissante (il faut bien
prendre garde de ne pas sur-entrâ�ner un r�eseau de neurones qui deviendra alors moins
performant) ou apr�es un certain nombre d'it�erations pr�ealablement �x�e.

Il existe plusieurs type de r�eseau de neurones dans la litt�erature, les chercheurs n'ont de
cesse que d'inventer de nouveaux types de r�eseaux toujours mieux adapt�es �a la recherche
de solutions de probl�emes particuliers. Notre int�erêt s'est port�e sur un cas particulier des
MLP, qui est le r�eseau RBF (Radial Basis Function) [Bis95]. L'avantage principal des RBF
est qu'il est possible de fortement simpli�er l'apprentissage en divisant le travail en trois,
comme expliqu�e dans la suite. Pour autant que le nombre de donn�ees soit su�sant, les
r�esultats obtenus avec ce mod�ele sont aussi bons que ceux du MLP.

Dans un premier temps, on va bri�evement d�ecrire le r�eseau RBF (Fig. 2.16) qui est
constitu�e des couches suivantes :

{ La couche d'entr�ee : propage l'information donn�ee par l'entr�ee ;
{ La couche RBF : couche cach�ee qui contient les neurones RBF8. Les neurones sont

des gaussiennes centr�ees sur un point de l'espace d'entr�ee :f (x) = exp( x2

2� 2 ).
{ La couche de sortie :couche simple qui contient une fonction lin�eaire. Ainsi, la sortie

du r�eseau est une combinaison lin�eaire des sorties des neurones RBF multipli�es par le
poids de leurs connexions respectives.

Fig. 2.16 { Structure du r�eseau RBF.

L'apprentissage d'un RBF se d�eroule en trois phases : positionnement des centres (en
relation avec le nombre de neurones choisi dans l'unique couche cach�ee), d�etermination de
la largeur des noyaux gaussiens et adaptation des poids. Toute modi�cation d'un de ces

8Th�eoriquement, toute transformation non-lin�eaire pourrait être utilis�ee telle que la sigmo •�de. En pratique,
les fonctions radiales donnent de bons r�esultats pour les probl�emes d'approximation. Notre attention s'est
tourn�ee vers la fonction radiale de forme gaussienne.
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param�etres entrâ�ne directement un changement du comportement du r�eseau.

1. Le nombre de neurones RBF (N) et la position des gaussiennes sont deux param�etres
intimement li�es. Deux optiques sont possibles selon le nombre d'�el�ementI dans la base
d'apprentissage, soit :
{ I n'est pas trop grand et alors N = I . Dans ce cas-ci (le plus simple), le nombre

de neurones RBF est �egale au nombre d'exemples soumis au r�eseau. Chacune des
gaussiennes est alors centr�ee sur un des exemples ;

{ I est trop grand et on choisiN << I . Dans ce cas-ci, le nombre de neurones RBF
devient un v�eritable param�etre. Il n'existe pas de m�ethode pour le d�eterminer. Il
s'agit donc de trouver le nombre de centro•�des ad�equat li�e au probl�eme donn�e. Une
fois choisi, il faut d�eterminer leur position via une quanti�cation vectorielle (Lear-
ning Vector Quantization LVQ) par exemple. Cette solution permettra d'obtenir la
meilleure r�epartition des centro•�des possible.

2. Une fois tous les centrescj choisis, il faut d�eterminer la largeur � des gaussiennes.
Deux r�egles empiriques peuvent être prise :

{ si on choisit un � �egal pour toutes les gaussiennes.� = dp
M

, avec M = nombre de
centro•�des et d = maxjjci � cj jj , 1 � i; j � M ;

{ du moment ou rien ne nous impose de prendre le même� pour chaque centro•�de,
on pourra utiliser � i = 1

M
p

8

P N
i =1 jj x i � cj jj .

3. Le nombre et la position des centro•�des et la largeur des gaussiennes �x�ees, les poids
w de chacune des connexions (RBF-output) peuvent être calcul�es par l'�equation ma-
tricielle suivante :
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2.2.3 Machines �a Vecteur de Support (SVM)

SVM [Vap00] est l'algorithme de classi�cation le plus populaire de nos jours, permettant
d'�etendre la notion du neurone �a des con�gurations plus complexes des donn�ees. Son principe
repose sur la recherche d'une s�eparatrice dans un espace de grande dimension lorsque les
donn�ees d'entr�ees ne sont pas lin�eairement s�eparables dans l'espace d'origine. Elle pr�esente
deux forces : (1) la maximisation des marges (i.e. grandeur mesurant l'�ecart du mod�ele aux
points de l'entrâ�nement) autour de l'hyperplan s�eparateur lui assure de bonnes capacit�es
de g�en�eralisation et (2) la repr�esentation des donn�ees par un noyau 9 lui permet de r�esoudre
des probl�emes non-lin�eairement s�eparables.

9Une fonction noyau satisfaisant les conditions de Mercer peut être exprim�ee par un produit scalaire dans
un espace de dimension sup�erieur. Les conditions de Mercer garantissent qu'il existe un espaceF et une
fonction � : E ! F tel que K (x; y ) = �( x):�( y)



2.2. La Classi�cation 45

Fig. 2.17 { S�eparation lin�eaire dans un espace �a deux dimensions.

Plus formellement, soit X = f x i g l'ensemble des donn�ees �etiquet�ees suivantc = f� 1; 1g,
qui repr�esente la classe de chaque individu. L'id�ee de base est la recherche d'un hyperplan
H (x) = sign(wx + b) param�etr�e par ( w; b) qui s�epare deux classes lin�eairement :

H (x) =
�

1 si x � 0
� 1 sinon

(2.13)

La fronti�ere de d�ecision H (x) = 0 est un hyperplan s�eparateur. Rappelons que le but
est d'apprendre H (x) par le biais d'un ensemble d'apprentissageNL .

ci (w:x i + b) � 1 (2.14)

Le choix du s�eparateur n'est pas �evident. Il existe en e�et une in�nit�e de cas, dont
les performances en apprentissage sont identiques, mais les performances en g�en�eralisation
peuvent être tr�es di��erentes. Il a �et�e montr�e qu'il existe un unique hyperplan optimal, d�e�ni
comme l'hyperplan qui maximise la marge avec les �echantillons [Vap00]. La distance d'un
point x �a l'hyperplan est �egale �a H (x)=jjwjj

A�n de maximiser la marge � = 2
jj wjj (Fig. 2.17), il est n�ecessaire de minimiserkwk.

L'utilisation des multiplicateurs de Lagrange permettent de montrer que :

wopt =
NLX

i =1

� i ci x i (2.15)

NLX

i =1

� i ci = 0 (2.16)

� i � 0 (2.17)
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L'ensemble des param�etres de Lagrange� i 6= 0 d�e�nit les vecteurs de support vi qui
sont utilis�es. L'hypoth�ese construite est :

H SV M (x) = bopt +
N vX

i =1

� i vi x (2.18)

Cette �etude peut être g�en�eralis�ee au cas non lin�eaire en rempla�cant le produit scalaire par
une fonction noyauK (x; y) qui respecte les conditions de Mercer [CT00]. Les noyaux les plus
commun�ement utilis�es actuellement sont les noyaux polynomiauxK (x; y) = < F (x); F (y) > d

et gaussiensK (x; y) = exp ( � jj x � yjj 2

2� 2 ).
Dans cette th�ese, nous avons utilis�es la librairie SVMLight (Joachims [5]) avec un noyau

gaussien10 pour r�ealiser nos exp�eriences. Ce noyau poss�ede un param�etre de lissage� qui
doit soit être pr�ed�e�ni ou �x�e par validation crois�ee. L'ensemble de validation est alors
utilis�e pour estimer au mieux les trois param�etres intervenant dans le mod�ele (i.e. le lissage,
le nombre de composantes et le coût des erreurs). Nous obtenons en sortie des distancesdi

qui serons transformer en une estimation d'appartenance aux classes, �a travers l'adoptions
de la fonction sigmo•�de pour le calcule du degr�e de con�denceyj

i .

yj
i =

1
1 + exp ( � �d i )

(2.19)

o�u ( i; j ) repr�esente le i �eme concept et j �eme descripteur bas-niveau.� est un param�etre
obtenu exp�erimentalement qui repr�esente la pente.

2.3 Conclusion

Ce chapitre a �et�e d�edi�e �a la repr�esentation du contenu dans les plans vid�eo. Un �etat
de l'art sur les m�ethodes d'extraction des caract�eristiques visuelles a �et�e pr�esent�e avec
la description de la m�ethodologie employ�ee. Ensuite, nous avons abord�e le th�eme de la
classi�cation en pr�esentant trois des m�ethodes utilis�ees dans cette th�ese.

Le prochain chapitre va d�etailler comment peut ont combiner cet ensemble de caract�eris-
tiques h�et�erog�enes de mani�ere e�cace, en tenant compte des multiples di�cult�es expos�ees
pr�ec�edemment, le chapitre propose plusieurs contributions, concernant �a la fois la fusion des
descripteurs bas-niveau (feature fusion) et haut-niveau (classi�er fusion ) dans une optique
d'indexation automatique des plans et images-cl�es par le contenu.

10 Le noyau gaussien a �et�e pr�ef�er�e apr�es que l'utilisation de ce type de noyau dans un cas similaire de
classi�cation [Sou05], a donn�e de bonnes performances comparant �a d'autres choix.



Chapitre 3

Fusion Multi-niveaux pour
l'Analyse Multim�edia

Aujourd'hui, le nombre d'�etudes th�eoriques qui traitent de la classi�cation et de l'appren-
tissage automatique d'un point de vue g�en�eral, sans s'attacher �a une application particuli�ere,
reste tr�es faible. Bien qu'elles abordent les vrais probl�emes comme celui de la combinaison,
elles utilisent des hypoth�eses rarement v�eri��ees. Cela ne permet pas d'avoir une approche
g�en�erale qui traite le probl�eme de la combinaison de mani�ere satisfaisante dans tous les cas
de �gure. La mise en oeuvre d'une telle approche n'ira pas sans poser certaines questions :
Comment mod�eliser la combinaison des informations produites par des descripteurs bas-
niveau ou des classi�eurs et d'exploiter leurs compl�ementarit�es pour un probl�eme donn�e ?
En fonction de quels crit�eres et comment l'�evaluer ? Comment �evaluer la robustesse d'une
m�ethode donn�ee sur des applications di��erentes ? Ces questions restent des probl�emes ou-
verts et constituent un d�e� �a relever, ainsi, nous allons r�epondre �a ces interrogations.

Ce chapitre est d�ecompos�e en deux grandes parties. La premi�ere traite de la fusion de des-
cripteurs haut-niveau (fusion tardive) et la deuxi�eme de la fusion de descripteurs bas-niveau
(fusion pr�ecoce). Dans un premier temps, un �etat de l'art est conduit et nous en pro�tons
pour justi�er nos choix et les propositions apport�ees, en particulier l'adaptation de la th�eorie
des �evidences au r�eseau de neurones, donnant ainsi le \Neural Network based on Evidence
Theory (NNET)". Cette th�eorie a l'avantage de pr�esenter deux nouvelles informations im-
portantes pour la prise de d�ecision compar�ee aux m�ethodes probabilistes : l'ignorance du
syst�eme et le degr�e de croyance. Ensuite, le NNET a �et�e am�elior�e en int�egrant les relations
entre descripteurs et concepts, mod�elis�ees par un vecteur de pond�eration bas�e sur l'entropie
et la perplexit�e. La combinaison de ce vecteur avec les sorties de classi�eurs, nous donne le
\Perplexity-based Evidential Neural Network (PENN)". Dans un second temps, nous abor-
derons la fusion bas-niveau. Ceci n'a �et�e possible qu'apr�es une �etude statistique des donn�ees
avant et apr�es la fusion des caract�eristiques. En�n, l'�evaluation des r�esultats sur deux types
de bases de donn�ees est expos�ee, dans chacun des deux niveaux de combinaison. Avant cela,
nous allons introduire de fa�con g�en�erale cette notion de \fusion".

47
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3.1 La Fusion

Ces derni�eres ann�ees, la fusion d'informations est un domaine qui connâ�t une �evolution
importante, en particulier dans l'indexation et la recherche des documents multim�edia o�u
les sources d'informations se sont multipli�ees, qu'il s'agisse de capteurs, d'informations �a
priori, des caract�eristiques (image, audio, texte et mouvement), etc. Chaque source d'infor-
mation �etant en g�en�eral imparfaite et insu�sante, il est important d'en combiner plusieurs
a�n d'avoir une meilleure connaissance du<monde>. La fusion d'informations peut alors se
d�e�nir comme :

La combinaison d'informations souvent imparfaites et h�et�erog�enes, a�n d'ob-
tenir une information globale plus compl�ete, de meilleure qualit�e, permettant de
mieux d�ecider et d'agir.

On pourra aussi citer quelques d�e�nitions, qui ont globalement, toutes �a peu pr�es la
même signi�cation [Ram01].

1. Roger Reynaud La fusion de donn�ees d�ecrit les m�ethodes et les techniques num�e-
riques permettant de m�elanger des informations provenant de sources di��erentes (nous
parlerons aussi de modalit�es di��erentes) a�n d'obtenir une d�ecision ou une estimation .

2. Mongi A. Abidi Data fusion deals with the synergetic combination of information
made available by various knowledge sources such as sensors, in order to provide a
better understanding of a given scene.

3. M. Kokar Multisensor fusion is de�ned as the process of combining inputs from
sensors with information from other sensors, information processing blocks, databases,
or knowledge bases, into one representational format.

Une des caract�eristiques importantes de l'information est son imperfection. Elle peut
prendre les formes suivantes :

{ l'incertitude est relative �a la v�erit�e d'une information et caract�erise son degr�e de
conformit�e �a la r�ealit�e ;

{ l'impr�ecision concerne le contenu de l'information et mesure donc son d�efaut quan-
titatif de connaissance ;

{ l'incompl�etude caract�erise l'absence d'information apport�ee par la source sur cer-
tains aspects du probl�eme ;

{ l'ambigu •�t�e exprime la capacit�e d'une information de conduire �a deux interpr�eta-
tions. Elle peut provenir des imperfections pr�ec�edentes ;

{ le con
it caract�erise deux ou plusieurs informations conduisant �a des interpr�etations
contradictoires et donc incompatibles. Les situations con
ictuelles sont fr�equentes
dans les probl�emes de fusion et posent toujours des probl�emes di�ciles �a r�esoudre.

D'autres caract�eristiques de l'information peuvent être vues comme positives et sont
exploit�ees pour limiter les imperfections.

{ la redondance apporte plusieurs fois la même information, elle est observ�ee dans la
mesure o�u les sources donnent des informations sur le même ph�enom�ene, cela permet
de r�eduire les incertitudes et les impr�ecisions ;
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{ la compl�ementarit�e apporte des informations sur des grandeurs di��erentes du ph�e-
nom�ene observ�e. Elle est exploit�ee directement dans le processus de fusion pour avoir
une information globale plus compl�ete et pour lever les ambigu•�t�es.

3.2 Fusion de descripteurs haut-niveau

La fusion de descripteurs haut-niveau (High-Level Feature HLF) appel�ee aussi fusion/
combinaison de classi�eurs, a �et�e propos�ee comme une voie de recherche permettant de �abi-
liser la reconnaissance en utilisant la compl�ementarit�e qui peut exister entre les classi�eurs.
Sur ce point, la litt�erature abonde de travaux pr�esentant des m�ethodes de combinaison
qui se di��erencient aussi bien par le type d'informations apport�ees par chaque classi�eur
que par leurs capacit�es d'apprentissage et d'adaptation. Cette section a pour objectif de
pr�esenter les recherches actuelles sur la combinaison parall�ele de classi�eurs. Tout d'abord,
nous rappelons la probl�ematique g�en�erale de la combinaison parall�ele et proposons une di-
chotomie des m�ethodes de combinaison en fonction de crit�eres que nous justi�ons. Nous
d�etaillons les m�ethodes les plus connues dans la litt�erature ainsi que les d�eveloppements
r�ecents dans le domaine. Ensuite, nous pr�esenterons une nouvelle m�ethode de combinai-
son bas�ee sur la th�eorie des �evidences NNET. En�n, une version am�elior�ee qu'on appellera
PENN \Perplexity-based Evidential Neural Network" sera propos�ee.

3.2.1 �Etat de l'art

La combinaison parall�ele de classi�eurs peut se pr�esenter de la fa�con suivante : �etant
donn�e un ensemble deL classi�eurs se pronon�cant chacun ind�ependamment sur une même
forme �a reconnâ�tre, comment �elaborer une r�eponse �nale unique �a partir des L r�esultats
fournis (Fig. 3.1). Ce probl�eme de combinaison parall�ele n�ecessite d'abord de rappeler ce
qu'on entend g�en�eralement par < classi�eur > dans le cadre de la combinaison puis d'exami-
ner les crit�eres �a prendre en compte pour cat�egoriser les di��erentes m�ethodes de combinaison
pr�esent�ees dans la litt�erature.

3.2.1.1 D�e�nition d'un classi�eur dans le cadre de la combinaison

Nous appelonsclassi�eur tout outil de reconnaissance qui re�coit un �el�ement x (e.g.
forme, objet, etc) en entr�ee et donne des informations �a propos de la classe de celle-ci. Cet
outil est vu comme une fonction qui, �a l'aide des descripteurs dex �a reconnâ�tre, d�ecide de
lui attribuer la classe Ci parmi un nombre �ni de classes possiblesi = f 1; :::; M g.

Les r�eponses fournies par un classi�eur peuvent être divis�ees en deux cat�egories suivant
le type d'information apport�e :

{ type classe :ej (x) = Ci (i 2 f 1; :::; M g), indique que le classi�eur j a attribu�e la classe
Ci �a x.

{ type mesure : ej (x) = ( mj
1; mj

2; :::; mj
M ) o�u mj

i est la mesure attribu�ee �a la classei par
le classi�eur j .

Chaque type de sortie correspond �a un niveau d'information di��erent fourni par le clas-
si�eur. La sortie de type classe est la plus g�en�erale mais apporte le moins d'informations. La
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Fig. 3.1 { Sch�ema de combinaison parall�ele de classi�eurs.

sortie de type mesure est plus riche en information puisqu'elle re
�ete le niveau de con�ance
du classi�eur dans ses propositions. Toutefois, ces mesures ne sont pas toujours compa-
rables (une distance, une probabilit�e �a posteriori, une valeur de con�ance ou une fonction
de croyance), par cons�equent, une normalisation est souvent n�ecessaire.

3.2.1.2 Dichotomie des m�ethodes de combinaison

Plusieurs regroupements des m�ethodes de combinaison ont �et�e propos�ees dans la litt�era-
ture [KBD01, DT00, XKS92]. Dans [KBD01], Kuncheva fait la di��erence entre la fusion et
la s�election. La fusion consiste �a combiner toutes les sorties, alors que la s�election consiste
�a choisir les "meilleurs" parmi un ensemble de classi�eurs possibles pour identi�er la forme
inconnue.

Duin [DT00], distingue 2 types de m�ethodes de combinaison dans la fusion : (1) com-
binaison des classi�eurs di��erents et (2) de classi�eurs faibles. Cette derni�ere pr�esente la
même structure mais entrâ�n�ee sur des donn�ees di��erentes.

Un autre regroupement est propos�e par Xu [XKS92], qui distingue les m�ethodes de
combinaison uniquement par le type de sortie des classi�eurs (classe, mesure) pr�esent�e en
entr�ee de la combinaison. Jain [JDM00], construit une dichotomie suivant deux crit�eres :
le type de sorties des classi�eurs et leur capacit�e d'apprentissage. Ce dernier crit�ere est
aussi utilis�e par Kuncheva [Kun03] pour s�eparer les m�ethodes de fusion. Les m�ethodes
avec apprentissage permettent de chercher et d'adapter les param�etres �a utiliser dans la
combinaison suivant la base des exemples disponibles. Les m�ethodes sans apprentissage
se contentent d'utiliser seulement et simplement les sorties des classi�eurs sans int�egrer
d'autres informations �a priori sur les performances de chacun des classi�eurs.

Nous proposons une dichotomie (Fig. 3.2) qui permet de distinguer au premier niveau
les m�ethodes de fusion. Ces derni�eres peuvent être s�epar�ees suivant la nature des classi�eurs
combin�es : combinaison de classi�eurs faibles ou de classi�eurs di��erents. Si dans le premier
cas, les m�ethodes combinent les r�esultats de classi�eurs identiques mais entrâ�n�es sur des
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donn�ees de distributions di��erentes, la situation est enti�erement di��erente en ce qui concerne
la deuxi�eme m�ethode dans laquelle est combin�ee des classi�eurs qui se di��erencient aussi
bien par leur structure que par les donn�ees trait�ees et les caract�eristiques utilis�ees.

Dans les m�ethodes de combinaison de classi�eurs di��erents, on distingue les m�ethodes
dites < �g�ees > ou sans apprentissage et des m�ethodes avec apprentissage qui cherchent �a
apprendre, sur les donn�ees disponibles, les param�etres n�ecessaires �a la combinaison. En�n,
la complexit�e de ces m�ethodes peut varier en fonction du niveau d'information associ�e aux
r�eponses fournies par les classi�eurs �a combiner (sortie de type classe, mesure).

Fig. 3.2 { Dichotomie des m�ethodes de combinaison parall�ele de classi�eurs.

3.2.1.3 Combinaison de classi�eurs di��erents

Les classi�eurs peuvent être de di��erentes natures (e.g. combinaison entre la sortie d'un
r�eseau de neurones et d'un SVM). Ci-dessous, nous allons d�ecrire les m�ethodes avec et sans
entrâ�nement.

M�ethodes sans apprentissage

Les classi�eurs de type classe proposent uniquement la classe d'appartenance de l'�el�e-
ment �a reconnâ�tre, ainsi les seules m�ethodes �a appliquer pour combiner ces r�esultats sans
apprentissage sont bas�ees sur le principe de vote. Elles sont tr�es utilis�ees pour la reconnais-
sance de l'�ecriture [CTS94]. Toutes les m�ethodes de votes peuvent être d�eriv�ees de la r�egle
de majorit�e avec seuil, exprim�ee par :
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E(x) =
�

Ci si
P

ej � �L
Rejet sinon

(3.1)

o�u L est le nombre de classi�eurs �a combiner.
Pour � = 1, la classe �nale est choisie si tous les classi�eurs proposent cette r�eponse

sinon il y a rejet de la r�eponse. Cette m�ethode restrictive qui n'accepte pas de risque possible
est appel�ee majorit�e unanime . Pour � = 0 :5, cela signi�e que la classe �nale est d�ecid�ee
si plus de la moiti�e des classi�eurs l'ont propos�e, on est dans un vote �a majorit�e absolue.
Pour � = 0, il s'agit de la majorit�e simple o�u la d�ecision �nale est la classe la plus propos�ee
parmi les L classi�eurs. Dans la majorit�e pond�er�ee , la r�eponse de chaque classi�eur est
pond�er�ee par un coe�cient indiquant son importance dans la combinaison [AB96]. Cette
derni�ere sera utilis�ee ult�erieurement comme proposition pour am�eliorer l'entrâ�nement (voir
section 3.2.1.4).

Les classi�eurs de type mesure combinent des valeurs qui re
�etent le degr�e de con�ance
sur l'appartenance de l'�el�ement �a reconnâ�tre en chacune des classes. Dans ce cas, la r�egle
de d�ecision est donn�ee par les m�ethodes lin�eaires qui consistent tout simplement �a appliquer
aux sorties des classi�eurs une combinaison lin�eaire [Ho92] :

E (x) =
LX

k=1

� kmk
i (3.2)

� k est le coe�cient qui d�etermine l'importance attribu�ee au k i�eme classi�eur dans la
combinaison etmk

i est la r�eponse pour la classei .

M�ethodes avec apprentissage

Contrairement aux techniques �a base de votes, plusieurs m�ethodes utilisent l'�etape d'ap-
prentissage pour combiner les sorties de classi�eurs, consid�erant la combinaison comme une
�etape de classi�cation, en particulier en utilisant les m�ethodes probabilistes qui estiment
une probabilit�e repr�esentant un degr�e d'appartenance �a une classe. Quelques m�ethodes ont
�et�e abord�ees dans la section 2.2. On citera : le r�eseau de neurones, le m�elange de gaussienne,
le classi�eur K -plus proche voisins, th�eorie bayesienne, etc. Dans cette partie, nous allons
d�ecrire la combinaison bayesienne, suivie de trois m�ethodes e�caces de combinaison.

Notations :
{ Soient e = f e1; :::; eL g le vecteur deL sorties de classi�eurs (i.e. un classi�eur SVM

par descripteur) ;
{ c = f c1; c2; :::; cM g ensemble deM classes.

1. Na•�ve bayesienne (BN)
Rappel :
{ La formule de Bayes : p(A=B ) = p(B=A )p(A)

p(B )
{ La r�egle de classi�cation de Bayes recommande de classer le vecteure dans la classe

ck pour laquelle P(ck=e) est maximale. Ce qui revient �a maximiser p(e=ck )p(ck )
p(e) . Soit

encorep(e=ck )p(ck ), du moment ou p(e) ne d�epend pas deck .
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La m�ethode na•�ve bayesienne repose sur l'hypoth�ese de l'ind�ependance entre les entr�ees
des sources d'informations. Pour pouvoir appliquer la r�egle de Bayes, il faut donc
pouvoir estimer p(e=ck ) =

Q L
i =1 p(ei =ck ) et p(ck ) = nk

n . Ce dernier est calcul�e par
l'ensemble d'entrâ�nement (i.e.nk nombre d'�el�ements d'un total de n qui appartiennent
�a la classe ck ).
Grâce �a cette hypoth�ese, la r�egle de classi�cation de Bayes devient alors :classer le
vecteur e dans la classeck qui maximise : p(ck )

Q L
i =1 p(ei =ck ).

Lors de la description des donn�ees, nous n'avons pas pu �etudier la validit�e de cette
hypoth�ese. Cette m�ethode de fusion ne peut se justi�er.

2. D�ecision Template (DT) a �et�e propos�ee par Kuncheva [KBD01, Kun03]. Comme
son nom l'indique, cette technique repose sur l'utilisation de "patrons de d�ecision".
Elle utilise une approche reposant sur le calcul d'une distance �a des prototypes qui
n�ecessite un apprentissage pour la d�etermination du patron pour chacune des classes.
Ce dernier correspond �a la moyenne des sorties num�eriques des di��erentes sources
pour tous les individus d'une même classe.
Formellement, soit Tk , l'ensemble d'individus e de l'ensemble d'apprentissage apparte-
nant �a la classe ck . Le patron de d�ecision DT k associ�e �a la classek est alors d�etermin�e
par la formule suivante :

DT k =

P
e(i;j )2 Tk

P i
j

Card(Tk )
(3.3)

Fig. 3.3 { Sch�ema descriptif de la m�ethode D�ecision Template.

Un patron de d�ecision est donc une matrice de taille [L; M ] avec L classi�eurs et M
classes. Pour e�ectuer la fusion des informations en disposant deM pro�ls de d�ecision,
il reste donc �a d�eterminer quel patron de d�ecision est le plus similaire au pro�l de
l'individu �a classer. Le pro�l d'un individu �etant constitu�e des sorties de toutes les
sources, c'est �a dire, dans notre cas, des probabilit�es �a posteriori repr�esent�ees par la
matrice DP (Decision Pro�l ).
Plusieurs mesures de similarit�e peuvent être envisag�ees. Par exemple, il est possible
d'utiliser la mesure de similarit�e suivante :

Sim(DP (et ); DT k ) =

P L;M
i;j =1 min(DP (et ) i;j ; DT k

i;j )
P L;M

i;j =1 max(DP (et ) i;j ; DT k
i;j )

(3.4)
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O�u �a partir de la distance Euclidienne.

Sim(DP (et ); DT k ) = 1 �
1

LM

LX

i =1

MX

j =1

(DP (et ) i;j � DT k
i;j ) (3.5)

Finalement, la d�ecision est prise grâce au maximum des di��erentes similarit�es. Nous
avons utilis�e la distance Euclidienne pour tester cette m�ethode. D'autres normes ont
�et�e �evalu�ees, on citera Mahalanobis et Manhattan. Les r�esultats de la comparaison de
ces normes dans [BH06] montrent que la mesure Euclidienne est celle qui a donn�ee le
plus de satisfaction.

3. Les Algorithmes G�en�etiques (AG) : Plusieurs op�erations simples comme le mi-
nimum, le maximum et la somme peuvent être appliqu�e dans le domaine de la fusion,
mais le choix reste arbitraire. Souvannavong et al. [Sou05] proposent d'utiliser l'arbre
binaire bas�e sur l'algorithme g�en�etique pour s�electionner la meilleure formule menant
�a la fusion. La partie suivante d�ecrit la repr�esentation des combinaisons possibles pour
e�ectuer la fusion. Ensuite, nous verrons comment les algorithmes g�en�etiques g�en�erent
et s�electionnent les meilleures combinaisons.

Les arbres binaires pour la fusion :
Les quatre op�erations retenues en premier lieu sont la somme, le produit, le maximum
et le minimum. Elles ont un sens particulier dans un cadre probabiliste qui convient
parfaitement au probl�eme de la fusion.
{ La somme permet de mettre l'accent sur la pr�esence d'un concept dans une des

modalit�es au moins ;
{ Le produit valorise les concepts pr�esents dans toutes les modalit�es ;
{ Le maximum et le minimum permettent d'e�ectuer une s�election par vote.

L'objectif est de mod�eliser l'ensemble des combinaisons possibles en utilisant les op�e-
rations cit�ees. Les arbres binaires sont alors une bonne solution pour repr�esenter l'en-
semble des fonctions possibles. Les feuilles correspondent aux descripteurs tandis que
les noeuds identi�ent les op�erations �a mener. La structure hi�erarchique implique un
ordre dans le d�eroulement des op�erations, ce qui permet d'e�ectuer certaines op�era-
tions en priorit�e (une somme avant un produit par exemple). La Fig 3.4 illustre la
repr�esentation d'une fonction par un arbre binaire.
Le nombre de con�gurations possibles d'un arbre binaire complet �an noeuds internes
est �egale aun-�eme nombre de Catalan1 Cn [Sou05]. Sachant que pour chaque noeud,
quatre op�erations sont propos�ees, le nombre de formules possibles est alors de 4nCn ,
avec :

Cn =
(2n)!

n!(n + 1)!
(3.6)

1Nombre de Catalan est une suite de nombres que l'on rencontre souvent pour compter des objets (e.g.
combien de graphes di��erents peut-être form�es ?).
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Fig. 3.4 { Repr�esentation d'une fonction par un arbre binaire.

Etant donn�e le grand nombre de combinaisons possibles, il n'est pas concevable d'ef-
fectuer une recherche exhaustive de la solution. L'algorithme g�en�etique est une m�e-
thode adapt�ee pour trouver e�cacement la meilleure combinaison rapidement. Pour
un probl�eme d'optimisation donn�e, un individu repr�esente un point de l'espace des
�etats. On lui associe la valeur du crit�ere �a optimiser. L'algorithme g�en�ere ensuite de
fa�con it�erative des populations d'individus sur lesquelles ils appliquent des processus
de s�election, de croisement et de mutation. La s�election a pour but de favoriser les
meilleurs �el�ements de la population, tandis que le croisement et la mutation assurent
une exploration e�cace de l'espace des �etats.
Le m�ecanisme consiste �a faire �evoluer, �a partir d'un tirage initial, un ensemble de
points de l'espace vers le ou les optima d'un probl�eme d'optimisation. L'ensemble du
processus s'e�ectue �a taille de population constante, not�eenP . A�n de faire �evoluer
ces populations de la g�en�eration k �a la g�en�eration k+1, trois op�erations sont e�ectu�ees
pour tous les individus de la g�en�eration k :

(a) Une s�election d'individus de la g�en�eration k est e�ectu�ee de fa�con �a privil�egier
la reproduction des bons �el�ements au d�etriment des mauvais.

(b) L'op�erateur de croisement est appliqu�e avec une probabilit�e Pc �a deux �el�ements
de la g�en�eration k (parents) qui sont alors transform�es en deux nouveaux �el�ements
(les enfants) destin�es �a les remplacer dans la g�en�eration k + 1 ;

(c) Certaines composantes (les g�enes) de ces individus peuvent ensuite être modi��ees
avec une probabilit�e Pm par l'op�erateur de mutation . Cette proc�edure vise �a
introduire de la nouveaut�e dans la population.

L'�evolution de la population permet de trouver des solutions qui se ra�nent avec le
temps. Par nature, les algorithmes g�en�etiques peuvent �evoluer ind�e�niment et mettre
au jour de nouvelles solutions. Toutefois, il est pr�ef�erable de d�e�nir des crit�eres d'arrêts.
Deux crit�eres sont souvent utilis�es :
{ le premier d�etecte la stabilit�e du crit�ere �a optimiser au cours du temps ;
{ le second impose un nombre d'it�erations limit�e.
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Au �nal, la th�eorie des algorithmes g�en�etiques est particuli�erement simple et sa mise
en oeuvre est facile. Seules les fonctions de mutation et de fusion sont d�elicates �a
d�e�nir et sp�eci�ques �a chaque situation. La proc�edure compl�ete est d�ecrite dans la
th�ese de F. Souvannavong [Sou05].

4. Behavior Knowledge Space (BKS) : Contrairement aux m�ethodes de fusion po-
pulaire qui se basent sur l'hypoth�ese d'ind�ependance entre classi�eurs, BKS s'inscrit
dans la non n�ecessit�e de cette hypoth�ese. En e�et, elle permet de prendre en compte
les d�ependances et les int�egrent directement dans la r�egle de d�ecision. Le BKS est un
espace �aL-dimensions ou chaque dimension correspond �a la d�ecision d'un classi�eur
individuel [RR03]. Elle utilise un espace de connaissance qui contient toutes les d�eci-
sions des classi�eurs ce qui permet de connâ�tre leurs comportements. Le BKS est bas�e
sur deux �etapes : \l'entrâ�nement" et la \d�ecision". Dans la premi�ere �etape, la table
BKS est construite en utilisant les L classi�eurs et les trois informations suivantes : le
nombre total des �echantillons d'entr�ee Ti , la classe la plus repr�esent�eeRc et le nombre
d'�echantillons par classe N c

i . Ensuite, la d�ecision est prise comme suit :

F (P) =

(
Rc ; si T i > 0 et N Pc

i
Ti

� � ;
Rejet ; sinon:

o�u � 2 [0; 1] est un seuil qui contrôle la �abilit�e de la d�ecision �nale, obtenu par
l'apprentissage.

Cependant, le BKS pr�esente quelques inconv�enients :
- exige des ensembles d'entrâ�nements riches et repr�esentatifs ;
- pr�esente un risque de sur-apprentissage ;
- dans le cas d'un petit ensemble, beaucoup de cellules de la matrice BKS seront vides

r�eduisant le nombre de cas d'estimation.

3.2.1.4 Combinaison de classi�eurs faibles

Pour am�eliorer le r�esultat des classi�eurs faibles (i.e. n'importe quel algorithme l�eg�e-
rement meilleur que le hasard), il est souvent utilis�e une des deux premi�eres m�ethodes
suivantes :

1. AdaBoost est une m�ethode d'agr�egation de classi�eurs, non seulement la plus ef-
�cace en pratique, mais �egalement celle qui repose sur des propri�et�es th�eoriques les
plus solides. C'est une technique g�en�erale qui permet de transformer des r�egles de
d�ecisions grossi�eres en une r�egle de d�ecision tr�es pr�ecise. La mise �a jour adaptative
de la distribution des exemples, visant �a augmenter le poids de ceux mal appris par
le classi�eur pr�ec�edent, force l'apprenant �a se concentrer sur les exemples di�ciles.
Une relance du classi�eur sur cet nouvel ensemble pond�er�e, permet d'am�eliorer les
performances de n'importe quel algorithme d'apprentissage. Les hypoth�eseshi (x) et
leurs poids � i sont construites incr�ementalement par le même classi�eur de mani�ere
s�equentielle. En�n, la d�ecision se fait en utilisant la r�egle :
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H (x) = signe

 
TX

i =1

� i hi (x)

!

(3.7)

Fig. 3.5 { Algorithme de l'Adaboost.

N�eanmoins, les capacit�es de l'Adaboost �a être immunis�e contre le sur-apprentissage
ont �et�e remises en cause d�es qu'il s'agit de l'appliquer �a des donn�ees fortement bruit�ees.
Cette situation est fr�equente avec les bases modernes, issues des nouvelles technologies
d'acquisition de donn�ees, comme le Web. La vitesse de convergence du boosting se
trouve �egalement p�enalis�ee sur ce type de bases [FS96]. Notons aussi qu'il faut r�egler
le param�etre T (le nombre d'it�erations).

2. Bagging est bas�ee sur le concept duB oostrapping et d'aggreging , con�cu pour g�en�e-
rer au hasard et avec remiseK copies ind�ependantes deN objets X b = ( X b

1; :::; X b
n )

appel�ees boostrap �a partir de l'ensemble initial des �echantillons d'apprentissage. Ceci
est dans le but de construire un classi�eur avec chacune de ces copies. L'agr�egation
consiste �a combiner ces classi�eurs en utilisant le vote majoritaire comme r�egle de
combinaison. Skurichina [SD98] a montr�e que g�en�eralement le Bagging am�eliore la per-
formance des classi�eurs instables2, et d�et�eriore celle des classi�eurs stables. Contrai-
rement au Boosting, les ensembles d'apprentissage et les classi�eurs sont construits de
mani�ere ind�ependante.

2Une m�ethode de discrimination est dite instable si un changement mineur dans les donn�ees provoque un
changement assez important du mod�ele.
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3. Random Subspace (RS) consiste �a modi�er la base d'apprentissage comme dans
les deux autres techniques (Bagging et Boosting). Cependant, cette modi�cation est
r�ealis�ee sur l'espace des attributs. Dans [SD98], la m�ethodeRS permet de maintenir
une erreur d'apprentissage faible et de diminuer l'erreur de g�en�eralisation pour les
classi�eurs lin�eaires. On constate aussi qu'elle peut être meilleure que le bagging et le
boosting si le nombre de caract�eristiques est �elev�e.

4. Weighted BagFolding (WBF) : connaissant la limitation des bases de donn�ees (e.g.
TRECVid) due au faible nombre d'exemples positifs, l'instabilit�e du Bagging [SD98]
(i.e. un petit changement au niveau des donn�ees peut changer compl�etement le com-
portement du classi�eur), le risque du sur-apprentissage (i.e. quand on a un nombre
d'it�eration �elev�e [FS96]) et la forte sensibilit�e de l'Adaboost au bruit (i.e. l'une des
cons�equences possibles est que les exemples bruit�es, sur lesquels �nit par se concen-
trer l'algorithme, perturbent l'apprentissage de l'Adaboost) ainsi que l'hypoth�ese qui
devient trop complexe (sur-apprentissage). Nous proposons une m�ethode d'entrâ�ne-
ment bas�ee sur la techniqueN-Folding 3 et qui s'inspire du Bagging, que nous appelons
Weighted BagFolding.

Fig. 3.6 { La combinaison par WBF.

Au lieu d'entrâ�ner le mod�ele sur un �echantillon bootstrap (i.e. s�election au hasard
avec remise) comme le Bagging ou certaines observations sont dupliqu�ees tandis que
d'autres sont absentes, ce qui introduit une part d'al�eatoire. Nous allons utiliser le
principe du N-Folding, plus particuli�erement le Ten-Folding. Cette derni�ere est utile
pour �evaluer la pertinence d'un type de classi�cateur dans le cas ou le nombre de
donn�ees ne permet pas le partitionnement. Ainsi,N = 10 mod�eles pond�er�es par un

3Le principe du N-Folding est de diviser la base de donn�ees enN ensembles : (N � 1) ensembles pour
l'entrâ�nement et le reste pour le test. Ce processus va être r�ep�eter pour toutes les combinaisons possibles
comme le montre la Fig. 3.6. La d�ecision �nale est donn�ee par la moyenne des sorties des mod�eles.
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coe�cient � i (indique l'importance dans la combinaison) sont calcul�es. Ce poids est
obtenu en utilisant l'erreur de validation � i � 1

2 (Eq. 3.8). Ce choix n'est pas arbitraire,
il est obtenu par le même proc�ed�e de calcul du poids par l'Ababoost pour en pouvoir
se rapprocher et nous comparer4. On aura alors un mod�ele avec un faible poids si
� i est �elev�e et vice versa. L'int�erêt de telle m�ethode est de r�ep�eter la proc�edure et
d'utiliser chaque ensemble de donn�ees pour construire un mod�ele et le valider, tout en
�etant sure que toutes les donn�ees ont �et�e utilis�ees. Nous disposons alors de di��erentes
r�ealisations de la statistique estim�ee (i.e. mod�ele).

� i =
NX

j =1

(y(x j ) � f (x j ))2 (3.8)

� i =
1
2

log(
1 � � i

� i
) (3.9)

En�n, la d�ecision �nale est la combinaison de toutes les mesures et de leurs poids. Ce
qui rend le mod�ele WBF plus pr�ecis qu'un simple entrâ�nement avec une sommation
directe des r�esultats.

H (x) =
NX

i =1

� i Pi (x) (3.10)

3.2.2 R�eseau de neurones bas�e sur la th�eorie des �evidences (NNET)

Dans cette partie, nous allons voir comment la th�eorie des �evidences peut être appliqu�ee
�a la fusion de classi�eurs. Un mod�ele bas�e sur la propagation de l'information par le neurone
combin�e avec l'id�ee du degr�e de con�dence [ZD95] sera �etudi�e, appliqu�e, puis une �evolution
de ce mod�ele sera r�ealis�ee.

3.2.2.1 Pr�esentation de la th�eorie des �evidences

Cette th�eorie est un formalisme tr�es g�en�eral permettant d'englober �a la fois la th�eorie
des probabilit�es et la th�eorie des possibilit�es. Elle repose sur la r�epartition d'une fonction
de massem (Basic Belief Assignment) aux di��erents �el�ements (ensembles focaux) du cadre
de discernement 
 = f w1; w2; :::; wM g. La fonction de masse est une fonction de 2
 =
f; ; w1; w2; f w1; w2g; w3; f w1; w3g; :::; 
 g ! [0; 1] qui v�eri�e [Sha76] :

�
m(; ) = 0P

A� 
 m(A) = 1
(3.11)

La fonction de masse est ditenormale si m(; ) = 0, est souvent interpr�et�e comme le
degr�e de con
it entre les connaissances quanti��ees parm. Dans ce cas, on dit qu'on travail
dans un mondeclos, ce qui suppose que le cadre 
 est exhaustif (i.e. la valeur r�eelle dey
est n�ecessairement dans 
). Dans le cas contraire, le mondeouvert consid�ere que la valeur

4D'autres mod�eles de pond�eration peuvent être utilis�es.
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r�eelle de y peut ne pas être dans 
 (non-exhaustive), ainsi, la fonction de masse est dite
sous-normale.

La massem(A) repr�esente la partie du degr�e de croyance plac�ee exactement sur la
proposition A. Quand la source est compl�etement incertaine, alors il est impossible de
di��erencier les hypoth�eses et :

m(
) = 1 (3.12)

Si, par contre, la source est parfaite (i.e. pr�ecise et sûre), alors il existeA i unique 2 2


tel que :
m(A i ) = 1 (3.13)

Plusieurs fonctions sont d�e�nies �a partir de la fonction de masse. Ici, nous en pr�esenterons
deux, celles que nous avons utilis�e. Il s'agit de la fonction decr�edibilit�e (Equ 3.14) bel, qui
repr�esente le degr�e total de croyance sp�eci�que et justi��ee en A [Sme94] (i.e.justi��ee, car
ne sont pris en compte que les masses de croyance allou�ees �a des sous-ensemblesB � A ;
Sp�eci�que, car l'�el�ement ; n'est pas consid�er�e �etant un sous-ensemble deA et de �A), et de
la fonction de plausibilit�e (Equ 3.15) pl, qui constitue la borne sup�erieure sur le degr�e de
croyance qui pourrait être allou�e �a l'hypoth�ese A.

bel(A) =
X

B � A;B 6= ;

m(B ) (3.14)

pl(A) =
X

A\ B 6= ;

m(B ) (3.15)

Les deux fonctions \pl,bel" permettent la cr�eation d'un intervalle [ bel; pl], qui repr�esente
le domaine de variation de la probabilit�e associ�ee �a une hypoth�ese. Choisir une hypoth�ese
sur la base de ce crit�ere revient donc �a retenir la plus certaine. Plus cet intervalle est �etroit,
plus l'incertitude associ�ee �a l'hypoth�ese est faible. Plus cet intervalle tend vers le singleton
f 1g et plus l'hypoth�ese est probable.

La th�eorie des �evidences permet de combiner des fonctions de masses issues de di��erentes
sources d'informations. Les modes de combinaisons seront plus particuli�erement pr�esent�es
dans la section 3.4.4.

3.2.2.2 Mod�elisation de la fonction de masse

Maintenant, il est n�ecessaire d'estimer la fonction de masse. Plusieurs mod�eles existent [Blo03].
Le plus simple est calcul�e sur les singletons dans une source, souvent estim�e comme une
probabilit�e (Equ. 3.16). Les masses sur tout les autres sous-ensembles sont nulles. Il est
clair que cette m�ethode est r�eductrice et n'exploite pas vraiment les avantages de la th�eorie
des �evidences. Dans ce sens, nous allons exposer deux m�ethodes d'estimation de la masse
propos�ee dans la litt�erature 5 qui traitent de ce probl�eme [Blo03] :

5Une description globale de plusieurs m�ethodes pour l'estimation de la fonction de masse est pr�esent�ee
dans [Blo03]. Nous nous sommes particuli�erement int�eress�es �a deux mod�eles : (1) bas�e sur les probabilit�es et
(2) sur le calcul de distances.
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�
m(f wi g) = Pi

m(f Ag) = 0 8A 2 2
 � f wi g
(3.16)

1. Mod�ele probabiliste : ce mod�ele s'appui sur la notion d'a�aiblissement d'une source
en fonction de sa �abilit�e, en utilisant des m�ethodes d'apprentissage classiques. Les
nouvelles massesm

0
sont calcul�ees �a partir des masses initialesm comme le montre

l'�equation (Equ. 3.17).

�
m

0
(f wi g) = �m (f wi g)

m
0
(
) = 1 � � + �m (f 
 g)

(3.17)

o�u � 2 [0; 1] est un coe�cient d'a�aiblissement. � = 0 si la source n'est pas �able.

Dans le cas ou les masses sont apprises sur les singletons seulement, par exemple �a
partir des probabilit�es (i.e. m(
) = 0), cette technique parvient �a a�ecter une faible
masse �a 
. On obtient : �

m
0
(f wi g) = �m (f wi g)

m
0
(
) = 1 � �

(3.18)

Cependant, les disjonctions d'hypoth�eses ne sont pas mod�elis�ees, ce qui limite l'e�-
cacit�e de ce mod�ele. Appriou et al [App93] proposent d'introduire une estimation ini-
tiale de probabilit�es conditionnelles P(f (x)=wi ) (o�u f (x) d�esigne les caract�eristiques
de l'�el�ement x extraites de la source). On notera pour simpli�er l'�ecriture P(x=wi )
�a travers deux types de mod�eles probabilistes. Le premier mod�ele est donn�e par la
fonction de masse associ�ee �a une source via la combinaison de fonctions de masse
associ�ees �a chaque singleton (Eq. 3.19) :

8
><

>:

mi (f wi g) = � i �p (x=w i )
1+ �p (x=w i )

mi (
 =f wi g) = � i
1+ �p (x=w i )

mi (
) = 1 � � i

(3.19)

o�u � i est un coe�cient d'a�aiblissement li�e �a la classe wi . � est un coe�cient de
pond�eration des probabilit�es (i.e. si � = 0 : le calcul de la masse prend en compte que
la �abilit�e de la source, � = 1 : incorpore aussi les donn�ees).

Le deuxi�eme mod�ele probabiliste propos�e s'inscrit dans le cas o�u l'information est
essentiellement donn�ee sur ce qui n'est paswi . Alors on obtient les formules suivantes :

8
<

:

mi (f wi g) = 0
mi (
 =f wi g) = � i (1 � �p (x=wi ))
mi (
) = 1 � � i + � i �p (x=wi ))

(3.20)

En�n, la masse associ�ee �a la source est calcul�ee par la r�egle de Dempster-Shafer
(Equ. 3.83). Ce mod�ele est adapt�e lorsqu'on apprend en utilisant le principe de \un-
contre-tous", ce qui est notre cas.
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2. Mod�ele �a base de distance : L'id�ee de d�epart de ce mod�ele est la suivante : Si nous
consid�erons l'objet x i de classewq proche de l'objet x, alors une partie de la croyance
sera a�ect�ee �a wq et le reste �a l'ensemble des hypoth�eses du cadre de discernement.
Ainsi, une fonction de masse associ�ee �a chaque classe peut être d�e�nie dans deux
�el�ements focaux seulement : f wqg et 
 comme le montre l'�equation suivante :

8
<

:

m(f wqg) = �� q(d)
m(
) = 1 � �� q(d)
m(A) = 0 8A 2 2
 � ff wqg; 
 g

(3.21)

o�u � (:) est une fonction monotone d�ecroissante (e.g. exponentielle, etc) v�eri�ant l'�equa-
tion (Eq. 3.22). d(x; x i ) est une distance Euclidienne entre le vecteurx et le i �eme vecteur
d'entrâ�nement. Elle permet d'a�ecter une masse plus importante, lorsquex tend �a
ressembler �a wq. � 2 [0; 1] est une constante, elle pr�evient une a�ectation totale de la
masse �a la classewq quand x et le i �eme �echantillon sont �egaux. 
 q est un param�etre
positif qui d�e�nit la vitesse de d�ecroissance de la fonction de masse. En�n, la masse
associ�ee �a la source est calcul�ee par la r�egle de Dempster-Shafer (Equ. 3.83).

8
<

:

� q(d) = exp ( � 
 qd2)
avec � q(0) = 1
et limd!1 � q(d) = 1

(3.22)

Dans [ZD95], ce mod�ele a �et�e appliqu�e �a l'algorithme K plus proches voisins. La
distance a �et�e calcul�ee entre x et l'un de ses voisins.

3.2.2.3 R�eseau de neurone bas�e sur la th�eorie des �evidences

Apr�es avoir expos�e deux mod�eles d'estimation de la fonction de masse, un petit rappel
de ce que nous avons d�ej�a e�ectu�e jusqu'ici dans la conception de notre syst�eme automa-
tique d'indexation nous semble n�ecessaire. A ce stade, nous avons transform�e notre probl�eme
multi-classes en plusieurs probl�emes bi-classes (binaire) en utilisant la technique d'apprentis-
sage \un-contre-tous". Cela revient �a classer par exemple le conceptSky contre Non-Sky
(i.e. contre les 35 concepts restants). En appliquant cette technique dans la fusion, nous
allons obtenir la fonction de masse suivante pour le conceptSky :

m = [ m(f Skyg); m(f Non-Skyg); m(
)] (3.23)

Dans l'�evaluation des m�ethodes de classi�cation dans la section 3.3, nous allons voir
que l'utilisation des r�eseaux de neurones pour la combinaison des sorties des classi�eurs
donnent le meilleur taux de bonne d�etection comparant �a l'�etat de l'art pr�esent�e dans ce
m�emoire. Connaissant les limites des m�ethodes probabilistes (voir la Table 3.1 comparative
des m�ethodes), nous avons choisi d'�etudier la comportement de ce genre de m�ethodes en
utilisant la th�eorie des �evidences. En utilisant le mod�ele de distance [Den00, LMJ04], o�u un
r�eseau de neurones �a base de la th�eorie des �evidences a �et�e propos�e, avec une couche d'entr�ee
L in , une couche cach�eeL 2 et une couche de sortieL 3. Ici, nous �etendons cette m�ethode �a
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notre application en introduisant une nouvelle couche comme le montre la Fig. 3.7, pour
obtenir une couche d'entr�eeL in , deux couches cach�eesL 2 et L 3 et une couche de sortieL out

que nous appelons par la sortie normalis�ee \Normalized output" avant la prise de d�ecision
�nale. Chaque couche corresponds �a une �etape de la proc�edure suivante :

Fig. 3.7 { Repr�esentation g�en�erale du NNET.

1. La couche L 1 : contient N unit�es (prototypes). Elle est identique �a la couche d'entr�ee
du r�eseau RBF avec une fonction d'activation exponentielle� , et d : distance calcul�ee
par les donn�ees d'entrâ�nement.

8
<

:

si = � i � (di )
� (di ) = exp ( � 
 i (di )2)
� i = 1

1+exp ( � � i )

(3.24)

avec � 2 [0; 1] est un param�etre d'a�aiblissement associ�e au prototype i = f 1; :::; N g
(� = 0 �a l'initialisation, 
 i = 0 :1 est la taille de r�eceptivit�e du prototype) [BH07].
Plus formellement, le calcul est e�ectu�e uniquement par classe selon les �etapes ci-
dessous :
{ S�election des �echantillons positifs qui repr�esentent par exemple le conceptSky;
{ Calcul des Nbc centres6 de ce groupe en utilisant par exemple l'algorithme K-means.

Les centres ainsi seront les poids de la couche d'entr�ee ;

6 Il n'existe pas de m�ethodes directes pour optimiser ce param�etre, mais il doit être soit connu ou obtenu
pendant l'entrâ�nement. On laissera �a l'apprentissage cette tache d�elicate. Le même constat est donn�e pour
l'obtention du nombre de prototypes N �a utiliser. Dans notre cas, on remarque que ce param�etre est plus
particuli�erement e�cace sur cette plage N = [ L

2 ; 2L ], avec L est le nombre de classi�eurs.
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{ Calcul de la distance Euclidienned = 1
2(x � � i )2 ;

{ En�n, l'introduction de l'information dans la fonction � pour obtenir s ;
{ Reprendre le processus avec l'autre classeNon-Sky.

2. La couche L 2 : calcule la fonction de massemi (Equ. 3.25) associ�ee �a chaque pro-
totype. Elle est compos�ee deN modules deM + 1 (M=2 : syst�eme binaire \Classe,
Non-classe") unit�es chacune. Les unit�es du modulei sont connect�ees au neuronei de
la couche pr�ec�edente.

�
mi (f wqg) = � i ui

q� (di )
mi (
) = 1 � � i � (di )

(3.25)

avec, ui
q repr�esente le degr�e du lien entre le prototype et chaque classewq (q : index

des classesq = f 1; 2g). Ici, l'id�ee est d'initialiser le vecteur u par le vecteur classes
des centres obtenus. Par exemple, on aura pour le premier prototype la matriceu
suivante :

u =

0

@
1 0
0 1
1 1

1

A

3. La couche L 3 : la r�egle de combinaison de Dempster-Shafer combineN di��erentes
fonctions de masses en une seule masse. Grâce aux propri�et�es de commutativit�e et
d'associativit�e de la combinaison conjonctive, le r�eseau est ind�ependant de l'ordre des
prototypes. Dans [Den00], les vecteurs d'activation du modulei sont d�e�nies comme :

�
� i = � i

k=1 mk = � i � 1 � mi

� 1 = m1 (3.26)

Le vecteur d'activation pour i = f 2; :::; N g peut être calcul�e r�ecursivement par :

8
<

:

� 1 = m1

� i
j = � i � 1

j mi
j + � i � 1

j mi
M +1 + � i � 1

M +1 mi
j

� i
M +1 = � i � 1

M +1 mi
M +1

(3.27)

Notons M + 1 par 
. En d�eveloppant l'�equation par prototype, il est clair que � i
j =

� i � 1
j mi

j + � i � 1
j mi


 + � i � 1

 mi

j ajoute dans chaque it�eration de l'ignorance (Fig. 3.8),
l'ignorance du prototype pr�ec�edent i � 1 �a celui de i .

4. La couche de sortie L out : Dans [Den00], la sortie du r�eseau est directement ob-
tenue par Oj = � N

j . Or, les exp�erimentations montrent que si l'ordre des prototypes
n'a�ecte pas les r�esultats, cette sortie directe est assez sensible au nombre de proto-
type choisi, ou une petite modi�cation dans le nombre peut compl�etement changer le
comportement du fusionneur. A�n de r�esoudre ce probl�eme, et dans l'id�ee de baisser
la quantit�e d'ignorance qui s'accumule donnant ainsi un syst�eme tr�es prudent et qui
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Fig. 3.8 { Repr�esentation de la combinaison de Dempster-Shafer entre deux prototypes.

rejette la prise de d�ecision dans nos singletons, on va ajouter une couche de norma-
lisation et de d�ecision (Eq. 3.28). Ici, la sortie est calcul�ee en prenant en compte les
autres vecteurs d'activations de chaque prototype a�n de diminuer l'e�et d'un �eventuel
comportement n�egatif du syst�eme.

Oj =

P N
i =1 � i

j
P N

i =1
P M +1

j =1 � i
j

(3.28)

Les di��erents param�etres (� s, � u, � � , � � , � � , � 
 ,� p) peuvent être d�etermin�es par
la m�ethode de descente de gradient de l'erreur. En�n, la prise de d�ecision sera obtenue
par le calcul du maximum de plausibilit�e Pq (i.e. le degr�e de croyance maximum qui
pourrait être allou�e �a l'hypoth�ese, d'ou la prise en compte de O


7) de chaque classe
wq comme le montre la formule suivante :

Pq =
�

Rejet si O 
 � 0:5
Oq + O
 sinon

(3.29)

Entrâ�nement des param�etres

Les param�etres peuvent être entrâ�n�es de la même fa�con que le r�eseau RBF, par une
optimisation d'un crit�ere de performance comme la moyenne globale de l'erreur� produite
entre le vecteur r�eel Y et le vecteur de d�ecisionP sur l'ensemble desl �echantillons d'entrâ�-
nement (Eq. 3.30). Pour notre cas, on a un syst�eme binairejM j = 2 ; M = f 1 : Classe; 0 :
Non Classeg, il su�t de calculer cette erreur sur l'un des deux.

� =
1
2

MX

s=1

(Ps � Ys)2 (3.30)

7La prise en compte de O
 dans le calcul de Pq nous donne un syst�eme peu prudent si l'ignorance est
�elev�e. Le cas contraire est observ�e par l'utilisation du maximum de la cr�edibilit�e Pq = Oq . Cette derni�ere
n'exploite pas l'information contenue dans O
 , le syst�eme devient ainsi trop prudent. Le calcul du maximum
de la probabilit�e pignistique d�e�ni par Pq = Oq + O 


M peut être un compromis, qui consiste �a partager
�equitablement chaque masse de croyance entre les atomes composantA. Selon le type de m�edias utilis�es et
les objectifs �a atteindre, chacune des d�ecisions pourra se justi�er.
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Les param�etres si ; ui ; � i ; � i ; � i ; � i peuvent être obtenus par le processus de minimisation
it�erative de � vers un minimum local de l'erreur par descente de gradient [Den00].

Ci-joint, un rappel des notations et de certaines lois de d�erivation.
8
>>>>><

>>>>>:

d = jjx � pi jj
� i = 1

1+exp ( � � i )
si = � i exp((� i di )2)
m = m1 � N

i =2 mi = m1 � mi

mi
j = ( mi (f w1g); mi (f w2g); mi (
)) = ( mi

1; mi
2; mi


 )

(3.31)

Deux r�egles de d�erivation seront utilis�ees :
(

(exp (f (x)))
0

= ( f (x))
0
exp (f (x))

( f (x)
g(x) )

0
= (f (x))

0
g(x)� (g(x))

0
f (x)

(g(x)) 2

(3.32)

Premi�erement, il est facile de remarquer que la fonctionsi = 1
1+exp ( � � i ) exp((� i jj x �

pi jj )2) est celle qui pr�esente le plus de param�etres, il su�t alors de transformer la d�erivation
par rapport �a un param�etre, vers une d�erivation par rapport �a si , pour obtenir les fonctions
suivantes de mise �a jour :

@�(x)
@�i

=
@�(x)
@si

@si

@�i
=

@�(x)
@si

(� 2� i (di )2si ) (3.33)

@�(x)
@�i

=
@�(x)
@si

@si

@�i
=

@�(x)
@si

exp (� (� i di )2)(1 � � i )� i (3.34)

@�(x)
@pij

=
@�(x)
@si

@si

@pjj
=

@�(x)
@si

(2(� i )2si (x j � pi
j )) (3.35)

On a besoin de calculer@�(x)
@si . Sachant quem est une combinaison conjonctive (Eq. 3.27),

l'application au syst�eme donnera :
(

mj = mi
j (mi

j + mi

 ) + mi


 mi
j

m
 = mi

 mi




(3.36)

alors,

@�(x)
@si

=
MX

j =1

@�(x)
@Pj

@Pj
@si

(3.37)

=
MX

j =1

(Pj � Yj )(
@mj

@si
+

@m


@si
) (3.38)

=
MX

j =1

(Pj � Yj )(ui
j (mi

j + mi

 ) � mi

j � mi

 ) (3.39)
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A ce niveau, il su�t juste de remplacer cette derni�ere dans les �equations pr�ec�edentes
(Eq. 3.33, 3.34, 3.35) pour obtenir les �equations de mise �a jour des param�etres.

Deuxi�emement, la d�eriv�ee de � par rapport �a � i
j est donn�ee par :

@�(x)
@�ij

=
MX

j =1

@�(x)
@uij

@uij
@�ij

(3.40)

Calculons alors @�(x)
@uij

@�(x)
@uij

=
@�(x)
@mk

@mk

@uij
= ( Pj � Yj )

@mk

@uij
(3.41)

ainsi,

@mj

@uij
= si (mi

j + mi

 ) (3.42)

pour obtenir,

@�(x)
@uij

= ( Pj � Yj )si (mi
j + mi


 ) (3.43)

Cela dit, notre travail pr�esente une normalisation de la sortie de plausibilit�es introduisant
l'ignorance, comme le montre l'�equation (Eq. 3.28), donnant Pnj = m j + m 


K . Avec, K =
P M +1

i =1 mk . Pour obtenir les param�etres pr�ec�edents, il su�t de remplacer Pj dans l'�equation
(Eq. 3.30) par la valeur normalis�ee Pnj , ainsi, seules les �equations suivantes demanderons
une d�erivation di��erente, ce qui change celles des mises �a jour, pour obtenir :

@�n (x)
@uij

=
@�n (x)
@mj

@mj

@uij (x)
(3.44)

@�n (x)
@mj

=
@�n (x)
@Pnj

@Pnj (x)
@mj

(3.45)

=
MX

k=1

(Pnk � Yk )(
@mnk

@mj
+

@mn 


@mj
) (3.46)

= �
1

K 2

MX

k=1

(Pnk � Yk )Pk +
1
K

(Pnj � Yj ) (3.47)

@�n (x)
@uij

=
si (mi

j + mi

 )

K

 

(Pnj � Yj ) �
1
K

MX

k=1

(Pnk � Yk )Pk

!

(3.48)
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Sch�ema Architecture Entrâ�nement Commentaires
M�ethodes Parall�ele Non Suppose l'ind�ependance
de votes des classi�eurs.
Somme, Parall�ele Non Robuste ;

M�ediane, Suppose l'ind�ependance des classi�eurs.
Moyenne
Produit Parall�ele Non Suppose l'ind�ependance

Min, Max des classi�eurs.
Pond�eration Parall�ele Oui Explore une expertise locale.
Adaptative

Bagging Parall�ele Oui Demande plusieurs classi�eurs �a comparer.
repose sur le boostrapping.

Boosting Parall�ele Oui Risque de sur-apprentissage ;
Hi�erarchique Sensible aux donn�ees ;

Demande plusieurs classi�eurs �a comparer.
Random Parall�ele Oui Demande plusieurs classi�eurs
Subspace �a comparer (sur les attributs).
Weighted Parall�ele Oui It�erative ;

BagFolding Processus d'entrâ�nement long.
SVM Parall�ele Oui D�epend de l'�echelle ;

It�erative ;
Entrâ�nement long ;

Non-lin�eaire ;
Insensible au sur-apprentissage ;

Bonne g�en�eralisation des performances.
R�eseau Parall�ele Oui Sensible �a l' entrâ�nement ;

de Neurones Entrâ�nement long ;
Sensible au sur-apprentissage ;

Fonction d'activation non-lin�eaire.
GMM Parall�ele Oui Sensible �a l'estimation des param�etres.

D�ecision Parall�ele Oui Sensible aux Templates et �a la m�etrique ;
Template Repose sur le choix de la norme.

Algorithme Hi�erarchique Oui Proc�edure it�erative ;
G�en�etique Sensible au sur-apprentissage.
Behavior Parall�ele Oui Demande un grand ensemble

Knowledge d'entrâ�nement ;
Space Risque de sur-apprentissage ;

Ne n�ecessite aucune d�ependance
entre classi�eurs.

Th�eorie Parall�ele Oui Fusionne des fonctions de masses ;
des �evidences Plusieurs lois de combinaisons ;

Introduit la notion d'ignorance.

Tab. 3.1 { Tableau comparatif des m�ethodes de fusion de classi�eurs.



3.2. Fusion de descripteurs haut-niveau 69

3.2.3 Perplexity-based Evidential Neural Network (PENN)

Chaque concept du LSCOM-lite (Large-Scale Concept Ontology for Multimedia) [NKFH98]
est mieux repr�esent�e ou d�ecrit par un certain ensemble de descripteurs. Intuitivement, les
descripteurs de couleurs peuvent être plus performant pour certains concepts tels queSky,
Snow, Waterscape, Vegetation et moins discriminant pour Studio et Meeting .

Fig. 3.9 { Sch�ema global du syst�eme d'indexation introduisant le PENN.

Pour cela, on propose de pond�erer chaque descripteur bas-niveau selon son degr�e de
discriminance du concept, a�n d'�eviter une s�election des descripteurs (Fig. 3.9). L'objectif
premier de notre travail est la construction d'un syst�eme g�en�erique prêt �a r�epondre �a toutes
les situations. La technique d'am�elioration propos�ee consiste �a donner plus d'importance
aux caract�eristiques appropri�ees et d'a�aiblir celles qui ne le sont pas. Une solution �a ce
probl�eme nous renvoie �a l'entropie [Rio07]. Cette derni�ere mesure la quantit�e de l'informa-
tion et de l'incertitude dans une distribution. Le principal int�erêt de ce choix repose sur son
pouvoir discriminant individuel des descripteurs sans faire appel �a une phase d'apprentis-
sage. Par ailleurs, nous avons adopt�e l'indicateur propos�e par El-Yacoubi [EYGSS99] pour
la reconnaissance de l'�ecriture :la perplexit�e. Cet indicateur est bas�e sur la notion d'entropie
de la th�eorie de l'information. Puis, un vecteur de pond�eration est mod�elis�e en utilisant les
di��erentes fonctions d'�evolution. Ce vecteur est ensuite combin�e avec les sorties des classi-
�eurs pour produire une nouvelle entr�ee qui prend en compte la relation descripteur/concept
dans le NNET. La combinaison des deux processus donne ce que nous appelons \Perplexity-
based Evidential Neural Network (PENN)". Comme pr�esent�e dans la Fig. 3.10, on d�e�nit
maintenant les six �etapes de notre m�ethode :

1. K-means Clustering calcule lesk centro•�des de chaque descripteur, dans le but
de cr�eer un "dictionnaire visuel" de plans (les exp�erimentations montrent que k =
2000 pr�esente un compromis entre l'e�cacit�e et le temps de calcul pour le cas des



70 Chapitre 3. Fusion Multi-niveaux pour l'Analyse Multim�edia

Fig. 3.10 { Etapes de calcul du vecteur de pond�eration (Weight) repr�esentant la relation
descripteurs/concepts.

descripteurs MPEG-7 locaux, et entre 50 �a 100 pour les globaux).

2. Partitionnement s�electionne les �echantillons positifs de chaque concept.

3. Quanti�cation calcule une distance Euclidienne entre chaque partition de concept et
le dictionnaire visuel. La distance minimale renvoie �a incr�ementer le nombre d'�echan-
tillons appartenant au centre correspondant.

4. La mesure d'entropie : l'entropie H (Eq. 3.49) d'une certaine distribution de des-
cripteur P = ( P0; P1; :::; Pk� 1) donne une mesure de distribution des concepts autour
des centresk [LMO04]. Dans [KS06], un bon mod�ele est celui o�u la distribution est
concentr�ee seulement autour d'un petit nombre de centres, donnant une faible valeur
d'entropie.

H = �
k� 1X

i =0

Pi log(Pi ) (3.49)

o�u Pi est la probabilit�e du cluster i dans le vecteur quanti��e, o�u la somme est calcul�ee
sur l'ensemble des mots du vocabulaire.

Dans [EYGSS99], l'auteur d�e�nit l'entropie conditionnelle des classesC consid�er�ees
lors de la mod�elisation �etant donn�ee un descripteur f j par :

H (C=f j ) = �
M � 1X

i =0

P(ci =f j ) log(P(ci =f j )) (3.50)
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o�u ci est une des classes consid�er�ees lors de la mod�elisation etM le nombre de ces
classes. La fonctionH (C=f j ) permet de quanti�er la capacit�e d'un descripteur f j �a
faire la distinction entre les classesci . Elle atteint son maximum log(M ) lorsque :

P(ci =f j ) =
1

M
8i (3.51)

Dans ce cas particulier, le descripteurf j n'apporte aucune information pour e�ectuer
la discrimination entre les M classes.

5. La mesure de perplexit�e : Dans [GGLL01], la perplexit�e PPL o�u la perplexit�e
normalis�ee PPL (Eq. 3.52) peuvent être interpr�et�ees comme le nombre de centres dont
on a besoin pour un codage optimal des donn�ees. L'avantage d'utiliser la perplexit�e
plutôt que l'entropie est qu'elle varie entre 1 et k. Elle peut donc être directement
reli�ee au nombre de centres mis en jeu.

PPL =
PPL

PPLmax
=

2H

2H max
(3.52)

Si on suppose que lesk centres sont distribu�es uniform�ement, on obtient alors H (P) =
log (k), ainsi, 1 � PPL � k (ou, 1

k � PPL � 1).

6. le vecteur pond�eration : Dans les domaines de la reconnaissance de la parole, la
reconnaissance de l'�ecriture et la correction d'orthographe [GGLL01], il est g�en�erale-
ment conclu qu'une faible perplexit�e/entropie corr�ele avec de meilleure performance,
ou dans notre cas, une distribution fortement concentr�ee. Ainsi, le poids relatif du
descripteur correspondant doit être augment�e. Plusieurs formules peuvent être utili-
s�ees pour repr�esenter le poids, on citera ici la fonction Sigmo•�de, Softmax, Gaussien,
etc. Dans nos travaux de th�ese, nous avons choisi le mod�ele d'�evolution de Verhulst
(Eq. 3.53) qui est un parent de la fonction Sigmo•�de. Le mod�ele de Verhulst pr�esente
les avantages suivants :
{ c'est une fonction non-exponentielle,
{ avec une capacit�e de r�eception K ,
{ pr�esente un param�etre de ralentissement (brake rate) � i ,
{ � i d�e�nit la rapidit�e de d�ecroissance de la fonction de pond�eration.

wi = K
1

1 + � i exp (� � i (1=PPL i ))
(3.53)

� i =
�

K exp (� � 2
i ) si Nb+

i < 2 � k
1 ailleurs

(3.54)

� i est introduit pour diminuer l'e�et n�egatif produit par la limitation de notre en-
semble d'entrâ�nement, due au faible nombre d'�echantillons positifs (Nb+

i << k ) de
certains concepts commeWeather, Desert, Mountain, etc (voir Table 1.5). On
observe une faible valeur de perplexit�e pour ces derniers, qui ne peuvent être interpr�e-
t�es comme poss�edant une forte relation entre le descripteur et le concept. Pour �eviter
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Fig. 3.11 { Mod�ele d'�evolution de Verhulst.

cette situation, on augmente � i (Eq. 3.54) pour obtenir une d�ecroissance rapide du
poids, pour chaque concept pr�esentant moins de 2� k �echantillons positifs 8.

En r�esum�e de cette partie, nous avons trait�e de la fusion de descripteurs haut-niveau. Un
�etat de l'art a �et�e �etabli. L'objectif est de mieux utiliser l'information issue des di��erents
syst�emes de classi�cation. La th�eorie des �evidences a �et�e �etudi�ee pour conclure sur une
extension de la m�ethode initiale NNET, avec l'introduction des relations entre descripteurs
et concepts pour donner le PENN. La prochaine partie �evaluera les r�esultats des exp�eriences
conduites dans le cadre du projet NoE K-Space, a�n de valider nos syst�emes.

3.3 Evaluation

Dans cette �etude, nous nous pla�cons dans le contexte de la recherche d'information,
ainsi, les mesures appropri�ees sont donc mises en oeuvre. Nous a�ranchissons les syst�emes
de classi�cation d'�etablir une d�ecision binaire sur l'appartenance �a une classe. Il su�t alors
d'ordonner les plans, de calculer les mesures de pr�ecision et de rappel. La pr�ecision sur
2 000 plans est retenue comme mesure d'�evaluation a�n de faciliter les comparaisons entre
les di��erents syst�emes. Toutefois, une valeur unique est parfois pr�ef�erable �a une courbe, en
e�et deux courbes peuvent être di�ciles �a comparer. Dans ce cas, une pr�ecision moyenne est
calcul�ee par requête, puis une moyenne de cette valeur est calcul�ee sur plusieurs requêtes.
Cette valeur unique permet une comparaison simple et rapide des performances des di��erents
syst�emes. Notons que le dernier concept qui apparâ�t sur l'ensemble des �gures, correspond
�a la performance moyenne sur l'ensemble des classes (MAP : Mean Average Precision).

Un syst�eme de recherche de plans/documents peut r�epondre �a une requête selon le
tableau suivant :

8Le choix du seuil 2 � k a �et�e obtenu par l'observation du comportement de notre syst�eme, d'autres seuils
ont �et�e test�es et notre choix est celui qui donne les meilleurs r�esultats.
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Tab. 3.2 { Tableau de contingence.
Pertinents Non-Pertinents Total

Nombre de plans Retrouv�es a b a+b
Nombre de plans Non Retrouv�es c d c+d

a+c b+d a+b+c+d=N

1. la pr�ecision : mesure la proportion de documents trouv�es et corrects parmi tous les
documents trouv�es.

P =
Nombre de plans pertinents retrouv�es

Nombre de plans retourn�es
=

a
a + b

(3.55)

2. le rappel : mesure la proportion de documents trouv�es et corrects parmi tous les
documents index�es et corrects.

R =
Nombre de plans pertinents retrouv�es

Nombre de plans pertinents dans le corpus
=

a
a + c

(3.56)

Ces deux notions re
�etent le point de vue de l'utilisateur : Si la pr�ecision est faible,
l'utilisateur sera insatisfait, car il devra perdre du temps �a lire des informations qui ne
l'int�eressent pas. Si le rappel est faible, l'utilisateur n'aura pas acc�es �a une information qu'il
souhaiterait avoir.

Par ailleurs, nous allons introduire de nouvelles mesures qui vont nous aider �a une
meilleure analyse et compr�ehension du comportement des syst�emes de recherches.

3. F-mesure/F-score : c'est une mesure populaire qui combine la pr�ecision et le rappel,
comme le montre l'�equation (Eq. 3.57). Elle ne prend pas en compte la pertinence et
fonctionne sur un mod�ele binaire : une r�eponse est bonne ou fausse. Ainsi, la F-mesure
fournit un r�esultat global.

F-mesure = 2
P:R

P + R
(3.57)

4. Taux de classi�cation des positifs ( CR+ ) : mesure la proportion de documents
pertinents trouv�es parmi tous les documents pertinents de la base de test.

CR+ =
h

g + h
(3.58)

5. Taux d'erreur \Balanced error rate" (BER) est la moyenne des erreurs dans
chaque classe sur un ensemble de test, dans le but de repr�esenter correctement les
gains ou les pertes du syst�eme.

BER =
1
2

(
f

e+ f
+

g
g + h

) (3.59)

Ces mesures nous semblent su�santes pour l'�evaluation. Cependant, d'autres mesures
d�ecoulent du tableau de contingence existes qui n'ont pas �et�e choisi dans le cadre de notre
�etude, comme par exemple : la pertinence =a+ d

N , le taux de chute = b
b+ d , le silence = c

a+ c,
la sp�eci�cit�e = d

b+ d , le bruit = b
a+ b, l'overlap = a

a+ b+ c et la g�en�eralit�e = a
N .
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Tab. 3.3 { Repr�esentation des r�esultats par une matrice de confusion.

Pr�ediction
Classe 0 Classe 1

Classe Classe 0 e f
R�eelle Classe 1 g h

3.3.1 Evaluation de la fusion haut-niveau

Avant d'�evaluer la fusion, il est int�eressant de s'attarder sur le comportement de notre
classi�cation par les SVMs sur les donn�ees TRECVid'05, en utilisant ind�ependamment
quatre descripteurs : HsvHistogram, GaborTexture, CameraMotion, EdgeHistogram. Dans
la Fig. 3.12, on remarque que EdgeHistogram (EDH) est le descripteur le plus pertinent
�a l'ensemble des concepts, caract�eris�e par des contours, particuli�erement pour les concepts
Car, Maps, Mountain, Sports, Waterscape sauf pour US Flag o�u la couleur et la
texture semblent être plus adapt�ees. Contrairement �a CameraMotion qui in
uence peu de
concepts, obtenant une performance identique au reste des descripteurs pour le concept
Walking/Running .

Fig. 3.12 { Performance de la classi�cation SVM par concept, pour les quatre descripteurs.

Chaque source d'information �etant en g�en�eral imparfaite et insu�sante, il est important
d'en combiner plusieurs a�n d'avoir une meilleure connaissance. Pour �etudier l'e�et de la
fusion sur notre syst�eme, nous allons tester dans un premier temps les m�ethodes d�ecrites
dans l'�etat de l'art dites m�ethodes de combinaison avec entrâ�nement, utilisant l'algorithme
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g�en�etique (GA), m�elanges de gaussiennes (GMM), D�ecision Templates (DT) et le r�eseau de
neurones (NN). Les r�esultats sont pr�esent�es dans la Fig 3.13.

Fig. 3.13 { Comparaison de performances entre les m�ethodes de fusion de classi�eurs.

L'algorithme GA produit des scores particuli�erement faibles due �a un e�et de sur-
apprentissage sur les conceptsMaps, Waterscape . Le GA ne parvient pas �a fusionner
correctement les quatre pr�ec�edentes sorties de classi�eurs sauf pourBuilding, Explo-
sion/Fire, US flag, Mountain . Apparemment, il est plus sensible aux donn�ees bruit�ees
comme celle de MotionCamera et s'exprime mieux lorsque EdgeHistogram n'est pas trop
�elev�e. Dans ce cas, le r�esultat global du MAP GA chute par rapport �a celui obtenu par
SV MEDH . Inversement, le NN obtient des performances plus �elev�ees sur presque tous les
concepts, donnant un MAPNN = 24:85%. Des r�esultats respectables avec de faibles am�elio-
rations sont obtenus par DT et GMM mais restent inf�erieurs �a ceux du NN. En�n, on obtient
une pr�ecision nulle pour le conceptPrisoner due �a la limitation de la base de donn�ee. Il
n'y a aucun plan vid�eo qui repr�esente ce concept dans la base de test TRECVid'05 (voir
Table 1.3). A ce stade, on peut d�ej�a identi�er que la fusion de classi�eurs sur l'ensemble
des modalit�es �a jouer un rôle positif dans la d�etection de la majorit�e des concepts, en tirant
pro�ts de l'ensemble des informations fournies.

Concernant l'�evaluation de la combinaison de classi�eurs faibles, nous allons comparer
maintenant les m�ethodes suivantes : Adaboost, Bagging, Ten-Folding (TF) avec la m�e-
thode propos�ee WBF. Elles sont employ�ees pour am�eliorer les performances du GMM et
du NN, en les consid�erant comme faibles. Comme le montre la Fig. 3.14, en moyenne pour
tous les concepts, le WBF est celui qui pr�esente le plus d'am�eliorations signi�antes sur
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Fig. 3.14 { Performances de l'Adaboost, Bagging, Ten-Folding et le WBF pour les classi-
�eurs faibles NN et GMM.

US Flag, Maps, Mountain, Sports et sur la pr�ecision moyenne (MAPNN = 27:63%,
MAP GMM = 26:17%), malgr�e les limitations des donn�ees. Plus particuli�erement, le WBF
a r�eussi �a doubler la pr�ecision du NN pour US Flag et d'�eliminer la perte observ�ee dans
la Fig. 3.13. Ceci est expliqu�e par l'apport du calcul des poids repr�esentatifs sur le pe-
tit ensemble de validation ind�ependamment de l'ensemble d'entrâ�nement, qui permet de
donner plus ou moins d'importance �a chaque mod�ele dans la combinaison, contrairement
�a l'Adaboost, o�u globalement les exemples bruit�es, sur lesquels �nit par se concentrer le
perturbent. Le Bagging, quant a lui, arrive juste derri�ere le WBF.

Cela dit, le WBF pr�esente un temps de calcul plus �elev�e que les autres combinaisons



3.3. Evaluation 77

(i.e. chaque classi�eur faible prend entre 4 �a 7 minutes par concepts, ainsi 2 �a 4 heures
en moyenne pour les 36 concepts), mais reste une bonne m�ethode pour faire �evoluer la
pr�ecision. Cette m�ethode a �et�e propos�ee dans ce cas particulier, mais ne sera pas utilis�ee
dans la suite de nos travaux. Nous avons fait le choix d'opter pour un mod�ele plus rapide
vu la grande taille des donn�ees et le nombre de concepts �a traiter.

Fig. 3.15 { Variation de l'erreur d'entrâ�nement MSE pour le NNET, en fonction du nombre
de prototype utilis�e, pour les concepts Building, Car, Maps, Sports et Waterscape .

Une deuxi�eme s�erie d'exp�eriences a �et�e conduite sur une forme particuli�ere de r�eseau
de neurones (r�eseau RBF), en comparaison avec la nouvelle m�ethode de fusion bas�ee sur
la th�eorie des �evidences (NNET). Le r�eseau RBF et NNET ont �et�e form�e avec le même
algorithme d'optimisation (la descente de gradient). Le nombreN de prototypes (neurones)
a �et�e vari�e entre 2 et 10, pour 4 vecteurs d'entr�es. La Fig. 3.15 pr�esente la variation de l'erreur
MSE (Mean Squared Error) en fonction du nombre de prototypes choisis, pour 5 exemples
de concepts \Building, Car, Maps, Sports, Waterscape ". On observe une baisse de
l'erreur avec l'augmentation du nombre de prototype, en contre partie, un accroissement du
temps de calcul pour les grandes valeurs. En moyenne, l'erreur MSE d'entrâ�nement la plus
faible a �et�e obtenue pour N = 8. Par ailleurs, cette exp�erience nous procure un premier
aper�cu sur la di�cult�e (taux d'erreur) de d�etection entre les 5 concepts. Les r�esultats de la
phase d'entrâ�nement indiquent que le conceptMaps est le plus simple �a d�etecter, suivi de
Waterscape , Sports , Car , puis Building .

La Fig. 3.16 pr�esente les r�esultats de la pr�ecision moyenne du r�eseau RBF et NNET.
Dans cette derni�ere, plusieurs points peuvent être relev�es : Premi�erement, NNET am�eliore
la d�etection de tous les concepts s�emantiques, alors que le r�eseau RBF donne plus au moins
les mêmes performances dans notre cas, qu'un simple MLP moyennant un temps d'appren-
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Fig. 3.16 { Performance du r�eseau RBF et NNET.

tissage plus faible. Ces r�esultats sont pr�evisibles puisque la r�egle de d�ecision de ce dernier
prend en compte seulement la probabilit�e �a posteriori , alors que le NNET, au contraire,
convertis cette probabilit�e sous la forme de fonctions de massesmi , qui sont alors combin�es
en utilisant la r�egle de Dempster-Shafer. Les sorties de la fusion peuvent être pr�esent�ees
comme des degr�es de croyance pour chaque classe. Ainsi, on peut dire que cette approche
permet au processus d�ecisionnel d'avoir une option de rejet, qui am�eliore les performances
de la fusion compar�ee aux autres m�ethodes dites probabilistes.

Deuxi�emement, NNET pr�esente de plus fortes am�eliorations de d�etection pour les concepts
(US Flag, Maps, Sports ) que sur le reste. On peut expliquer cela par le grand nombre
de fausse d�ecision dans la classi�cation, utilisant juste la probabilit�e �a posteriori . La th�eorie
des �evidences att�enue cet inconv�enient, en pr�esentant un degr�e de croyance dans le concept,
avec un taux d'ignorance du syst�eme. Par ailleurs, NNET s'ex�ecute en moins de 2 minutes
par concept, ce qui revient �a moins 1H20 pour les 36 concepts.

Pour une meilleure �evaluation des performances de la fusion par NNET sur le sch�ema
du CBVR, d'autres mesures peuvent être ajout�ees comme : F-mesure (F-meas), le taux
de classi�cation des positifs (CR+ ) et l'erreur (BER) "Balanced Error Rate". La Table 3.4
montre l'e�cacit�e de la m�ethode de fusion par NNET, avec un gain au niveau du MAP,
F-meas,CR+ et une baisse du taux d'erreur \BER", par comparaison au r�eseau RBF et au
syst�eme unimodal par SVM.

De fa�con globale, cette exp�erimentation a mis en exergue l'importance de la fusion dans
notre syst�eme d'indexation et de recherche, avec un gain en pr�ecision moyenne de 22:06%
par rapport au meilleur score de classi�cation unimodal obtenu par le descripteur EDH.
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Classi�cation (%) Fusion (%)
Technique SVM (EDH) R�eseau RBF NNET
MAP 21.39 24.85 26.11
F-meas 5.01 8.99 11.64
CR+ 2.71 5.08 6.77
BER 48.65 47.46 46.63

Tab. 3.4 { Comparaison des performances entre les r�esultats de la classi�cation unimodal
par SVM et de la fusion de classi�eurs via le r�eseau RBF et NNET.

3.3.2 Evaluation de la m�ethode PENN

Dans le but d'�evaluer la m�ethode PENN 9, nous avons besoin cette fois-ci d'une base
de donn�ees avec plus de concepts annot�es et d'extraire di��erents descripteurs pour une
meilleure analyse de la relation descripteur/concept et de voir l'importance de la fusion
post-classi�cation dans notre syst�eme d'indexation. Pour cela, nous allons utiliser les don-
n�ees de TRECVid 2007 d�ej�a d�ecrites dans la section 1.4.1.2. Nous appliquerons le même
processus que celui utilis�e sur TRECVid 2005 : (1) Extraction des descripteurs (on utilisera
ici un ensemble de cinq types de descripteurs MPEG-7 visuels globaux bas�es sur la couleur,
texture, forme, mouvement et le d�etecteur de face, comme suit [KSp] : ScalableColor (SCD),
ColorLayout (CLD), ColorStructure (CSD), ColorMoment (CMD), EdgeHistogram (EHD),
HomogeneousTexture (HTD), StatisticalTexture (STD), Contour-based Shape (C-SD), Ca-
meraMotion (CM), MotionActivity (MAD), FaceDetector (FD)), ensuite (2) la classi�cation
par les SVMs (i.e. une SVM binaire par descripteur) et en�n (3) la fusion de classi�eurs par
le PENN [BH08b].

La plupart des descripteurs MPEG-7 ont �et�e d�ej�a pr�esent�es dans la section 2.1.2. Dans
cette exp�erimentation et dans le cadre du projet NoE K-Space, trois autres descripteurs ont
�et�e ajout�es :

{ Color Moment Descriptor (CMD) fournit des informations di��erentes sur la
couleur de celle donn�ee par les autres descripteurs de couleur. Il est obtenu par le
calcul de la moyenne et la variance de chaque couche de l'espace de couleur LUV
d'une image ou d'une r�egion [Ada07].

{ Statistical Texture Descriptor (STD) est bas�e sur des statistiques �a partir de la
matrice de cooccurrence, telles que : l'�energie, la probabilit�e maximale, le contraste,
l'entropie, etc [Ada07], pour mod�eliser les relations entre les pixels dans une r�egion
d'une con�guration de niveau de gris dans la texture. Cette con�guration varie rapide-
ment avec la distance pour les textures �nes, et lentement pour les textures grossi�eres.

{ Face Descriptor (FD) d�etecte et localise les parties frontales des visages dans les
images-cl�es des plans vid�eos, en pr�esentant quelques statistiques (e.g. le nombre de
visages, la taille de la plus grande face), en utilisant la m�ethode de d�etection de visage
mis en oeuvre dans OpenCV [Ope], fourni par l'institut JRS.

9Perplexity-based Evidential Neural Network
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Fig. 3.17 { Variations autour d'une bô�te �a moustache (Boxplot).

La pertinence des di��erents descripteurs par rapport aux concepts de haut-niveau peut
être obtenue grâce �a l'�etude de la distribution de la perplexit�e. De ce fait, le Boxplot
(Fig. 3.17) fournit un excellent r�esum�e visuel de nombreux aspects importants d'une distri-
bution. Les lignes inf�erieures et sup�erieures expriment l'intervalle de variation des donn�ees.
La partie inf�erieure et sup�erieure de la bô�te indiquent les Q1 : 1er et Q3 : 3�eme quartile. La
ligne dans la bô�te indique la valeur m�ediane des donn�ees.

La Fig. 3.18 montre la perplexit�e normalis�ee pour chaque descripteur avec son concept
qui pr�esente la plus forte relation. En e�et, on peut dire que le SCD est plus adapt�e pour le
conceptSky \ 14", EDH pour Road \ 13", etc. La premi�ere observation porte sur l'obtention
de la même valeur m�ediane de la perplexit�e pour SCD, CLD, CMD, CSD, o�u la couleur est
plus discriminante. Deuxi�emement, C-SD donne le plus petitQ1 de la perplexit�e normalis�ee
pour toutes les donn�ees, suivie par EDH et SCD. En troisi�eme lieu, il semble que EHD est
tr�es utile dans la d�etection des concepts avec de fortes repr�esentations de contours comme
pour Sports et Road . De même pour C-SD. En revanche, MAD pr�esente un grand inter-
valle de perplexit�e, mais donne de faibles valeurs, pour les conceptsWalking/Running,
People Marching o�u l'activit�e du mouvement est existante, forte et peut être d�etect�ee fa-
cilement. En�n, FD est un descripteur e�cace pour d�etecter Face et Person , chose plutôt
attendue.

La Fig. 3.19 pr�esente la variation de la pond�eration normalis�ee vs les descripteurs visuels.
On remarque que l'importance de chaque descripteur varie selon le concept concern�e. Les
descripteurs de couleurs et de textures ont plus de poids pour les conceptsVegetation,
Building, Sky , etc". les descripteurs CM et MAD sont plus sensible �aWalking/Running
et People Marching . En�n, FD pr�esente une grande sensibilit�e essentiellement pour les
plans vid�eo pr�esentant des humains et particuli�erement Face .

Maintenant, nous souhaitons �etudier le comportement des descripteurs par rapport aux
concepts et sur les performances du syst�eme ? La Fig. 3.20 compare les performances d'un
syst�eme sans pond�eration que nous appellerons dans la �gure \No-Weight" (i.e. tous les
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Fig. 3.18 { Boxplot repr�esentant la variation de la perplexit�e normalis�ee des descripteurs
visuels.

descripteurs sont consid�er�es avec la même importance dans la combinaison pour tous les
concepts s�emantiques) avec quatre mod�eles de fonctions de pond�erations di��erentes : Soft-
max, Sigmo•�de, Gaussienne et Verhulst. Notre mod�ele bas�e sur la fonction d'�evolution de Ve-
rhulst pr�esente les meilleures performances sur la pr�ecision moyenne pour plusieurs concepts.
PENN donne plus d'importance �a FaceDetector, ContourShape, ColorLayout, ScalableCo-
lor, EdgeHistogram que pour les autres descripteurs. Concernant le conceptFace , l'am�e-
lioration atteint 11%, ce qui la met en premi�ere position en terme d'am�elioration.

Les autres mod�eles produisent des r�esultats respectables et comparables en g�en�erale,
avec quelques diminutions dues aux nombreuses situations de con
its et les limitations
des donn�ees. Ceci, expliquent aussi les cas extrêmes obtenus pour les conceptsCourt,
Prisoner, US Flag, Airplane, Explosion/Fire .

Comme pour l'�evaluation de la partie pr�ec�edente, l'e�cacit�e et la qualit�e de notre sys-
t�eme sont directement r�esum�ees dans la Table 3.5. Les r�esultats sont calcul�es sur tous les
concepts et sur les 10 concepts les plus repr�esent�es dans la base qu'on notera par (MAP@10,
F-meas@10,CR+ @10, BER@10). Le PENN \Verhulst" permet une augmentation signi�ca-
tive de la d�etection obtenue par l'am�elioration du MAP, F-meas, CR+ , et une baisse remar-
quable de l'erreur globale BER comparant �a un syst�eme simple de fusion �a base du NNET
\No-Weight". Ce mode o�re la possibilit�e de retrouver en premier lieu les plans visuellement
et s�emantiquement similaires.

En r�esum�e, nos deux propositions NNET et PENN ont montr�e que l'utilisation de la
fusion �a un haut-niveau de la description par l'adaptation de la th�eorie des �evidences ainsi
que l'int�egration des relations entre descripteurs et concepts permettent d'am�eliorer de fa�con
sensible le syst�eme d'indexation et de recherche de plans vid�eo. Dans ce qui va suivre, nous



82 Chapitre 3. Fusion Multi-niveaux pour l'Analyse Multim�edia

Fig. 3.19 { Comportement des descripteurs face aux concepts. SCD : ScalableColor, CLD :
ColorLayout, CMD : ColorMoment, CSD : ColorStructure, EDH : EdgeHistogram, HTD :
HomogeneousTexture, STD : StatisticalTexture, C-SD : Contour-based Shape, CM : Came-
raMotion, MAD : MotionActivity, FD : FaceDetector.

Tab. 3.5 { Comparaison de performances.
M�ethodes / NNET\No-Weight" PENN\Verhulst"
�Evaluation (%) (%)

MAP 12.69 13.29
MAP@10 33.70 35.30
F-meas 11.84 14.10

F-meas@10 38.75 40.79
CR+ 11.93 13.43

CR+ @10 40.69 41.74
BER 45.02 44.13

BER@10 38.00 36.52

nous int�eresserons �a l'�etude de l'apport et du comportement de la fusion de descripteurs
bas-niveau dans notre syst�eme.



3.3. Evaluation 83

Fig. 3.20 { Comparaison de performances des 5 approches sur les 36 concepts. Le PENN
bas�e sur le mod�ele de Verhulst surclasse les autres approches par une combinaison pond�er�ee
g�en�erique.
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3.4 Fusion de descripteurs bas-niveau

La fusion de descripteurs bas-niveau (Low-Level Feature LLF) appel�ee aussi fusion de
descripteurs / signatures prend tout (i.e. les descripteurs) en compte, les consid�erant comme
comp�etitifs et compl�ementaires. Elle construit un nouveau vecteur en utilisant une des deux
approches suivantes : statique (e.g. concat�enation, par l'utilisation d'op�erateurs simples) ou
dynamique (e.g. r�eduction de dimensionnalit�e, th�eorie des probabilit�es, etc).

Par ailleurs, la reconnaissance des formes a pour objectif la classi�cation des donn�ees
d'entr�ee dans une des M classes propos�ees. Comme le montre la Fig. 3.21, il y a deux
composantes : l'analyse des descripteurs et la classi�cation. L'analyse des descripteurs est
e�ectu�ee en deux �etapes : l'extraction des descripteurs suivie par la transformation des
descripteurs. Dans l'�etape d'extraction des descripteurs, les informations h�et�erog�enes (e.g.
la couleur, la texture, le mouvement, l'audio, le texte) de l'objet sont extraites comme sous
la forme d'un vecteur x i de pi -dimensions. Dans l'�etape de transformation de descripteurs,
le vecteur x i est transform�e en un vecteur caract�eristique f i de dimensionm (m � p).

Fig. 3.21 { Syst�eme de classi�cation.

Dans cette section, nous proposons un panorama des principales m�ethodes de trans-
formation de descripteurs bas�ees sur deux approches : (1) la fusion et (2) la s�election des
descripteurs bas-niveau, pour am�eliorer les performances de l'apprentissage dans la pro-
chaine �etape \la classi�cation". Tout d'abord, nous aborderons un point essentiel qui est la
normalisation des donn�ees. Ensuite, nous d�etaillerons les deux approches cit�ees ci-dessus.

La normalisation des donn�ees

Les descripteurs bas-niveau peuvent avoir des �echelles de valeurs di��erentes. On citera
par exemple une composante de couleur est dans l'intervalle [0,255], alors qu'une compo-
sante de texture �a base de l'�energie de Gabor peut être dans l'intervalle [-10,10]. Pour cela,
une �etape de normalisation est n�ecessaire. Elle aura la tache de transformer chaque compo-
sante du vecteur dans un intervalle de valeur commune. Cette �etape est plus importante en
particulier lorsque l'algorithme d'apprentissage utilise une fonction de distance (e.g. KNN,
SVM �a noyaux, RBF,...), a�n qu'aucune composante n'in
uence plus que d'autres l'appren-
tissage [AQ07]. Cependant, l'utilisation directe de ces variables donnera de fa�con implicite
plus de poids aux variables de plus forte dispersion, annihilant presque compl�etement l'e�et
des autres variables.
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Il existe dans la litt�erature plusieurs m�ethodes de normalisation [Dau]. La m�ethode la
plus utilis�ee consiste en une transformation lin�eaire des donn�ees dans un intervalle [a,b]
(Equ. 3.60) :

xn = b
x � min

max � min
+ a (3.60)

o�u x est une composante d'un descripteur,min et max sont respectivement le minimum
et le maximum de la composante, sur tout l'ensemble de l'apprentissage.

3.4.1 Concat�enation et utilisation de simples op�erateurs

La premi�ere strat�egie est bas�ee sur l'op�erateur de concat�enation. Les descripteurs bas-
niveau sont combin�es dans un vecteur unique appel�emerged fusion(Dmerged) (Eq. 3.61).

Dmerged = [ DCD jCLD jSCDj:::jPMD ] (3.61)

Tous les descripteurs doivent avoir la même �echelle de dimension. Cette m�ethode pr�e-
sente de bonnes performances pour la classi�cation d'images, comme le d�emontre l'�etude
de Spyrou et al. [SBM+ 05]. D'autres op�erateurs peuvent être utilis�es, comme la moyenne
des sorties des divers modules de traitement ou caract�eristiques. Elle ne requiert aucune
compilation de donn�ees, ces derni�eres subissent qu'une simple normalisation avant d'̂etre
somm�ees. Il est int�eressant de r�ealiser une pond�eration qui exprimera la con�ance accord�ee
�a chacune des caract�eristiques.

Cette m�ethode a �et�e utilis�ee pour la fusion de descripteurs dans les travaux de Rautiainen
et al. [RS05] sur TRECVid 2003, o�u on observe l'apport de l'op�erateur de fusion par la
moyenne comparant �a d'autres op�erateurs comme leMin et le Max.

3.4.2 R�eduction de dimensionnalit�e

La seconde strat�egie a pour objectif la cr�eation d'un petit nombre de variables qui
d�ecrivent aussi bien les individus de la base initiale, habituellement en grand nombre. Ces
nouvelles variables seront moins redondantes que les variables initiales. La r�eduction de
la dimensionnalit�e est souvent di�cile et risqu�ee, mais pr�esente beaucoup d'enseignements
car elle am�ene �a une confrontation d'opinions diverses quant �a l'importance contest�ee de
certaines variables.

Plusieurs travaux [CM00, WMS00] ont �et�e men�es et pr�esent�es comme des solutions aux
probl�emes dus aux espaces de grandes dimensions. Un �etat de l'art complet incluant les
m�ethodes lin�eaires et non-lin�eaires a �et�e dress�e dans [Ber04].

Math�ematiquement, le probl�eme de r�eduction de la dimension peut être formuler comme :
�etant donn�ee une variable al�eatoire X = ( X 1; :::; X n ) de dimension initiale n, il s'agit de
trouver une repr�esentation U = ( U1; :::; Up) de dimension r�eduite p avecp < n , qui exprime
selon un certain crit�ere, la même information initiale.
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Les techniques lin�eaires reposent sur le même principe. Elles combinent les donn�ees
originales de fa�con lin�eaire. La di��erence est dans la mani�ere de d�eterminer les matrices de
transformation ( W et A), c'est �a dire :

ui = w1;i x1 + ::: + wn;i xn pour i = 1 ; :::; p (3.62)

ou bien U = WX (3.63)

avecW est une matricep � d de transformation lin�eaire. La transform�ee inverse est :

X = AU (3.64)

avecA la matrice d � p de transformation inverse.
Les techniques non-lin�eaires sont souvent it�eratives et obtenues soit en utilisant des

projections non-lin�eaires, soit en minimisant une fonction de coût li�ee aux distances inter-
vecteurs. Le but est de garder les mêmes distances entre les vecteurs dans l'espace original et
leurs correspondances dans l'espace transform�e. Autrement dit, l'objectif est de transformer
s vecteurs initialement de dimensionn dans un nouvel espace de dimensionp avec p < n ,
tel que :

8 1 � i; j � s; d(x i ; x j ) = � (x̂ i ; x̂ j ) (3.65)

o�u d est une mesure de similarit�e entre les vecteurs dans l'espace original,� est la
fonction de distance entre vecteurs dans l'espace transform�e. ^x i et x̂ j sont respectivement
les transform�ees dex i et x j dans l'espace transform�e [Ber04].

Dans cette th�ese, nous allons nous int�eresser aux m�ethodes de r�eduction de dimensions
les plus cit�ees dans le domaine de l'indexation, en particulier �a des approches statistiques
sophistiqu�ees, essentiellement de l'analyse lin�eaire (ACP, LDA, NMF), ainsi qu'une tech-
nique non-lin�eaire �a partir de r�eseau de neurones, permettant une r�eduction maximale du
nombre de variables avec une perte minimale d'informations.

Avant cela, il est important de r�epondre �a la question suivante : Pourquoi r�eduire la
dimension d'une base de donn�ees, alors que ce processus entrâ�ne g�en�eralement une perte
d'information ?

{ La premi�ere raison qui est la plus �evidente, mais aussi la moins importante, est celle de
r�eduire la quantit�e d'informations que les algorithmes auront �a traiter, r�eduisant ainsi,
le temps de calcul, l'encombrement de la m�emoire et le stockage de l'information.

{ R�eduire le nombre de variables �a 2 permet une repr�esentation visuelle plane des don-
n�ees, ainsi que l'utilisation du meilleur syst�eme d'analyse : l'oeil et son fantastique
syst�eme de d�etection de regroupements, d'alignements, etc.

{ Mais la raison la plus importante est celle de la cr�edibilit�e de notre mod�ele. Un mod�ele
ne prenant en entr�ee que peu de variables sera plus cr�edible qu'un mod�ele utilisant
un grand nombre de variables d'entr�ee. Ce dernier est souvent consid�er�e comme peu
intuitif avec pour cons�equence la prolif�eration de mod�eles d�eclar�es <excellents>, mais
en r�ealit�e inutilisables. Son application sur des nouvelles donn�ees produit des r�esultats
de mauvaise qualit�e, en raison d'un trop grand nombre de variables prises en compte
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par le mod�ele (mauvaise g�en�eralisation).

Par cons�equent, la r�eduction de dimensionnalit�e est un exercice �a la fois indispensable et
di�cile. L'analyste se doit de lui consacrer le temps n�ecessaire sous peine de construire des
mod�eles de bonne qualit�e pour certains cas particuliers, mais qui ne peuvent être g�en�eralis�es.

3.4.2.1 Analyse en Composantes Principales (ACP)

L'ACP est la principale technique lin�eaire de r�eduction de dimensionnalit�e [DK82]. Cette
analyse non-supervis�ee a pour objectif de d�ecrire un ensemble de donn�ees par de nouvelles
variables en nombre r�eduit 10.

Bien que l'objectif est d'utiliser qu'un petit nombre de CP Composantes Principales
(CP) 11, l'ACP en construit initialement p, autant que de variables initiales et class�ees par
ordre d�ecroissant. Saporta [Sap90] a montr�e que la recherche des axes (CP) du sous-espace
peut se faire de mani�ere s�equentielle. Il commence par l'axe qui d�ecrit le mieux les donn�ees,
puis le deuxi�eme qui en plus doit être orthogonal au premier, et ainsi de suite [Tol06].

Ensuite, l'analyse d�ecidera du nombre k de CP �a retenir et qui repr�esentent au mieux
la base de donn�eesX apr�es projection (i.e. remplacer les observations initiales par leurs
projections orthogonales dans le sous-espace �ak dimensions d�e�ni par les k premi�eres CP).
Cela revient �a rendre J minimal (Equ 3.66), de sorte que le nuage de points projet�es soit le
moins d�eform�e possible, autrement dit, la variance du nuage de points projet�es est maximale.

J =
1
2

NX

i =1

jjX i � proj( X i )jj2 (3.66)

Plus g�en�eralement, le probl�eme de minimisation de J revient �a calculer les k vecteurs
propres de la matrice de covarianceS (Eq. 3.67) associ�ee aux plus grandes valeurs propres.

S =
1
N

NX

i =1

(x i � �x)(x i � �x)T (3.67)

o�u, �x est la moyenne surN �echantillons dans l'ensemble d'entrâ�nement, x i est le i �eme

�echantillon.
Le calcul de CP peut être optimiser par la m�ethode de D�ecomposition en Valeurs Sin-

guli�eres SVD12, permettant de repr�esenter la matrice S de taille (NxM ) sous la forme
suivante :

S = UDV t (3.68)

avec,UUt = U t U = I N ; V t V = I N et D = diag( � 1; � 2; :::; � N ).

10 Autre que la r�eduction de la dimension, l'ACP est aussi utilis�ee pour �ltrer le bruit, compresser les
donn�ees, etc.

11 Les Composantes Principales sont des variables qui s'av�erent être deux �a deux d�ecorr�el�ees.
12 SVD est un algorithme qui permet d'exprimer une matrice comme le produit de trois matrices particu-

li�eres.
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Il n' y a pas de m�ethode directe pour s�electionner automatiquement le nombrek de CP,
il est d�ecid�e soit �a priori , soit par seuillage des valeurs propres (e.g. crit�ere de Kaiser), ou
en�n par les exp�erimentations. Par ailleurs, la variance d�epend de l'ordre de grandeurs des
descripteurs, lorsque ces derniers sont de types di��erents, les donn�ees doivent être centr�ees
r�eduites. La matrice de covariance devient une matrice de corr�elation.

Cependant, l'ACP est un simple changement de rep�ere, son recours �a l'alg�ebre lin�eaire
comme outil math�ematique principal et sa simple interpr�etation g�eom�etrique repr�esentent sa
grande force. Mais elle est aussi sa faiblesse. En e�et, rien ne dit que des nouvelles variables
plus complexes que celles r�esultantes d'un changement de rep�ere ne permettraient pas une
description plus �econome de donn�ees. L'ACP a donc re�cu de nombreuses g�en�eralisations,
bas�ees sur des transformations non-lin�eaires des variables originales. Le lecteur int�eress�e
pourra trouver des informations sur les noyaux-ACP dans [SSM98].

Alors qu'une ACP consid�ere seulement les moments de second ordre pour d�ecorr�eler13 les
dimensions. L'Analyse en Composantes Ind�ependantes ACI [GCA98] consid�ere des moments
d'ordre sup�erieur a�n de rendre les composantes ind�ependantes14. Cependant, une ACI ne
permet pas de r�eduire le nombre de dimensions, mais de les rendre ind�ependantes. En
compl�ement avec une ACP, elle permet d'obtenir des composantes ind�ependantes dans un
espace de dimensions r�eduit.

3.4.2.2 Analyse Discriminante Lin�eaire (LDA)

Contrairement �a l'ACP et l'ACI qui sont des techniques non-supervis�ees, la LDA r�eduit
la dimension tout en pr�eservant au maximum les classes [Fak90]. Cette m�ethode est utile
lorsque les fr�equences inter-classes sont in�egales [Tol06].

Le point de d�epart de la LDA est une matrice X de N donn�ees observ�ees (nuage de
points) dont les �el�ements sont identi��es par les k classes possibles, de centre de gravit�eg
et de matrice variance-covarianceV . Ce nuage est partag�e enq sous-nuages par la variable
"classe". Chaque sous-nuage (classewk ) d'e�ectif nk est caract�eris�e par son centre de gravit�e
gk et sa matrice variance-covarianceVk .

En utilisant la relation de Huyghens qui stipule que la matrice de covarianceV (Eq. 3.69)
estim�ee �a partir des observations, peut être d�ecompos�ee en deux matrices di��erentes, l'une
B (Between) matrice de variance inter-classe, qui rend compte de la dispersion des centro•�des
des classesgk autour du centre global g. Et l'autre W (Within ) matrice de variance intra-
classe, qui est la moyenne desk matrices variance-covariance des classesVk .

8
<

:

V = B + W
B = 1

N

P q
k=1 nk (gk � g)(g � gk )T

W = 1
N

P q
k=1 nkVk

(3.69)

On peut donc chercher un ensemble d'axes qui r�esume au mieux la variance intergroupes
(i.e. qui disperse au maximum les observations si elles appartiennent �a deux groupes dif-
f�erents) et qui, dans le même temps, minimise la variance intra-groupe (i.e. repr�esentation
tr�es proches des observations d'un même groupe).

13 La corr�elation mesure l'existence d'une relation lin�eaire entre les variables.
14 La d�ependance mesure l'existence de n'importe quelle relation entre les variables.
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Cela dit, les deux crit�eres ne peuvent pas être satisfaits simultan�ement (i.e. pour une
même direction de projection). Le crit�ere de Fisher J (Eq. 3.70) r�ealise un compromis entre
ces deux objectifs. De mani�ere formelle, le probl�eme est de trouver la matrice de projectionA
qui maximise J . Remarquons que ce crit�ere suppose une r�epartition gaussienne des donn�ees
de chaque classe, dans l'espace de projection.

J =
AT BA
AT V A

(3.70)

Le but est de favoriser le regroupement des points d'une même classe et de maximiser la
distance entre les clusters obtenus. En transformantA en un ensemble de vecteurs [a1; :::; an ],
le probl�eme devient [DHS01] :

V � 1Ba i = �a i ; 8i 2 f 1; :::; pg (3.71)

A est compos�e de vecteurs propres associ�es auxp premi�eres valeurs propres tri�ees par
ordre d�ecroissant de V � 1B , p < k �etant �x�e par l'utilisateur.

3.4.2.3 Factorisation en Matrices Non-n�egatives (NMF)

La NMF est une m�ethode g�en�erale de d�ecomposition matricielle [LS00]. Elle permet
d'approximer toute matrice V de taille ( N xM ) et dont les �el�ements sont tous positifs, grâce
�a une d�ecomposition de la forme V � WH , o�u W 2 RN xk et H 2 RkxM . L'originalit�e
de la NMF r�eside dans les contraintes de non-n�egativit�e qu'elle impose �a W et H . Ces
contraintes font que les vecteurs de base comportent beaucoup de 0 et que leurs parties non
nulles se chevauchent rarement. La repr�esentation d'un objet (d�ecrit par un vecteur de r�eels
positifs) comme une somme de ces vecteurs de base, correspond alors �a l'intuition d'une
d�ecomposition par parties. Ici, la matrice cod�ee H peut être consid�er�ee comme le nouveau
vecteur de dimension r�eduite.

En comparaison avec la SVD, qui ne permet pas d'interpr�eter ni les vecteurs de base ni
les nouvelles coordonn�ees r�eduites, �a cause de la pr�esence de coe�cients n�egatifs.

D�eterminer les matrices W et H revient �a minimiser la distance entre la matrice initiale
et le produit WH . Plus pr�ecis�ement, il faut diminuer la norme de Frobenius (Equ. 3.72)
sous les contraintes de non-n�egativit�e.

min W;H jjV � WH jj2 =
X

ij

(Vij � (WH ) ij )2 (3.72)

D'autres normes peuvent être utilis�ees, comme par exemple [XF07] :

E (V; WH) =
X

ij

(Vij log
Vij

(WH ) ij
� Vij + ( WH ) ij ) (3.73)

Ceci revient �a un probl�eme d'optimisation non trivial. Dans [LS00], l'auteur propose
de le r�esoudre en initialisant W et H al�eatoirement, puis en e�ectuant les mises �a jour
suivantes : 8

<

:

H ij  H ij
(W T V ) ij

(W T W H ) ij

Wij  Wij
(V H T ) ij

(W HH T ) ij

(3.74)
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Avantages et inconv�enients

Toutes les techniques lin�eaires cit�ees permettent de r�eduire la dimension. Cependant,
si le nombre de dimensions est �elev�e [Tol06], il se peut que cette r�eduction ne soit pas
su�sante sans perdre de l'information au point que le r�esultat ne serait plus exploitable.
En e�et, les probl�emes li�es �a la mal�ediction de la dimension 15 se manifestent selon Weber
et al. [WSB98] �a partir d'une dimension de 16. Or, on trouve des vecteurs de couleurs de
dimension 256.

De plus, ces techniques n�ecessitent une mise �a jour de l'analyse en cas d'ajout de nou-
velles donn�ees (i.e. recalcule de la matrice de covariance, axes principaux et en�n la pro-
jection des vecteurs dans le nouvel espace). La mise �a jour est une op�eration extrêmement
coûteuse lorsque le contenu de la base �evolue r�eguli�erement.

L'ACP est tr�es sensible aux valeurs aberrantes, ainsi, il est pr�ef�erable de d�etecter ces
erreurs avant son application. S-A. Berrani [Ber04] a �etudi�e ce probl�eme �a travers une
exp�erience sur un ensemble de donn�ees r�eelles compos�e de 413412 vecteurs de dimension
24. Ces vecteurs sont des descripteurs locaux d'images couleurs. Une ACP a �et�e r�ealis�ee sur
cet ensemble de donn�ees. Les r�esultats montrent qu'une seule composante porte �a elle seule
l'essentiel de l'information avec un pourcentage de l'inertie expliqu�ee �egale �a 96:04% (la
valeur propre associ�ee a cette composante est �egale �a 838.74, alors que la somme de toutes
les valeurs propres associ�ees aux 24 composantes est �egale �a 873.33). Un �ltrage manuelle de
1004 vecteurs16 a �et�e e�ectu�e, suivi d'une ACP. Cette fois-ci, il faut retenir 19 composantes
principales pour avoir un pourcentage de l'inertie �egale �a 96:04%.

Par ailleurs, l'ACP recherche les axes avec la plus grande variance ou d'ind�ependances
pour l'ACI, permettant de supprimer les redondances. Martinez et al. [MK01] ont montr�e
qu'elle est moins sensible si l'ensemble d'apprentissage est petit et donne de meilleurs r�esul-
tats que la LDA. Cette derni�ere cherche les axes les plus discriminants avec l'hypoth�ese de
gaussianit�e et n�ecessite un long calcul. Cependant, l'ACP ne pr�eserve pas les classes. Une
m�ethode a �et�e propos�ee par Belhumeur et al. [BHK97], qui combine les deux techniques
(ACP plus LDA) a�n d'en pro�ter des caract�eristiques de chacune.

3.4.2.4 Neural Network Coder (NNC)

Dans le même souci de r�eduction de la dimensionnalit�e, nous proposons ici, une m�ethode
non-lin�eaire de fusion multimodale bas�ee sur les perceptrons multi-couches. A travers la
litt�erature, les MLPs ont �et�e utilis�es et �evalu�es dans plusieurs travaux, en particulier ceux de
Hinton et Salakhutdinov [HS06] qui construisent un auto-encodeur par une s�erie de r�eseaux

15 La mal�ediction de la dimension \dimensionality curse" fait r�ef�erence aux di�cult�es de la gestion et du
traitement des donn�ees dans les espaces de grande dimension. En statistique, elle exprime la relation entre la
taille de l'�echantillon de donn�ees et la pr�ecision de l'estimation. Donoho [Doh00] montre qu'il faut augmenter
exponentiellement le nombre d'�echantillons avec l'accroissement de la dimension pour garder le même niveau
de pr�ecision. Les travaux de Beyer et al. [BGRS99] montrent aussi que plus la dimension augmente, plus les
vecteurs ont tendance �a devenir �equidistants dans une distribution uniforme, ce qui engendre une instabilit�e
des r�esultats. Le lecteur int�eress�e par plus de d�etails pourra se r�ef�erer �a l'�etat de l'art dans [Ber04].

16 Les 1004 vecteurs poss�edent des composantes aberrantes obtenues suites �a des divisions proches de 0.
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Fig. 3.22 { Exemple de r�eduction de dimensions par ACP et par LDA. Les deux m�ethodes
permettent de passer de 2 �a 1 dimension. L'axe fourni par la LDA s�epare les donn�ees en
classes, tandis que l'ACP les confond (Figure tir�ee de la th�ese de S. Tollari [Tol06].)

de neurones entrain�es par les machines de Bolzman et appliqu�es pour la reconnaissance
de visages et des chi�res. Le d�ecodage s'e�ectue par l'inversion du r�eseau, obtenant ainsi
plusieurs couches cach�ees. Dans cette partie, l'originalit�e provient de l'adaptation innovatrice
de l'outil �a l'application et �a la formalisation de l'information, qu'elle soit �a traiter ou qu'elle
soit celle r�esultante. D'autres techniques non-lin�eaires existent. Nous allons simplement citer
les plus connues : Analyse en composantes curvilin�eaires (ACC) [DH] bas�ee sur un r�eseau
de neurone SOM (self-organized maps- carte auto adaptative), reprise r�ecemment dans les
travaux de G. Lefebvre [Lef07], la techniqueFastMap [FL95].

Les perceptrons multi-couches [DN93] sont souvent utilis�es en classi�cation, en identi-
�cation et en reconnaissance de formes. En fusion de donn�ees, ils permettent de traiter la
variabilit�e de proc�ed�es complexes et la disparit�e des informations provenant des sources. En
g�en�eral, ils n�ecessitent des temps de traitement tr�es courts. En fonction des valeurs d'en-
tr�ees, ils �evaluent des grandeurs de sortie. L'int�erêt des r�eseaux de neurones, c'est qu'ils ne
n�ecessitent pas de mod�ele formel du ph�enom�ene observ�e puisque leur fonctionnement est
bas�e sur l'utilisation d'une connaissance obtenue par l'apprentissage.

De plus, ils sont constitu�es de neurones connect�es entre eux de di��erentes mani�eres [HJ94].
Le r�eseau est d�e�ni par :

{ sa topologie ;
{ la fonction d'activation des neurones (lin�eaire, sigmo•�de,...) ;
{ les m�ethodes d'apprentissage supervis�ees ou non.

La m�ethode d'apprentissage la plus connue est la r�etro-propagation du gradient de l'er-
reur. Elle est utilis�ee pour les r�eseaux ayant une couche d'entr�ee, une couche de sortie et
au moins une couche cach�ee. Le principe de la r�etro-propagation consiste �a pr�esenter au
r�eseau un vecteur d'entr�ee et de proc�eder au calcul de la sortie par propagation �a travers
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les couches. Ce r�esultat est compar�e �a la sortie souhait�ee. On calcule ensuite le gradient de
l'erreur obtenu qui est propag�e de la couche de sortie �a la couche d'entr�ee, a�n de modi�er
le poids des entr�ees de chacun des neurones.

L'utilisation d'un MLP en tant qu'agent de fusion est particuli�erement s�eduisante, grâce
�a sa capacit�e d'apprentissage, le r�eseau devrait pouvoir g�erer au mieux les con
its qui
apparaissent entre les divers agents de traitement. Dans [SBM+ 05], un MLP d'une couche
cach�ee a �et�e utilis�e pour la fusion des descripteurs MPEG-7, cela a permis d'am�eliorer le
taux de classi�cation des images.

Fig. 3.23 { Repr�esentation du codeur NNC.

Par ailleurs, plusieurs causes expliquent la d�egradation des performances des techniques
d'indexation [Ber04]. D'abord, ces techniques reposent g�en�eralement sur des hypoth�eses
non-v�eri��ees quant �a la distribution des descripteurs (e.g. distribution uniforme), et sont
souvent valid�ees en utilisant peu de descripteurs, souvent basiques. Ensuite, la minimisation
du probl�eme de la grande dimension par l'utilisation simple des m�ethodes d'analyse de
donn�ees (e.g. ACP). Or, ces derniers entrâ�nent souvent une baisse signi�cative de la qualit�e
des r�esultats. Pour cela, nous proposons l'utilisation d'une m�ethode �a base d'apprentissage
de donn�ees et du r�eseau multi-couches (Fig. 3.23). Elle pr�esente trois couches (une couche
d'entr�ee, une couche cach�ee et une couche de sortie) avec une clause particuli�ereY = X (i.e.
la couche de sortie est �egale �a la couche d'entr�ee), ce qui lui donne un aspect sym�etrique. La
sortie de la couche cach�eeU va être prise comme le r�esultat du codage, qui sera introduit
dans le syst�eme de classi�cation.

Deux questions peuvent cependant être pos�ees concernant le nombre de noeuds dans la
couche cach�ee, qui est aussi la dimension (m) (moins il y en a, plus le mod�ele est robuste ;
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plus il y en a, plus il est performant) et la nature des fonctions d'activation (Dans [Smi],
il est indiqu�e que pour un perceptron, la fonction d'activation doit être la même dans tous
les neurones de toutes les couches, alors que le r�eseau RBFRadial Basis Function pr�esente
une gaussienne dans la seule couche cach�ee et une fonction lin�eaire en sortie. Cependant,
cette vision est consid�er�ee comme r�eductrice, pour cela, plusieurs fonctions d'activation
sont pr�esent�ees en couche de sortie). La r�eponse sera donn�ee dans la partie �evaluation de la
section 3.5, car elle d�epend de la nature des donn�ees (X ) et des descripteurs utilis�es pour
les repr�esenter.

La r�eduction de la dimension permet en particulier de mettre un grand nombre d'in-
formations entrantes dans le mod�ele sans se soucier de la redondance des informations ou
de leurs inutilit�es. La couche cach�ee est un goulet d'�etranglement dont seule l'information
pertinente ressortira, combin�ee et transform�ee de mani�ere non lin�eaire, pour faire co•�ncider
les variations des donn�ees en entr�ee avec les variations de la quantit�e �a pr�edire. Ainsi, on
peut voir l'action des neurones cach�es comme une division de l'information entrante.

Le passage par un codage permet d'avoir une nouvelle description de l'information plus
compacte, riche et plus repr�esentative. Dans notre �etude, un programme se charge d'essayer
toutes les architectures en faisant varier le nombre de neurones cach�es et les fonctions
d'activation utilis�ees, pour en retenir que la plus performante sur un jeu de test.

3.4.3 Fusion dans la th�eorie des Probabilit�es

Dans un autre registre de la fusion dynamique de descripteurs, nous allons nous int�eresser
�a la th�eorie des probabilit�es [Sap90], traditionnellement utilis�ee pour mod�eliser l'incertitude
dans de nombreuses disciplines et repose sur des bases th�eoriques solides. La plupart des
techniques existantes utilisent l'approche Bay�esienne pour op�erer �a la fusion. Cette approche
permet d'incorporer l'incertitude dans la mod�elisation.

La d�ecision est alors prise sur la base des donn�ees multi-sources et des connaissances �a
priori sur les �etats du syst�eme �etudi�e. Dans la plupart des cas, on utilise comme r�egle de
d�ecision le maximum de vraisemblance ou encore le maximum de probabilit�e �a posteriori
(MAP).

Si l'on note X = ( x1; :::; xn ) les observations fournies par une source et 
 l'ensemble des
valeurs possibles de la caract�eristique du syst�eme �etudi�e que l'on cherche �a estimer (�etat
du syst�eme, position, orientation d'un objet, classe d'objets,...). Pour chaquew 2 
, on
d�e�nit :

{ la fonction de vraisemblance p(X jw) par la probabilit�e d'avoir comme vecteur d'ob-
servation X sachant que la caract�eristique du syst�eme vaut ! ;

{ p(w=X ) la probabilit�e pour que la caract�eristique soit w lorsque l'on observeX .
D'apr�es la formule de Bayes, on a :

p(w=X ) =
p(X=w)p(w)

p(X )
(3.75)

{ p(X ) et p(w) sont les probabilit�es que la source observeX et que la caract�eristique
du syst�eme ait pour valeur w respectivement.
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Si on suppose que l'ensemble 
 est de cardinalit�eM (�ni) (i.e. 
 = f w1; w2; :::; wM g),
la formule de Bayes devient pouri = f 1; :::; M g :

p(wi =X ) =
p(X=w i )p(wi )

P M
l=1 p(X=w l )p(wl )

(3.76)

Il est clair que la fusion n'apparâ�t pas dans cette formule, mais intervient plutôt en
amont pour calculer p(X=w) �a partir des fonctions de vraisemblances associ�ees �a chaque
sources, p(X s=w); s = f 1; :::; Lg (L est le nombre de sources) et �eventuellement d'autres
informations sur la d�ependance des sources et de leurs �abilit�es respectives.

Si on suppose que les sources sont ind�ependantes de sorte que la fonction de vraisem-
blance p(X=w) est donn�ee par :

p(X=w) =
LY

s=1

p(X s=w) (3.77)

En utilisant la r�egle du maximum de vraisemblance, on choisira la valeur dew qui maxi-
mise la quantit�e pr�ec�edente. Pour des raisons de simpli�cations, on utilisera le logarithme
de la fonction de vraisemblance, appel�e log-vraisemblance. Ceci revient donc �a maximiser
log[p(X=w)] ayant pour expression :

F (w) =
LX

s=1

logp(X s=w) (3.78)

Pour illustrer la mise en oeuvre de ce type de fusion, prenons le cas deL capteurs
d'erreurs gaussiennes. Dans ce cas, la fonction de vraisemblancep(X=w) est donn�ee par :

p(X s=w) = j2� 
 sj � 1=2 exp
�

�
1
2

(X s � w)t 
 � 1
s (X s � w)

�
(3.79)

o�u j
 sj d�esigne le d�eterminant de la matrice variance-covariance deX s. La fonction
log-vraisemblance s'�ecrit alors 17 :

F (w) =
LX

s=1

�
�

1
2

log((2� )n j
 sj) �
1
2

(X s � w)t 
 � 1
s (X s � w)

�
(3.80)

L'estimation du maximum de vraisemblance de w est obtenue par la r�esolution des
�equations normales (d�eriv�ee partielle de F par rapport �a w est nulle), on obtient :

ŵ =
P L

s=1 
 � 1
s X s

P L
s=1 
 � 1

s
(3.81)

Dans le cas o�u l'on dispose de deux capteurs (L = 2) et que chaque capteur fournit une
mesure de (w; x i ), avec s = f 1; 2g; d'apr�es l'�equation pr�ec�edente, l'estimation du maximum
de vraisemblance dew est donn�ee par (posons� 2

s = 
 � 1
s ) :

17 Rappel : ln(exp ( t)) = t
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ŵ =
� 2

2

� 2
1 + � 2

2
x1 +

� 2
1

� 2
1 + � 2

2
x2 (3.82)

Ce dernier r�esultat souligne les deux types d'utilisation que l'on peut faire de l'approche
Bay�esienne en fusion de donn�ees :

{ fusionner �a un instant donn�e les informations issues de sources multiples (on parle de
fusion de sources parall�eles) ;

{ fusionner les informations issues d'une même source mais �a des instants di��erents.

3.4.4 Fusion dans la th�eorie des �evidences

Comme d�ecrit dans la section 3.2.2, la th�eorie des �evidences manipule des sous-ensembles
de l'espace de discernement 2
 plutôt que des singletons, ce qui lui donne une grande
souplesse de mod�elisation pour de multiples situations de fusion. Ceci se traduit par d'autres
repr�esentations de l'information �a travers : l'incertitude, l'impr�ecision et l'ignorance �a l'aide
de la fonction de massem, de plausibilit�e pl et de cr�edibilit�e bel. Cette th�eorie permet de
mesurer les con
its existants entre les sources et de les interpr�eter en termes de �abilit�e des
sources [Blo03].

La th�eorie des �evidences permet aussi de combiner des fonctions de masses issues de
di��erentes sources d'informations. Plusieurs modes de combinaisons ont �et�e d�evelopp�es. Il
existe principalement deux types de combinaison : conjonctive et disjonctive. Elles ont �et�e
d�eclin�ees en un grand nombre d'op�erateurs de combinaison dont les combinaisons mixtes.

{ Combinaison conjonctive : (ou r�egle orthogonale de Dempster-Shafer) permet de com-
biner deux fonctions de masses ou plus, en une seule, en consid�erant leurs intersections.
Elle est donn�ee pour tout A 2 2
 par :

m(A) = ( m1 � m2 � ::: � mn ) =
X

B 1
T

:::
T

B n = A

nY

j =1

mj (B j ) (3.83)

Si nous supposons être en monde clos, il est important de forcer la masse de l'ensemble
vide �a 0 ce qui pousse �a normaliser les autres masses. Nous obtenons ainsi, la forme
normalis�ee de la fonction de masse combin�ee, pour toutA 2 2
 .

�
m(A) = 1

1� k

P
B 1

T
:::

T
B n = A

Q n
j =1 mj (B j )

m(; ) = 0
(3.84)

o�u k =
P

B 1
T

:::
T

B n = ;
Q n

j =1 mj (B j ) � 1 (k est unemesure de con
it ). La combinai-
son obtenue a tendance �a renforcer la croyance sur les d�ecisions pour lesquelles les
sources sont concordantes et �a l'att�enuer en cas de con
it.

{ Combinaison disjonctive : elle est obtenue cette fois-ci en consid�erant les unions. La
combinaison den fonctions de massemj est donn�ee par :

m(A) =
X

B 1
S

:::
S

B n = A

nY

j =1

mj (B j ) (3.85)
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Il est clair que m(; ) = 0 par cette combinaison. Le con
it ne peut pas donc exister.
En contrepartie, les �el�ements focaux de la fonction de masse r�esultante seront �elargis,
ce qui pousse �a une perte de sp�eci�cit�e. Cette formalisation ne permet pas une prise
de d�ecision sur les singletons, sauf dans le cas o�u les sources sont en accord sur ces
derniers. Cependant, la combinaison disjonctive est int�eressante si nous ne savons pas
mod�eliser les �abilit�es des sources, leurs ambigu•�t�es et impr�ecisions.

{ R�egle Smets : aborde le monde ouvert (les solutions peuvent être autre que dans 
),
qui est la plus utilis�ee aujourd'hui. Smets propose la combinaison suivante [Sme94] :

(
m(A) =

P
B 1

T
:::

T
B n = A

Q n
j =1 mj (B j )

m(; ) =
P

B 1
T

:::
T

B n 6= ;
Q n

j =1 mj (B j )
(3.86)

{ Combinaison mixte : cherche �a conserver les avantages de la combinaison conjonctive
et disjonctive. Dubois et Prade [DP88] ont propos�e un compromis, une combinaison
mixte donn�ee par :

m(A) =
X

B 1
T

:::
T

B n = A

nY

j =1

mj (B j ) +
X

B 1
S

:::
S

B n = A

nY

j =1

mj (B j ) (3.87)

Cette combinaison suppose que le con
it provient de la non �abilit�e des sources et
peut être mod�elis�e par celle-ci. Cette combinaison est donc un compromis raisonnable
entre la pr�ecision et la �abilit�e.

3.4.5 S�election de descripteurs

Apr�es avoir pr�esent�e la fusion de descripteurs, nous allons nous int�eresser �a la deuxi�eme
fa�con de transformation de descripteurs, qui est la \s�election". La s�election de descripteurs a
pour objectif de d�ecouvrir seulement les descripteurs les plus informatifs, qui sont individuel-
lement discriminant, de faible redondance, pour r�eduire le probl�eme de sur-apprentissage et
d'augmenter la vitesse de calcul [Tor03].

Il existe trois grandes classes de m�ethodes de s�election : les<m�ethodes int�egr�ees > (em-
bedded), les <m�ethodes symbiose> (wrapper) et les <m�ethodes de �ltre > (�lter ) [BL97,
Guy03, KJ97], qui seront trait�ees ci-dessous :

3.4.5.1 M�ethodes int�egr�ees \Embedded"

Elles consistent �a utiliser directement le syst�eme d'apprentissage dans l'espoir de d�ecou-
vrir automatiquement les descripteurs utiles pour la classi�cation. Par exemple, un syst�eme
d'induction d'arbre de d�ecision [CM02] e�ectue une s�election automatique des descripteurs
en choisissant ceux qui sont su�sants pour la construction de l'arbre. Malheureusement, ce
type d'approche est condamn�e �a produire des r�esultats peu �ables lorsque les donn�ees ne
sont pas assez nombreuses par rapport au nombre d'attributs.
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3.4.5.2 M�ethodes symbiose \Wrapper"

Elles �evaluent les sous-ensembles d'attributs en fonction des performances des m�ethodes
de classi�cation qui les utilisent. En e�et, avec une m�ethode de classi�cation (e.g. un percep-
tron multi-couches) et un ensemble d'attributs �, la m�ethode symbiose explore l'espace des
sous-ensembles de �, utilisant la validation crois�ee pour comparer les performances des clas-
si�eurs entrâ�n�es sur chaque sous-ensemble, comme le montre la Fig. 3.24. Deux strat�egies
peuvent être utilis�ees : Ascendante <forward selection> (i.e. par ajouts successifs d'attri-
buts), ou descendante<backward selection> (i.e. par retraits successifs d'attributs). Intui-
tivement, les m�ethodes symbiose pr�esentent l'avantage de s�electionner les sous-ensembles
d'attributs pertinents qui permettent les meilleures performances en g�en�eralisation, ce qui
est souvent le but �nal. Cependant, r�ecemment, il a �et�e soulign�e que cette approche pou-
vait être biais�ee et trop optimiste sur le vrai contenu informatif des attributs s�election-
n�es [AM02, XJK01]. Le principal inconv�enient de ces m�ethodes est leur coût calculatoire
attach�e �a l'exploration de l'espace des sous-ensembles de �.

Fig. 3.24 { Repr�esentation de la s�election des descripteurs par la m�ethode symbiose.

3.4.5.3 M�ethodes par �ltre \Filter"

Elles sont utilis�ees dans une phase de pr�e-traitement, ind�ependamment du choix de la
m�ethode de classi�cation. La plupart d'entre elles �evaluent chaque attribut ind�ependam-
ment en mesurant la corr�elation (selon une m�etrique �a d�e�nir) de leurs valeurs comme par
exemple la corr�elation de Pearson, divergence de Kullback-Leibler, l'information mutuelle,
etc [LS03, Tor03]. En d'autres termes, ces m�ethodes �evaluent l'information apport�ee par la
connaissance de chaque attribut sur la classe des exemples. Sous certaines hypoth�eses d'in-
d�ependance et d'orthogonalit�e, les attributs ainsi estim�es comme informatifs peuvent être
optimaux par rapport �a certains syst�emes de classi�cation. Un avantage important de cette
approche est son faible coût calculatoire, puisqu'elle ne requi�ere qu'un nombre d'�evalua-
tions lin�eaires, plus une op�eration de tri [KJ97]. Nous allons pr�esenter bri�evement certains
algorithmes utilis�es dans cette strat�egie [Jou03].
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1. Algorithme FOCUS introduit par Almuallim et al. [AD91, AD94] examine tous
les sous-ensembles de descripteurs, puis s�electionne le plus petit sous-ensemble qui est
su�sant pour d�eterminer l'appartenance �a une classe de toutes les instances dans l'en-
semble d'entrâ�nement. Cette technique prend en compte le crit�ereMIN-FEATURES
bias 18. Originellement d�e�nie pour des donn�ees bool�eennes non bruit�ees, l'algorithme
est restreint �a 2 classes. De plus Dash et al. [DLY97] indiquent que l'algorithme prend
du temps si la taille du sous-ensemble reste importante. FOCUS pr�esente une com-
plexit�e en temps de O(N M ), avec M attributs s�electionn�es parmi les N du d�epart.

2. Algorithme Relief [KR92] attribue un poids �a chaque descripteur pour voir son
int�erêt par rapport �a un concept cible. Il �echantillonne au hasard dans l'ensemble
d'apprentissage et remet �a jour la pertinence des valeurs bas�ees sur la di��erence entre
l'instance s�electionn�ee et les deux cas : proche ou non de la classe. Souvent, pr�esent�e
comme une m�ethode r�esistante au bruit et de faible complexit�e. Cependant, il ne tient
pas compte d'une �eventuelle redondance entre les variables ou d'une forte corr�elation.
Cette m�ethode d�epend fortement du nombre d'exemples par classe.

3. Analyse de Variance \Anova" [GS00] est un test statistique permettant de d�e�nir
l'in
uence d'un ou de plusieurs attributs, en partant de l'hypoth�ese suivante : l'es-
p�erance est la même pour toutes les classes(ce qui est une hypoth�ese forte et non
v�eri��ee dans nos donn�ees). D'abord, on suppose que pour chaque classe, les attributs
suivent une loi gaussienne de même variance� . Puis, on compare� avec la variance
interclasse (i.e. la variance entre les moyennes rencontr�ees pour chaque classe). On
obtient ainsi pour chaque �el�ement un nombre mesurant la corr�elation statistique avec
la classe.

Ainsi, apr�es avoir pr�esent�e dans cette partie les di��erentes m�ethodes de transforma-
tion des descripteurs �a travers la fusion et la s�election des caract�eristiques bas-niveau. La
prochaine partie exposera les r�esultats des exp�eriences conduites sur deux bases de donn�ees.

18 Si deux fonctions sont compatibles avec les exemples d'entrâ�nement, pr�ef�erez la fonction qui implique
moins de descripteurs d'entr�ee.
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3.5 Evaluation de la fusion bas-niveau

Dans cette partie, nous allons e�ectu�e une s�erie d'exp�erimentations pour �etudier l'e�et
d'une int�egration de la fusion bas-niveau (pr�ecoce) sur les syst�emes pr�esent�es par la Fig. 3.25
et Fig. 3.32 issues des deux projets pr�ec�edemment d�ecrits.

3.5.1 Base de donn�ees vid�eos de football

Fig. 3.25 { Sch�ema globale du syst�eme.

Ici, nous d�etaillerons rapidement le fonctionnement de notre syst�eme d'indexation dans
le cadre du projet CRE-Fusion avec Orange-France T�el�ecom. Nous discuterons des carac-
t�eristiques utilis�ees sur les deux m�ethodes de segmentation en r�egions et en blocs pour
analyser les propri�et�es locales de l'image-cl�e pr�esentant des sc�enes de football (Fig. 3.26).
Deux types de descripteurs seront utilis�es, la couleur (HsvHistogram, RgbHistogram) et
la texture (GaborHistogram, EdgeHistogram). Un probl�eme d'exc�edent d'informations se
pose alors. En e�et, une image contient en moyenne soixante r�egions et chacune d'entre
elles est d�ecrite par un vecteur de taille moyenne 100. La dimension du descripteur devient
alors rapidement �enorme et les op�erations de comparaison complexes et fastidieuses. Nous
proposons de travailler sur une approche bas�ee sur les vecteurs de d�enombrement qui sera
appel�ee mod�ele vectoriel appliqu�e aux images (IVSM pour < Image Vector Space Model>).
C'est une repr�esentation r�epandue dans le domaine de l'indexation de documents textuels
sous le nom de mod�ele vectoriel (ou< vector space model>). Il s'agit de repr�esenter un
document par le d�enombrement des mots d'un dictionnaire d�e�ni au pr�ealable. Dans le cas
pr�esent, les r�egions sont assimil�ees �a des mots d�ecrivant le contenu de l'image.

Ensuite, nous avons cr�ee une signature par caract�eristique. Quatre exp�eriences ont �et�e
r�ealis�ees comme le montre la Table 3.6. On aura par comparaison auSyst�eme 1 sans fusion
de signatures, un syst�eme avec une fusion statique par la concat�enation, et deux autres
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Fig. 3.26 { La segmentation en blocs et en r�egions d'une image-cl�e.

Id Syst�emes d'exp�eriences
1 Syst�eme sans fusion de signatures (voir Fig. 3.25).
2 Syst�eme avec la fusion statique par concat�enation.
3 Syst�eme avec la fusion dynamique par l'ACP.
4 Syst�eme avec la fusion dynamique par le NNC.

Tab. 3.6 { Syst�emes exp�erimentaux.

dynamiques par l'ACP et le NNC 19.
Toutefois, il est int�eressant d'examiner le comportement individuel des signatures dans

la classi�cation par SVMs. Nous rappelons que notre objectif est de construire un mod�ele
g�en�erique capable de r�epondre �a nos requêtes sans l'intervention d'�el�ements ext�erieurs. La
Table. 3.7 donne un aper�cu rapide de ce comportement. On observe que les histogrammes de
couleurs RGB et HSV n'ont pas �et�e e�caces individuellement, en utilisant la segmentation
en blocs et en r�egions. En e�et, le terrain vert et les gradins en noirs apparaissent dans la
majorit�e des concepts, limitant ainsi le degr�e de discriminance de la couleur par rapport
aux concepts. Par ailleurs, la texture et les contours (GabH, EDH) sont plus pertinents
�a l'ensemble des concepts, pr�esentant des r�esultats nettement meilleurs. Deux types de
descripteurs EDH ont �et�e utilis�es, le premier repr�esente la fr�equence et l'orientation des
changements de luminosit�e dans l'image, essentiellement sur 5 types de bords dans 16 sous-
images, g�en�erant ainsi un histogramme de 80 bins, alors que le deuxi�eme ajoute un niveau
global et semi-global sur la localisation des contours dans l'image, pour un total de 150 bins.

Segmentation Bloc R�egion
Eval.(%) RGB HSV GabH EDH RGB HSV GabH EDH 80 EDH150

MAP 6.5 7.34 39.76 36.23 7.52 15.81 37.29 30.93 32.99
F-meas 18.74 20.89 54.89 48.03 19.33 30.41 49.63 48.36 45.38

CR + 17.90 20.73 55.81 47.81 17.66 30.89 50.05 47.32 46.71
BER 43.90 42.69 23.82 27.97 43.55 37.25 26.72 28.27 28.43

Tab. 3.7 { R�esultats de la classi�cation individuelle des descripteurs issus de la segmentation
en blocs et en r�egions.

19 Nous avons choisi d'utiliser le même protocole d'�evaluation que celui propos�e par TRECVid. La pr�ecision
est calcul�ee sur les 100 premi�eres images retourn�ees.
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Fig. 3.27 { Comparaison de performances des quatre syst�emes exp�erimentaux avec le
meilleur r�esultat de la classi�cation SV MGabH .

La Fig. 3.27 pr�esente l'�evolution de la pr�ecision moyenne pour les quatre exp�eriences. La
premi�ere remarque revient �a la classe(4) Goal Camera qui obtient une AP = 100% (avec
et sans la fusion bas-niveau), �a cause d'un avantage de taille, du fait qu'il est repr�esent�e
e�cacement par le descripteur texture et de contours, en e�et, les images de cette classe
sont semblables, et contiennent des contours si caract�eristiques, �a savoir les hexagones du
�let, comme le montre la Fig. 3.28. Dans d'autres classes, ce sont les descripteurs de couleurs
qui semblent assurer un fort taux de reconnaissance. Par exemple, pour la classe (2)Game
Stop , dont la pr�ecision �a progresser apr�es la fusion (r�eduction de la dimension), pour
atteindre 37:52%, en utilisant le NNC. Dans ce cas, toutes les images comportant l'arbitre
sont bien class�ees. Nous pouvons ais�ement supposer que cela est dû aux pixels jaunes vifs du
maillot de l'arbitre comme le montre la Fig. 3.29. Ainsi, les descripteurs de couleurs sont donc
tout aussi indispensables que la texture et les contours. Cependant, le taux de reconnaissance
est extrêmement bas pour la classe (7)Global Right View , pour laquelle la pr�ecision
avoisine 10% en moyenne. En e�et, les images de cette classe sont parfois reconnues �a tort
comme des images de la classe (3)Lateral Camera ou de la classe (5)Global Center
View , ou même de classe (8)Global Left View . Ceci est probablement dû �a la pr�esence
d'�el�ements communs dans ces images, comme les gradins par exemple. N�eanmoins, cela
montre aussi que la pr�esence d'�el�ements caract�eristiques, comme les corners ou les trac�es du
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terrain, demeurent di�ciles �a exploiter. Par ailleurs, les mêmes performances sont obtenues
pour les classes contenant des images tr�es semblables avec des caract�eristiques uniques (e.g.
(6) Rear view et (9) Zoom on public ).

Fig. 3.28 { Exemple d'une image-cl�e montrant le conceptGoal Camera et sa repr�esen-
tation des contours.

Fig. 3.29 { Images-cl�es repr�esentant le conceptGame Stop .

Pour le reste, la pr�ecision est repr�esentative de la complexit�e des concepts, o�u le MAP
oscille au tour de 44:31% via la concat�enation (Syst�eme 2), ce qui est un r�esultat correct
connaissant la complexit�e des concepts consid�er�es, am�eliorant ainsi la classi�cation indivi-
duelle (MAP �= 39%), et approchant les performances duSyst�eme 1 sans fusion bas-niveau
(i.e. le Syst�eme 1 introduit les di�erentes sorties de classi�eurs SVM obtenues par descrip-
teurs et par concepts, dans le fusionneur NNET), qui obtientMAP = 45:82%. La Fig. 3.30
pr�esente la variation du MAP obtenu par les deux fusions dynamiques : ACP et NNCvs
la dimension (ou dim 2 [50; 450] par un pas de 50). Le FDNNC

20 am�eliore les r�esultats
globaux de la pr�ecision �a partir d'une dimension sup�erieure �a 150, pour atteindre le maxi-
mum MAP NNC = 50:37% pour une dimension de 400. Cela dit, dans cet intervalle, le gain
reste faible et une dimension de 150 donne 47:34% de pr�ecision, expliquant ainsi 94% de la
variance globale. Contrairement �a la FDACP

21 qui pr�esente des r�esultats faibles pour une
dimension inf�erieure �a 200, pour �egaler un MAP ACP = 47:16% �a dim = 350. Les petites
dimensions provoquent une perte de l'information, ce qui explique les faibles scores dans
ces plages, alors que les grandes dimensions produisent un temps de calcul tr�es �elev�e sans

20 FD NNC : Fusion bas-niveau par le NNC.
21 FD ACP : Fusion bas-niveau par l'ACP.
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être sure de la qualit�e du nouveau vecteur (merged vector). Il est �a noter que plusieurs pos-
sibilit�es sur les fonctions d'activation du r�eseau NNC ont �et�e utilis�ees \sigmo •�de, tangente
hyperbolique et lin�eaire". Le r�esultat est globalement le même, avec une grande variation
au niveau du temps de calcul. Nous avons pr�eviligi�e la solution la plus rapide. Le choix
se porte sur un NNC avec une fonction d'activation sigmo•�de pour toutes les couches du
NNC. Plus de d�etails et d'exp�erimentations sur ce point seront donn�es dans la prochaine
partie. Plusieurs concepts seront utilis�es ainsi qu'une dimension de descripteurs cinq fois
plus grande et une large base de donn�ees.

Fig. 3.30 { Evolution du MAP en fonction de la dimension pour les syst�emes 3 et 4.

Par cons�equent, la couche cach�ee du NNC �a jouer le rôle d'un goulet d'�etranglement dont
seule l'information pertinente ressortira, combin�ee et transform�ee de mani�ere non lin�eaire,
pour faire co•�ncider les variations des donn�ees en entr�ee avec les variations de la quantit�e �a
pr�edire. Le passage par un codage permet d'avoir une nouvelle description de l'information
plus compacte, riche et plus repr�esentative.

La Table 3.8 r�esume l'ensemble des r�esultats obtenus par les quatre syst�emes exp�eri-
mentaux. On remarque qu'un syst�eme �a base d'une fusion pr�ecoce via une r�eduction de
la dimension est plus e�cace qu'un syst�eme pr�esentant une fusion tardive (Syst�eme 1) en
mati�ere de pr�ecision moyenne sur les 100 premi�eres images-cl�es retourn�ees. Le NNC �a pro-
duit le score le plus �elev�e avec un MAP = 50:37%, tout en a�nant les autres statistiques
globales sur l'ensemble de la base de test, en mati�ere de F-meas, CR+ et de BER pour un
seuil de pr�ecision �xe de 0:5.
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Syst�emes 1 2 3 4
MAP (%) 45.82 44.31 47.16 50.37

F-meas (%) 56.13 53.50 55.64 61.03
CR + (%) 62.12 48.59 51.98 60.30
BER (%) 20.80 26.57 25.31 21.12

Tab. 3.8 { Performances des quatre syst�emes exp�erimentaux.

3.5.1.1 Etude statistique

Les principaux indicateurs de la qualit�e d'une m�ethode de description sont les caract�e-
ristiques des �el�ements du vecteur produit (e.g. les bins de l'histogramme de couleur). Les
caract�eristiques peuvent être mesur�ees par la variance inter-vecteurs, la proximit�e entre
les �el�ements du descripteur, la distribution des �el�ements du vecteur quanti��e, etc. Dans
notre travail, trois m�ethodes ont �et�e utilis�ees : (1) l'extraction d'indicateurs statistiques (la
moyenne22 et l'�ecart-type 23) inter vecteurs, (2) l'analyse factorielle et (3) la classi�cation
hi�erarchique ascendante (Hierarchical Cluster Analysis).

La moyenne et la d�eviation standard donnent une impression g�en�erale sur le vec-
teur de donn�ees (descripteur). L'indice de moyenne caract�erise la situation \moyenne" de
la m�ethode d'extraction, alors que la d�eviation standard donne un indice sur la qualit�e de
discriminance. Si la d�eviation standard est proche du z�ero, cela revient �a dire que la des-
cription g�en�ere la même information pour n'importe quel type de description, ce qui la rend
non-discriminante, et vice versa.

La deuxi�eme m�ethode est l'analyse factorielle �a travers l'ACP par exemple. Elle est
utilis�ee pour �eliminer la redondance dans les vecteurs de donn�ees par l'identi�cation des
facteurs qui repr�esentent sans grande perte la variance globale de l'information.

En�n, une autre m�ethode pour d�etecter la redondance est propos�ee par la m�ethode clas-
si�cation hi�erarchique ascendante (CHA), o�u pour un niveau de pr�ecision donn�e, deux
�el�ements peuvent être confondus dans un même groupe, alors qu'�a un niveau de pr�ecision
plus �elev�e, ils seront distingu�es et appartiendront �a deux sous-groupes di��erents produisant
un arbre appel�e \dendogramme". Initialement, la CHA consid�ere toutes les observations
comme �etant des clusters ne contenant qu'une seule observation (singleton), et leur distance
est alors le plus souvent d�e�nie comme �etant Euclidienne. La premi�ere �etape consiste donc
�a r�eunir dans un cluster �a deux observations, les deux plus proches. Puis la CHA continue,
fusionnant �a chaque �etape les deux clusters les plus proches au sens de la distance choisie. Le
processus s'arrête quand les deux clusters restant fusionnent dans l'unique cluster contenant
toutes les observations.

1. Avant la fusion bas-niveau : Le calcul de la moyenne donne une valeur de \0:45",
l'�ecart type est inf�erieur �a \0 :1" (les valeurs sont normalis�ees entre [0; 1]). Cela re-

22 La moyenne est une mesure simple, utile, mais aussi trompeuse. Elle n'est r�eellement signi�cative que
sur un grand nombre de valeurs. Pour en savoir plus, il faut connâ�tre la r�epartition des valeurs autour de la
moyenne, comment elles se distribuent.

23 l'�ecart type ( standard deviation en anglais) mesure la dispersion d'une s�erie de valeurs autour de leur
moyenne.
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vient �a dire que la description g�en�ere une même information qui peut être quali��ee
de non-discriminante. Ce qui signi�e que les valeurs des signatures pourraient être
transform�ees et quanti��ees dans un type de donn�ees de fa�con �a augmenter le degr�e de
discriminance.

Fig. 3.31 { Regroupement par la CHA.

La CHA pr�esente de mani�ere intuitive la proximit�e entre les �el�ements des signatures,
donnant une id�ee sur l'homog�en�eit�e interne la plus �elev�ee. Au d�ebut, elle regroupe les
�el�ements �a forte similitude de couleur, en particulier ceux du RGB puis HSV dans
les deux types de segmentation. La distance est inf�erieure �a 0:6 comme le montre
les liens hi�erarchiques qu'apparaissent sur le dendogramme de la Fig. 3.31, puis, les
�el�ements avec de fort histogrammes de contours EDH80 et EDH150 (il est �a noter que
les 80 premiers bins des deux EDH sont identiques et repr�esentent la fr�equence et
l'orientation des changements de luminosit�e dans l'image, essentiellement sur 5 types
de bords dans 16 sous-images) puis ceux de GabH. En�n, il est facile de voir que les
descripteurs de couleurs et de contours sont les plus redondants.
Par ailleurs, un ph�enom�ene int�eressant est observ�e pour le EDH. Ind�ependamment de
la nature de la segmentation ou le type du m�edia, Eidenberger [Eid03] constate que
EDH ne donne pas de mesures dans les intervalles [0:32; 0:42[, [0:72; 0:81[, [0:9; 1[. Ceci
est expliqu�e par le simple comptage des contours dans certaines orientations pr�ed�e�nies
dans une r�egion. Ainsi, 30% de l'intervalle allou�e aux donn�ees de ce descripteur ne
sont pas utilis�es. Pour cela, il est souhaitable de transformer et de quanti�er ce dernier
pour en r�eduire le probl�eme de sauvegarde.



106 Chapitre 3. Fusion Multi-niveaux pour l'Analyse Multim�edia

2. Apr�es la fusion bas-niveau : Les nouveaux �ecarts-types sont de \0:204" pour la
r�eponse du ACP et de \0:373" pour le NNC en utilisant une dimension dim = 350.
Dans la Fig. 3.30, nous pouvons remarquer qu'il su�t d'utiliser 150 facteurs pour être
capable d'expliquer 94% de la variation globale. Les cinquante premiers facteurs a
eux seuls (i.e.dim = 50) expliquent 58% de cette variance utilisant l'ACP, et 82%
avec le NNC, ce qui montre que les descripteurs avant fusion sont redondants. Ces
r�esultats ne sont pas surprenants car quatre des neuf descripteurs (avec les deux types
de segmentation) utilis�es dans nos exp�eriences repr�esentent la couleur et le reste la
texture.

3.5.2 Base de donn�ees TRECVid 2007

Les exp�erimentations ont �et�e reconduites dans TRECVid 2007 vid�eos [TRE], qui est un
laboratoire d'�evaluation approchant les situations de di�cult�e qu'on trouve dans le monde
r�eel. Nous nous pla�cons dans les mêmes conditions que les exp�eriences d�ecrites dans la
section. 3.3.2, en utilisant cette fois-ci, seulement cinq descripteurs MPEG-7 globaux d'une
dimension totale concat�en�ee de 736, sur les 11 descripteurs du d�epart : ColorLayout (CLD,
12 bins), ColorStructure (CSD, 256 bins), ScalableColor (SCD, 256 bins), EdgeHistogram
(EHD, 150 bins) et HomogeneousTexture (HTD, 62 bins). Ce choix est motiv�e par un souci
de capacit�e calculatoire, a�n de permettre une �evaluation sur l'ensemble des 36 concepts
(voir la Fig. 3.32).

Fig. 3.32 { Sch�ema globale du syst�eme.

Comme d�ecrit dans la section 2.1.1, un bon descripteur est celui qui pr�esente une
grande variance et produit des valeurs uniform�ement distribu�ees. Les indicateurs statis-
tiques peuvent donner une id�ee sur la qualit�e de nos descripteurs. Par cons�equent, on pourra
pr�etendre que le descripteur ColorLayout va être n�egatif pour notre syst�eme, car aucun des
12 bins n'a de d�eviation standard � qui d�epasse 0:036, avec une moyenne� de 0:48. Le
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même constat a �et�e obtenu pour ColorStructure avec � = 0 :043 et � = 0 :23, contrairement
�a ScalableColor qui pr�esente � = 0 :28 pour 24 bins avec� = 0 :42.

EdgeHistogram pr�esente de fa�con excellente les donn�ees avec plusieurs bins de� sup�e-
rieure �a 0:3 et une� proche de 0:5. Pour HomogenousTexture, les mesures sont relativement
acceptables pour les plans monochromes (� = 0 :18, � = 0 :23).

Par ailleurs, les descripteurs de couleurs sont globalement bons pour les plans couleurs.
Le faible � est due au nombre important de plans monochromes, qui fait baisser la descrip-
tion g�en�erale du descripteur couleur. Contrairement �a la texture qui est tr�es sensible aux
plans monochromes que couleurs, sauf pour EdgeHistogram. Ce dernier se place dans notre
analyse comme le meilleur descripteur (ce qui con�rme et v�eri�e nos pr�ec�edents r�esultats
de la section. 3.3.1, o�u la classi�cation avec EDH a donn�e les meilleures r�esultats).

Concernant la question de savoir quels sont les descripteurs qui peuvent être compact�es
ou r�eduits ? Dans un premier temps, nous allons reprendre les mêmes remarques pr�ec�edem-
ment cit�ees par Eidenberger [Eid03], sur la non existante de donn�ees dans certains intervalles
de descripteurs. En e�et, EdgeHistogram n'a pas de mesure dans les intervalles [0:32; 0:42[,
[0:72; 0:81[, [0:9; 1[ et pour ScalableColor dans les intervalles [0:1; 0:2[, [0:4; 0:5[, [0:7; 1[ �a
l'exception sur les 16 premiers bins. Ceci est expliqu�e par l'application de la transformation
de Haar , o�u seulement 45% de la capacit�e de stockage peut être utilis�ee en compactant
ce descripteur. En�n, la plupart de l'�energie et de la d�eviation standard observ�ees dans
HomogeneousTexture est dans [0:5; 1[. Un gain de 50% en stockage peut être obtenu.

La Fig. 3.33 montre la variation du MAP vs la dimension, par pas de 100, pour 5
variantes 24 du NNC (selon les fonctions d'activations utilis�ees) et l'ACP.

Int�eressons nous d'abord aux 5 r�esultats du NNC. On remarque que plus le nombre
de dimensions augmente, plus le syst�eme int�egre de l'information et le MAP progresse.
Pour dim = 500, on obtient des r�esultats semblables pour l'ensemble des possibilit�es NNC,
qui convergent versMAP = 14%, expliquant ainsi 95% de la variation globale. Or, une
dimension inf�erieure �a 500 conduit �a une grande perte de pr�ecision. Le r�esultat maximal du
MAP = 14:66% a �et�e obtenu pour dim = 600 avec leNNC st . La r�eduction de la dimension a
permis une am�elioration visible des performances. Concernant l'ACP, le r�esultat ne d�epasse
pas 12; 5%, avec une stabilisation des performances pourdim 2 [500; 700], mais il pr�esente
un temps de calcul plus faible parsqu'il n'e�ectue pas d'apprentissage. Par ailleurs, nous
pouvons remarquer qu'il su�t d'utiliser 100 facteurs pour être capable d'expliquer 80% de
la variation globale de l'ACP et du NNC, avec des deviations standards moyennes de 0:1329
et 0:1474 respectivement. Ceci montre que les descripteurs avant fusion bas-niveau sont tr�es
redondants.

24 Les propri�et�es de la fonction d'activation in
uent sur celle du neurone et il est donc important de bien
choisir celle-ci pour obtenir un mod�ele utile en pratique. Dans notre �etude, un programme se charge d'essayer
toutes les architectures en faisant varier le nombre de neurones cach�es et les fonctions d'activations utilis�ees,
pour en retenir que la plus performante :

{ sl : on utilisera une fonction sigmo•�de s dans la couche cach�ee, et lin�eaire l pour la couche de sortie.
{ st : sigmo•�de s dans la couche cach�ee, tangente hyperboliquet pour la couche de sortie.
{ ss : sigmo•�de s pour les deux couches.
{ tt : tangente hyperbolique t pour les deux couches.
{ ts : tangente hyperbolique t dans la couche cach�ee, sigmo•�de s pour la couche de sortie.
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En�n, nous pouvons relever trois points : (1) la r�eduction de la dimension a �et�e positive
pour notre syst�eme, (2) le NNC a obtenu de meilleures performances par rapport �a l'ACP,
(3) en comparaison avec nos pr�ec�edents r�esultats obtenus dans la fusion de classifeurs (haut-
niveau). Nous pouvons dire qu'un syst�eme int�egrant une fusion dynamique de descripteurs
(bas-niveau) �a base du NNC peut être plus e�cace qu'un syst�eme avec la fusion de classifeurs
(haut-niveau). Cette fusion pr�ecoce a r�eussi �a apprendre, �a s�electionner de l'h�et�erog�en�eit�e
des caract�eristiques, les informations n�ecessaires pour mieux d�ecider et agir dans l'�etape de
classi�cation.

Fig. 3.33 { Evolution du MAP en fonction de la dimension, pour le sch�ema �a base d'une
ACP et des di��erentes possibilit�es du NNC.

Int�eressons nous maintenant aux concepts qui ont pu être am�elior�es pour permettre cette
performance. La Fig. 3.34 pr�esente les r�esultats de la classi�cation apr�es une �etape de fusion
de descripteurs parNNC st en utilisant une dim = 600, avec ceux du PENN. Nous remar-
quons deux choses : (1) les concepts rehauss�es ne sont pas uniquement ceux qui pr�esentent de
fortes caract�eristiques visuelles, soit en couleur ou en texture tels queSports, Outdoor,
Building, Vegetation, Road, Snow, Sky, Urban, Waterscape, Boat/Ship, Maps
mais on retrouve aussi des concepts plus abstrait commeMeeting et Studio . (2) Une
perte de pr�ecision est visible surCrowd, Face, Person, Walking/Running, People
Marching , ceci est tout simplement due �a la non utilisation des descripteurs sp�eci�ques
tels que FaceDetector, CameraMotion, MotionActivity, etc, qui permettaient une d�etection
plus pr�ecise de ces classes par le PENN.



3.6. Conclusion 109

Fig. 3.34 { Comparaison entre les r�esultats obtenus par le PENN (avec 11 descripteurs) et
NNC st de dimension 600 (avec 5 descripteurs), par concepts.

3.6 Conclusion

L'�etat de l'art montre que la combinaison parall�ele des classi�eurs (fusion haut-niveau)
est une voie de recherche prometteuse, qui permet l'am�elioration des syst�emes de reconnais-
sance. Les travaux e�ectu�es sur la combinaison d�evoilent aussi la multitude de techniques
qui di��erent par leurs capacit�es d'apprentissages et le type de sortie des classi�eurs.

Le r�eseau de neurones reste celui qui donne le meilleur r�esultat comparant aux m�ethodes
avec et sans apprentissage d�evelopp�es dans notre travail. Le WBF a am�elior�e pour certains
concepts la pr�ecision, en r�esolvant le probl�eme du sur-apprentissage caus�e par le manque
de donn�ees. Par ailleurs, l'introduction de la th�eorie de �evidences et particuli�erement le
NNET a permis de r�esoudre certaines ambigu•�t�es, �a travers les informations apport�ees par
l'incertitude et l'ignorance du syst�eme. Dans le même raisonnement, le PENN a permis de
mod�eliser deux �etapes dans la même tache de combinaison, qui sont : la pond�eration des
sorties de classi�eurs �a travers l'�etude de la perplexit�e, qui estime le degr�e de relation entre
les descripteurs et les concepts, avec la combinaison NNET. La fusion de classi�eurs rel�eve
une nouvelle fois son importance.

Par ailleurs, la fusion joue un rôle primordial dans la classi�cation, et semble être plus
e�cace en amont des syst�emes de classi�cations qu'en aval. Nous constatons que 81% des
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composantes sont conserv�ees par le syst�eme le plus pertinent qui est leNNC st . Les propri�e-
t�es de la m�ethode sont mises �a pro�t pour avoir une meilleure r�eduction de dimensionnalit�e,
tout en soulignant la forte corr�elation entre la quantit�e des donn�ees et les performances
du syst�eme. Cependant, cette tache est longue et fastidieuse mais ouvre une porte et des
perspectives pour ce champs de recherche.

Nous allons apporter une attention toute particuli�ere aux syst�emes g�en�eriques dont
l'entrâ�nement doit s'adapter �a une grande vari�et�e de contenus et de concepts. Dans le
prochain chapitre, nous pr�esenterons comment mod�eliser les relations entre les concepts
s�emantiques, et de quelle mani�ere cette information peut être introduite dans notre syst�eme
d'indexation et de recherche de plans vid�eo, pour une prise de d�ecision e�cace.



Chapitre 4

L'ontologie et la Similarit�e
Inter-concepts

La plupart des mod�eles d'indexations sont bas�es sur la classi�cation binaire, en ignorant
toutes les relations possibles entre les concepts. Cependant, les concepts n'existent pas en
isolation et sont reli�es par leurs interpr�etations s�emantiques et la cooccurrence. Deux dif-
�cult�es doivent être prises en compte. La premi�ere r�eside dans l'utilisation d'une ontologie
qui d�ecrit les relations existantes entre les concepts. La deuxi�eme est li�ee �a l'exploitation de
cette information s�emantique par les syst�emes de classi�cation ou de fusion.

Dans ce chapitre, nous proposons un syst�eme ontologique d'indexation particuli�erement
pour l'�etape de raisonnement et de la construction de la d�ecision par un r�eajustement des
valeurs de con�dences issues du PENN (Fig. 4.4). On se focalisera sur l'extraction et l'ex-
ploitation du contenu �a haute valeur s�emantique et par cons�equent de l'interpr�etation globale
du plan vid�eo. Pour cela, une �etude de la similarit�e inter-concepts est e�ectu�ee en intro-
duisant 3 types d'informations : les descripteurs bas-niveau, la cooccurrence et la similarit�e
s�emantique issue de l'approche hybride. Par ailleurs, pour cette derni�ere, trois approches
hybrides seront �etudi�ees et compar�ees. Le syst�eme �nal s'appellera Ontological PENN
\Onto-PENN" .

4.1 L'ontologie

En philosophie, l'ontologie est l'�etude de l'̂etre en tant qu'̂etre (i.e. l'�etude des propri�et�es
g�en�erales de ce qui existe). Le terme est actuellement repris en sciences de l'information,
pour constituer un mod�ele de donn�ees repr�esentatif d'un ensemble de termes et de concepts
dans un domaine donn�e, r�eel ou imaginaire. Ce mod�ele est organis�e dans un graphe dont
les relations peuvent être des relations s�emantiques et des inclusions.

On retrouve les ontologies dans plusieurs domaines tels l'intelligence arti�cielle, le Web
s�emantique, le g�enie logiciel, l'informatique biom�edicale et l'architecture de l'information
comme une forme de repr�esentation de la connaissance au sujet d'un monde ou d'une partie
de ce monde.

Une des d�e�nitions de l'ontologie qui fait autorit�e est celle de Gruber [Gru93] :
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Une ontologie est la sp�eci�cation d'une conceptualisation d'un domaine de connaissance.

Parall�element �a cette d�e�nition assez th�eorique de l'ontologie, une autre d�e�nition, plus
op�erationnelle, peut être formul�ee ainsi :

Une ontologie est un r�eseau s�emantique qui regroupe un ensemble de concepts d�ecrivant
un domaine, li�es par des relations s�emantiques et hi�erarchiques.

L'ontologie peut être construite selon trois m�ethodes distinctes :

1. Manuellement : les experts r�ealisent une ontologie d'un domaine ou de son extension
(niveaux sup�erieurs de Cyc 1, WordNet 2).

2. Automatiquement : par des techniques d'extraction de connaissances des concepts et
de leurs relations.

3. M�ethodes mixtes : par des techniques automatiques qui permettent d'�etendre des on-
tologies construites manuellement (base des connaissances Cyc).

L'ontologie a �et�e historiquement utilis�ee pour am�eliorer les performances dans les sys-
t�emes de recherche multim�edia [WTS04, NKFH98, FGL07]. Nous nous int�eresserons dans
ce qui va suivre �a ces travaux, en particulier dans l'�etude des relations entre concepts �a tra-
vers la similarit�e inter-concepts. Avant cela, nous allons pr�esenter l'ontologie LSCOM-lite
utilis�ee dans la suite de nos travaux.

4.1.1 L'ontologie LSCOM-lite

L'ontologie LSCOM-lite est une version all�eg�ee de l'ontologie LSCOM [NKH + 06]. Elle a
�et�e d�evelopp�ee dans l'atelier ARDA/NRRC 3 qui contient les 39 concepts suivants (Sports ,
Entertainment , Weather , Court , Office , Meeting , Studio , Outdoor , Building ,
Desert , Vegetation , Mountain , Road , Sky , Snow , Urban , Waterscape , Crowd ,
Face , Person , Government-Leader , Corporate-Leader , Police Security , Mili-
tary , Prisoner , Animal , Computer Tv , US Flag , Airplane , Car , Bus, Truck ,
Boat/Ship , Walking/Running , People Marching , Explosion/Fire , Natural Di-
saster , Maps , Charts ) sur les 834 initiaux, puis des 449 concepts choisis pour la premi�ere
version du LSCOM.

LSCOM-lite a �et�e utilis�e par le NIST ( National Institute of Standards and Technology)
en collaboration avec les participants TRECVid. Quelque 80 heures d'un total de 61901

1Le projet Cyc (qui d�erive du mot <encyclop�edie>) lanc�e en 1984, cherche �a d�evelopper une ontologie
globale et une base de donn�ees de la connaissance g�en�erale, dans le but de permettre �a des applications
d'intelligence arti�cielle de raisonner d'une mani�ere similaire �a l'̂etre humain [MWK + 05].

2WordNet est une ontologie lexicographique pour la langue anglaise [Fel98]. Elle est repr�esent�ee sous la
forme de listes li�ees entre elles pour cr�eer un r�eseau. Elle est utilis�ee pour un dictionnaire (WordWeb2), un
syst�eme expert (SearchAide), un logiciel d'annotation automatique des textes, etc. WordNet 1.7 a un r�eseau
de 144 684 mots, organis�es en 109 377 concepts appel�es \synsets".

3NRRC : Northeast Regional Research Center. http ://nrrc.mitre.org/NRRC/workshops.htm
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plans vid�eos issues de TRECVid'05 ont �et�e annot�ees. Ces concepts sont regroup�es en 6 ca-
t�egories :\ location, objects, people, events, program, graphics". Deux avantages sont �a retenir
de ce partage des annotations : (1) l'obtention d'une grande quantit�e de vid�eos annot�ees,
(2) la possibilit�e de comparer objectivement les di��erents syst�emes propos�es puisqu'ils sont
entrâ�n�es et test�es sur les mêmes vid�eos. Il est �a noter que les 3 conceptsEntertainment ,
Government-Leader et Corporate-Leader ont �et�e supprim�es dans la compagne d'�eva-
luation TRECVid 2007 pour en garder que 36 concepts.

4.2 La similarit�e inter-concepts

Les m�ethodes pr�esent�ees dans la section. 3.2 ont pour but la fusion des sorties de clas-
si�eurs binaires. Ces derni�eres sont entrâ�n�ees ind�ependamment sur les di��erentes caract�e-
ristiques, sans prendre en consid�eration les �eventuelles relations entre les concepts. Or, ces
derniers n'existent pas en isolation et sont reli�es par leurs interpr�etations s�emantiques et de
leurs cooccurrences. Par exemple, le conceptCar cooccure souvent avec le conceptRoad ,
contrairement �a Meeting et Road . La mise en relation des concepts peut inf�erer de nou-
veaux concepts plus complexes ou d'am�eliorer la reconnaissance des concepts pr�ealablement
d�etect�es. Ainsi, la pr�esence ou l'absence de certains concepts sugg�ere une forte ou une faible
possibilit�e de d�etecter d'autres concepts (e.g. la d�etection de Sky et de Sea augmente la
probabilit�e du concept Beach et r�eduit la probabilit�e de Desert ).

Fig. 4.1 { Exemple d'ontologie utilis�ee par Wu et al. [WTS04].

Dans la litt�erature, plusieurs approches ont �et�e propos�ees, on citera les travaux de Wu et
al. [WTS04] qui proposent un apprentissage d'une classi�cation multi-classes bas�ee sur l'on-
tologie 4 pour la d�etection de 133 concepts dans les vid�eos TRECVid 2003. Cette approche
s'e�ectue en deux �etapes : chaque concept est mod�elis�e ind�ependamment. Ensuite, un ap-
prentissage �a base de l'ontologie am�eliore la pr�ecision du mod�ele individuel en consid�erant
les in
uences des relations possibles entre concepts. Deux types d'in
uences ont �et�e d�e�nis :
facteur d'ampli�cation boosting factor \ � " et facteur de confusionconfusion factor \ � ". Les

4L'ontologie est obtenue par l'outil d'annotation d'IBM VideoAnnEX [LTS03] sur 62 heures de vid�eos.
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facteurs sont obtenus �a partir de l'�etude de la corr�elation des donn�ees. Puis, une mise �a jour
est e�ectu�ee de la nouvelle con�dencep(x=Ci ) comme le montre les �equations 4.1 et 4.2 res-
pectivement. Le facteur d'ampli�cation repr�esente l'in
uence entre l'ensemble des concepts
ancêtres et leurs descendantsCi (e.g. entre le concept ancêtreOutdoor et descendants
Desert, Tree, Waterfall ), alors que le facteur de confusion repr�esente l'in
uence avec
les concepts qui ne peuvent coexister� (e.g. entre Outdoor et Indoor ). Les auteurs ont
remarqu�e que les concepts parents pr�esentent de meilleurs taux de classi�cation que leurs
descendants. C'est pour cette raison, l'id�ee du facteur d'ampli�cation est de booster la pr�e-
cision des concepts en s'appuyant sur les informations issues des parents. De l'autre cot�e,
le facteur de confusion s'appui sur le comportement des concepts de� . Si une image (par
exemple) pr�esente une forte probabilit�e pour un concept donn�e, qui ne peut co-exister avec
un autre. Alors, ce dernier sera a�aibli et vice versa.

(
p(x=Ci ) = p(x=Ci ) +

P
j 2  � i

j p(x=Cj )
� i

j = A
B +exp ( Cjp(s=Ci )� p(s=Cj )j)

(4.1)

(
p(x=Ci ) = p(x=C i )

�
� = 1

f (p(x=C i )� max j 2 � (p(x=C j )))
(4.2)

Les param�etres A, B et C de l'�equation 4.1 sont obtenus empiriquement comme dans
les travaux de [LG03] sur le calcul des con�dences pour une classi�cation multi-classes.f (:)
est une fonction positive croissante pour l'�equation 4.2.

Fig. 4.2 { Mod�ele Multinet d'indexation du contenu [NKFH98]. Les signes positifs dans le
graphe montrent les interactions positives (forte corr�elation), et vice versa.

Naphade et al. [NKFH98] placent tous les concepts au même niveau s�emantique, reli�es
par une relation de d�ependance conditionnelle avec les descripteurs bas-niveau qui leurs
sont associ�es. La Fig. 4.2 pr�esente le mod�ele propos�e par les auteurs �a travers un r�eseau
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de concepts5 appel�e Multinet (Multimedia network). L'int�egration des multijects dans
le r�eseau formant un graphe de probabilit�e associant une valeur de poids pour chaque
relation (arc) dans le graphe, par un mod�ele statistique : r�eseau Bay�esien6 et les mod�eles
de Markov. Ainsi, la phase d'apprentissage apprend les cooccurrences entre chaquemultiject ,
puis un processus it�eratif propage ces informations dans le r�eseau pour mettre �a jour les
valeurs pr�edites, essentiellement par des sommations ou des multiplications des informations
entrantes sur chaquemultiject .

Fig. 4.3 { Structure d'ontologie repr�esentant l'organisation hi�erarchique des
concepts [FGL07].

Fan et al. [FGL07] de l'universit�e de Caroline du Nord proposent une classi�cation
hi�erarchique pour l'annotation des images 7. Cette approche incorpore les d�ependances
contextuelles de l'ontologie WordNet et les relations de cooccurrences, comme le montre les
�equations suivantes :

8
>><

>>:

� (Cm ; Cn ) = � (Cm ; Cn )� (Cm ; Cn )

ou � (Cm ; Cn ) = log
�

P (Cm ;Cn )
P (Cm )P (Cm )

�

et � (Cm ; Cn ) = � log
�

dist (Cm ;Cn )
2D

� (4.3)

avec � (Cm ; Cn ) est la probabilit�e jointe des deux concepts, obtenue par le calcul de la
fr�equence de cooccurrence des termesCm et Cn , et � (Cm ; Cn ) est la d�ependance contextuelle
tir�ee de la structure ontologique (dist repr�esente le chemin le plus court entre deux concepts
et D est la profondeur maximale dans WordNet).

Hauptmann et al. [HCC+ 05] de l'universit�e Carnegie Mellon proposent une comparaison
entre une indexation multimodale et unimodale. Le syst�eme multimodal apprend en plus les

5Dans [NKFH98], les concepts sont appel�esMultijets (Multimedia objects). Chaque multiject est consid�er�e
comme une variable al�eatoire binaire qui est explicitement mise en relations avec les autres multijects.

6Un r�eseau Bay�esien est un graphe dirig�e sans circuit, dont les noeuds repr�esentent les variables d'int�erêt
du domaine et les arcs repr�esentent les d�ependances entre les variables. A chaque variable est associ�ee une
table de probabilit�e conditionnelle.

7Trois bases d'images ont �et�e utilis�ees : Corel Images, Google Images et LabelMe.
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d�ependances entre les di��erents concepts, utilisant les mod�eles graphiques suivants :Condi-
tional Random Field \CRF" et R�eseaux Bayesien. Les deux mod�eles obtiennent des r�esultats
en termes de pr�ecision tr�es proches mais restent sup�erieurs aux r�esultats du syst�eme unimo-
dal. Koskela et al. [KS06] de l'universit�e de Dublin, proposent un syst�eme de regroupement
(Clustering) bas�e sur les relations entre les concepts, enrichi par des descriptions bas-niveau.
Ces travaux cherchent �a exploiter les corr�elations entre les concepts pour r�eduire le foss�e
s�emantique, �a travers divers m�etriques pour le calcul de la similarit�e inter-concepts.

Dans un autre registre, Li et al. [LBM03] de l'universit�e de Manchester construisent cette
relation en se basant uniquement sur la similarit�e s�emantique. Ils �etudient plusieurs mesures
de similarit�es non-lin�eaires S = f (f 1; f 2; f 3) en fonction du chemin l, de la profondeur h
(i.e. nombre de niveau par rapport au concept subsumentCS) dans une ontologie et de la
densit�e locale d, comme le montre l'�equation 4.4. Ces points sont discut�es en d�etails dans
la section 4.4.3. 8

><

>:

f 1 = exp ( � �l )
f 2 = e�h � e� �h

e�h + e� �h

f 3 = e�d � e� �d

e�d + e� �d

(4.4)

avec, la constante� , le param�etre de lissage� , et � = maxc2 CS(cm ;cn ) (� logp(c)) qui re-
pr�esente la similarit�e s�emantique mesur�ee par le contenu informatif. Plusieurs combinaisons
ont �et�e appliqu�ees comme par exemple : S1 = f 1, S2 = f 1f 2, S3 = S2f 3, S4 = S2 + f 3, etc.
Les r�esultats des comparaisons en variant les param�etres (� et � ) indiquent que plusieurs
fonctions pr�esentent des r�esultats satisfaisants, en particulier celles qui englobent les trois
in
uences.

Discussion

Les travaux de Wu et al. [WTS04] utilisent une mise �a jour des con�dences en s'ap-
puyant sur la corr�elation des donn�ees et de la structure �xe d'une ontologie. Naphade et
al. [NKFH98] se basent sur l'entrâ�nement des descripteurs bas-niveau et de la cooccurrence
entre concepts. Koskela et al. [KS06] int�egrent la cooccurrence et l'information visuelle dans
la construction de cette relation. Fan et al. [FGL07] comme Li et al. [LBM03] incorporent les
d�ependances contextuelles de l'ontologie WordNet et les relations de cooccurrences. Dans
cette th�ese, nous nous pla�cons dans la continuit�e pour la construction de la similarit�e inter-
concepts. Nous utiliserons la cooccurrence dans le corpus, l'information visuelle issue des
descripteurs MPEG-7 bas-niveau et en�n la structure s�emantique obtenue �a partir de l'on-
tologie LSCOM-lite. Dans ce qui va suivre, nous allons d'abord pr�esenter l'architecture du
syst�eme propos�e. Ensuite, nous aborderons plus en d�etails les formes de similarit�es utilis�ees
dans notre architecture.

4.3 Architecture du syst�eme

Cette section d�ecrit l'architecture g�en�erale de notre syst�eme qui peut être r�esumer en
cinq �etapes : (1) extraction des descripteurs visuels, (2) classi�cation, (3) pond�eration des
descripteurs par concept �a base de la perplexit�e, (4) fusion de classi�eurs (NNET) et en�n



4.4. Construction de la similarit�e inter-concepts 117

(5) r�eajustement des valeurs de con�dence (ce que nous appelons dans la Fig. 4.4 par l'�etape
du raisonnement).

Fig. 4.4 { Architecture g�en�erale du syst�eme d'indexation.

Les quatre premi�eres �etapes ont �et�e d�ej�a discut�ees dans les chapitres pr�ec�edents. Nous
allons nous focaliser sur la 5�eme �etape (dite de raisonnement) qui est un r�eajustement de
la valeur des con�dences obtenues par le PENN. Pour cela, nous int�egrons des informa-
tions sur les corr�elations entre les concepts issues des descripteurs visuels bas-niveau, de la
cooccurrence et de l'ontologie utilis�ee.

4.4 Construction de la similarit�e inter-concepts

Il est important de prendre en consid�eration quelque contraintes dans la construction de
la similarit�e inter-concepts. La psychologie d�emontre que la similarit�e d�epend du contexte
et peut être asym�etrique [Lin98, LBM03]. Dans l'ontologie LSCOM-lite [NKK + 05], on peut
facilement identi�er deux types de relations : (1) relations positives comme (building, out-
door ), (vegetation, mountain ), ( road, car ) et des (2) relations n�egatives (building,
sports ), (sky, meeting ), ( road, office ).

Dans cette section, nous allons d�ecrire les formes de mod�elisation et d'utilisation des
similarit�es inter-concepts. Une m�ethode directe pour le calcul de la similarit�e est de cher-
cher le chemin minimum connectant deux concepts [RMBB89]. Par exemple, la Fig. 4.5
illustre un fragment de l'ontologie hi�erarchique LSCOM-lite. Le chemin minimum entre le
conceptvegetation et Animal est le suivant : \vegetation-outdoor-location-root-
objects-animal " d'ou dpath (vegetation , animal ) = 5. Or, le chemin minimum entre
vegetation et outdoor est dpath (vegetation ; outdoor ) = 1. Ceci permet de dire que



118 Chapitre 4. L'ontologie et la Similarit�e Inter-concepts

outdoor est plus proche s�emantiquement devegetation que du conceptanimal . Par
contre, on ne peut pas dire queanimal est proche decar , même sidpath (animal ; car ) = 1.
Ainsi, cette m�ethode est d�ependante de la structure de l'ontologie. De plus, il est clair que
outdoor est un concept global qui regroupe plusieurs concepts tels que "desert, urban,
road, etc", chacun avec une description de sc�ene en couleurs et en textures di��erentes.
A�n d'adresser ces di�cult�es, nous allons introduire plus d'informations qui repr�esentent
la relation entre les concepts comme la cooccurrence, les descripteurs visuel bas-niveau, le
chemin et la profondeur dans un graphe ontologique, etc, a�n de booster les performances
de notre syst�eme d'indexation comme le montre l'�equation suivante :

� (Cm ; Cn ) = Sim cos(Cm ; Cn ) + Sim vis (Cm ; Cn ) + Sim sem(Cm ; Cn ) (4.5)

Fig. 4.5 { Fragment de l'ontologie hi�erarchique LSCOM-Lite.

4.4.1 La cooccurrence

Elle est obtenue en consid�erant les statistiques d'apparence entre les concepts, o�u la
pr�esence ou l'absence de certains concepts peuvent pr�edire la pr�esence ou l'absence d'autres
concepts. Si on prend comme exemple les documents sur internet, les termes associ�es �a des
concepts qui co-occurrent souvent ont une plus grande probabilit�e d'̂etre similaires dans
un certain sens (e.g. les noms de sportifs qui se retrouvent sur la même page Web ont
plus de chance d'appartenir �a une discipline similaire). Il faut aussi tenir compte de la
fr�equence absolue d'occurrence des termes individuels (e.g.Zidane risque de se retrouver
dans beaucoup plus de pages que d'autres joueurs). Proprement normalis�ees, ces fr�equences
de cooccurrence nous donnent donc de l'information sur la similarit�e entre concepts.

Plusieurs mesures peuvent être utiliser pour repr�esenter cette information, on citera :
la distance Minkowski (Euclidean, Manhattan), Hamming, Dice, similarit�e du cosinus,...
Notre choix s'est port�e sur cette derni�ere pour sa simplicit�e, l'exactitude des r�esultats par
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rapport �a d'autres mesures comme le produit scalaire et la distance Euclidienne [KSL07].
Cette mesure utilise la repr�esentation vectorielle compl�ete (i.e. la fr�equence des concepts).
Deux concepts sont similaires si leurs vecteurs sont confondus. Si deux concepts ne sont
pas similaires, leurs vecteurs forment un angle� dont le cosinus repr�esente la valeur de la
similarit�e. La formule est d�e�nie par le rapport du produit scalaire des vecteurs du concept
Cm et Cn et le produit de la norme deCm et de Cn .

Sim cos(Pm ; Pn ) =
P N � 1

i =0 Pm
i Pn

iq P N � 1
i =0 (Pm

i )2
P N � 1

i =0 (Pn
i )2

(4.6)

avecPm est un vecteur binaire tel que :

Pm
i =

�
1 si l'�el�ement i 2 Cm

0 ailleurs
(4.7)

Le cosinus de l'angle entre deux vecteurs repr�esentant la fr�equence d'apparition entre
deux concepts est �egale �a 1 si les deux concepts sont similaires, et �egale �a� 1 s'ils sont
enti�erement di��erents.

Fig. 4.6 { Repr�esentation des connections inter-concepts, formant un mod�ele graphique.
On peut associer une valeur pour chaque liaison, indiquant le degr�e de corr�elation entre les
deux concepts.
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4.4.2 La similarit�e visuelle

La seconde similarit�e est bas�ee sur les descripteurs visuels bas-niveau. Dans la sec-
tion. 3.2.3, nous avons utilis�e la notion d'entropie et de perplexit�e pour construire une rela-
tion de pond�eration entre les descripteurs et les concepts. Plusieurs mesures existent dont
certaines sont des distances (i.e. des mesures dont les propri�et�es de non-n�egativit�e, r�e
exi-
vit�e, sym�etrie et de l'in�egalit�e triangulaire sont respect�ees) sp�eci�ques aux histogrammes ou
aux distributions. Dans [PBRT99], une �etude comparative de 9 mesures est propos�ee. Nous
nous sommes particuli�erement int�eress�es par la similarit�e entre distributions, qui consiste
�a d�eterminer si deux distributions statistiques cod�ees par un vecteur de caract�eristiques
peuvent être issues de la même distribution de probabilit�es. On citera [KSL07] : ladiver-
gence de Kullback-Leibler, divergence de Jensen-Shannon, divergence de Je�rey,etc. C'est
cette derni�ere qui sera utilis�ee dans nos travaux.

La divergence Kullback-Leibler est extraite de la th�eorie de l'information, elle mesure
l'entropie relative de l'histogramme Pm par rapport �a l'histogramme Pn (Equ. 4.8). La
divergence est d'autant plus petite que les distributions sont proches. La divergence de KL
est toujours positive, elle est nulle si et seulement si les deux distributions sont identiques.
Il est important de noter que dKL n'est pas une distance car elle ne respecte pas la propri�et�e
de sym�etrie.

dKL (Pm ; Pn ) =
k� 1X

i =0

�
Pm

i log
Pm

i

Pn
i

�
(4.8)

avecPm
i et Pn

i sont les probabilit�es de distributions des conceptsCm et Cn au tour des
k centres obtenus pr�ec�edemment dans la section 3.2.3.

La divergence de Je�rey est une variante sym�etrique dedKL . Elle est d�e�nie par :

dJD (Pm ; Pn ) =
k� 1X

i =0

�
Pm

i log
Pm

i

P̂i
+ Pn

i log
Pn

i

P̂i

�
(4.9)

avec P̂i = P m + P n

2 est la moyenne de la distribution.
En�n, la similarit�e visuelle globale entre deux concepts Cm et Cn , en utilisant l'ensemble

desNb descripteurs visuels bas-niveau est la suivante :

Sim vis (Cm ; Cn ) =
1

� P Nb descripteurs
i =1

1
2(wm

i + wn
i )dJD (Pm;i ; Pn;i )

� (4.10)

o�u wm
i est le vecteur de pond�eration du i �eme descripteur pour le calcul du PENN, par

rapport au concept m.

4.4.3 La similarit�e s�emantique

La similarit�e s�emantique a �et�e largement �etudi�ee dans la litt�erature et dans beaucoup
d'applications : r�esum�e automatique, extraction d'information, indexation automatique, etc.
Trois grandes approches se distinguent : (1) les approches bas�ees sur la distance [RMBB89]
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(i.e. sur la structure de l'ontologie), (2) les approches bas�ees sur le contenu informatif des
concepts [SC99, SVH04] et en�n (3) les approches mixtes ou hybrides qui combinent les
deux approches pr�ec�edentes [Res99].

4.4.3.1 Approche bas�ee sur la distance

L'ontologie est repr�esent�ee par un graphe ou les noeuds sont des concepts et les arcs
sont les liens entre concepts. Cette approche consid�ere que la similarit�e s�emantique est
calcul�ee par le nombre d'arcs (liens) entre deux concepts. Selon le chemin suivi, plusieurs
m�ethodes ont �et�e propos�ees. Les inconv�enients de cette approche sont sa d�ependance �a
l'organisation des concepts dans la hi�erarchie et que tous les liens (arcs) poss�edent le même
poids, ce qui impose des di�cult�es au niveau de la d�e�nition et du contrôle des distances
des liens [SBM07]. On citera la mesure deEdge Counting de Rada et al. [RMBB89], qui
utilise une distance dist Rada (Cm ; Cn ) indiquant le nombre d'arcs minimum s�eparant deux
concepts (i.e. le plus court chemin dans la hi�erarchie), comme le montre l'�equation 4.11.
Plus deux concepts sont distants, moins ils sont similaires.

Sim sem(Cm ; Cn ) =
1

1 + dist Rada (Cm ; Cn )
(4.11)

Wu et Palmer [WP94] proposent une similarit�e bas�ee sur le plus petit g�en�eralisant com-
mun obtenu par le calcul de la profondeur du concept subsumantCS 8 depth(CS) et des
deux concepts, comme le montre l'exemple dans la Fig. 4.7. Cette mesure est int�eressante
mais pr�esente une limite car elle vise essentiellement �a d�etecter la similarit�e entre deux
concepts par rapport �a leur distance du concept CS. Plus ce dernier est g�en�eral, moins les
deux concepts sont similaires (et inversement).

Sim sem(Cm ; Cn ) =
2 � depth(CS)

depth(Cm ) + depth(Cn )
(4.12)

D'autres travaux utilisent le chemin le plus long de la hi�erarchie D �a l'image des travaux
de Fan et al. [FGL07] par l'�equation 4.13.

Sim sem(Cm ; Cn ) = � log
�

dist Rada (Cm ; Cn )
2D

�
(4.13)

4.4.3.2 Approche bas�ee sur le contenu informatif des noeuds

Cette approche prend en compte l'information partag�ee par les concepts en termes de
mesure entropique de la th�eorie de l'information. Deux m�ethodes existent. La premi�ere
utilise un corpus d'apprentissage et calcul la probabilit�e p(Ci ) de trouver un concept Ci ou
un de ses descendants dans ce corpus. Selon Resnik [Res95] la similarit�e s�emantique entre
deux concepts est mesur�ee par la quantit�e de l'information qu'ils partagent, en calculant la
fr�equence d'apparition dans le corpus. La formule propos�ee est d�e�nie par :

Sim sem(Cm ; Cn ) = max ( IC (CS(Cm ; Cn ))) (4.14)

8Le concept subsumant c'est le concept commun le plus sp�eci�que.
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Fig. 4.7 { Exemple d'un extrait d'ontologie pour le calcul de la similarit�e de Wu et Pal-
mer [WP94]. La similarit�e s�emantique entre le concept (a) et (b) revient �a calculer la pro-
fondeur du concept subsumant (CS1) sur la somme de la profondeur des deux concepts par
rapport �a la racine.

avecIC (Ci ) = � log (p(Ci )) est le contenu de l'information d'un concept Ci (i.e. l'entro-
pie d'une classeCi ). La probabilit�e p(Ci ) est calcul�ee en divisant le nombre des instances de
Ci par le nombre total des instances.CS(Cm ; Cn ) repr�esente le concept le plus sp�eci�que
(qui maximise la valeur de similarit�e) qui subsume (situ�e �a un niveau hi�erarchique plus
�elev�e) les deux conceptsCm et Cn dans l'ontologie. Cette mesure est un peu sommaire car
elle ne d�epend que du concept subsumant CS.

La deuxi�eme m�ethode calcule le contenu informatif des noeuds �a partir de WordNet
au lieu d'un corpus [Fel98]. Seco et al. [SVH04] utilisent les hyponymes9 descendants des
concepts pour calculer le contenu informatif de ceux ci.

IC wn (C) =
log (hypo(C)+1

max wn
)

log
�

1
max wn

� = 1 �
log (hypo(C) + 1)

log (maxwn )
(4.15)

avec hypo(C) est le nombre d'hyponymes du conceptsC et maxwn est une constante
qui indique le nombre de concepts de la taxonomie.

Cette approche peut obtenir une valeur de similarit�e de deux �el�ements d'une ontologie
contenus dans le voisinage qui d�epasse la valeur de similarit�e de deux concepts contenus
dans la même hi�erarchie. Cette situation est inad�equate dans le cadre de la recherche de
l'information [SBM07].

9La relation s�emantique de base entre les mots cod�es dans WordNet est la synonymie. Les synsets sont
li�es par les relations d'hypernymies, d'hyponymies, d'holonymies et de meronymies, etc [LC98].

{ La synonymie repr�esente un ensemble de mots qui sont interchangeables dans un contexte donn�e.
{ L'hypernymie d�esigne une classe englobant des instances de classes plus sp�eci�ques.Y est un hypernyme

de X si X est un type de Y .
{ L'hyponymie d�esigne un membre d'une classe. X est un hyponyme de Y si X est un type de Y .
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4.4.3.3 Approche mixte/hybride

Les deux grandes approches d�e�nies pr�ec�edemment peuvent être combin�ees. Souvent, il
s'agit de r�eutiliser le contenu informatif des noeuds et le plus petit ancêtre commun, comme
avec la m�ethode propos�ee par Lin. [Lin98] :

Sim sem(Cm ; Cn ) =
2 � log (P(CS))

log (P(Cm )) + log ( P(Cn ))
(4.16)

ou encore avec la distance de Jiang & Conrathdist J & C [JC97].

Sim sem(Cm ; Cn ) =
1

dist J & C (Cm ; Cn )
=

1
IC Resnik(Cm ) + IC Resnik(Cn ) � 2 � IC Resnik(CS(Cm ; Cn ))

(4.17)

4.4.3.4 Notre d�emarche

Notre choix part d'une phase d'observation sur l'ontologie LSCOM-lite repr�esent�ee dans
la Fig. 4.8. Il est clair qu'elle ressemble plus �a un arbre hi�erarchique qu'�a une ontologie
comme WordNet. N�eanmoins, elle a permis un regroupement de concepts selon un certain
sens. Pour cela, nous pensons que l'utilisation de cette derni�ere, ne pourra qu'̂etre b�en�e�que
malgr�e ses limitations. Le choix de la m�ethode de calcul de la similarit�e s�emantique se
portera d'abord sur les deux approches hybrides de Jiang & Conrath [JC97] et de Lin [Lin98]
pr�ec�edemment cit�ees. Ces deux approches pr�esentent l'avantage d'̂etre simple �a calculer en
plus des performances qu'elles r�ealisent. Ensuite, nous �etendrons �a une nouvelle mesure
hybride combinant la distance de Rada [RMBB89] avec celle de Jiang & Conrath a�n de
ne pas d�ependre seulement du contenu informatif des noeuds, en particulier du concept
subsumant, et de rajouter la distance issue du graphe entre les deux concepts. On notera
l'�equation par B&H.

Sim sem(Cm ; Cn ) =
1

dist Rada (Cm ; Cn ) + dist J & C (Cm ; Cn )
(4.18)

4.5 R�eajustement des valeurs de con�dence bas�e sur la simi-
larit�e inter-concepts

Notre sch�ema propos�e dans la Fig. 4.4 introduit une mise �a jour ou un r�eajustement
\reranking" des valeurs de con�dence obtenues par le PENN pr�ealablement utilis�e, pour
ra�ner les r�esultats de la d�etection �a travers l'�equation suivante :

P (x=Ci) = P (x=Ci) +
1
Z

Nb arcX

j =1

� i;j (1 � � j )P (x=Cj ) (4.19)

avec P (x=Ci) est le r�esultat multimodal (sortie du PENN), � i;j est le degr�e de simila-
rit�e entre le concept Ci et Cj , � j est l'erreur de classi�cation obtenue pour l'ensemble de
validation (i.e. cette erreur est introduite pour pond�erer la r�eponse des noeuds voisins).Z
est un terme de normalisation.
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Fig. 4.8 { Mod�ele d'ontologie hi�erarchique. Le root est la racine de l'ontologie, les noeuds
repr�esentent les di��erents concepts de 1 �a 36 (voir la Table 1.5) regroup�es dans 6 cat�egories
(programmes, localisation, objets, �ev�enements, etc). Chaque arc est li�e �a une valeur de
profondeur par rapport �a la racine.

4.6 Evaluation

La Fig. 4.9 pr�esente le comportement des trois syst�emes d'indexations NNET, PENN et
Onto-PENN 10, en termes de la pr�ecision moyenne par concept. Premi�erement, nous obser-
vons que les syst�emes PENN et Onto-PENN produisent des performances identiques pour
plusieurs concepts, avec une am�elioration signi�cative comparant �a NNET (voir 4,6,17,18,19,
23,31 et 32). Ce r�esultat n'est pas une surprise mais due �a la mani�ere de calculer la pr�eci-
sion moyenne AP. Celle-ci suit le protocole d'�evaluation de TRECVid obtenu pour les 2000
premiers plans retourn�es [TRE]. Deuxi�emement, quelques faibles performances peuvent être
observ�ees �a cause des situations de con
its et des limitations de l'ensemble d'entrâ�nement.
Ceci explique les cas extrêmes obtenus pour les concepts 3,22,25,26,33 et 34.

Pour �evaluer la contribution de la similarit�e inter-concepts sur le syst�eme d'indexation,
nous allons �etudier les r�esultats sur la totalit�e de l'ensemble du test. Pour cela, la comparai-
son des performances sera li�ee �a un seuil11 de classi�cation choisi �a travers F-meas, CR+

et BER. Notons que AP n'est pas sensible �a ce seuil.
Les Figures 4.10 �a 4.12 comparent les trois syst�emes exp�erimentaux en fonction de la

variation du seuil 2 [0:1; 0:9] par un pas de 0:1. On observe clairement que quelque soit le

10 Les r�esultats pr�esent�es pour Onto-PENN sont ceux obtenus par l'application de la similarit�e s�emantique
avec l'�equation 4.18.

11 Si (soft-decision � seuil 2 [0:1; 0:9]), alors le plan est class�e commeClass, sinon comme Non-Class.
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Fig. 4.9 { Evaluation des syst�emes par concepts, en utilisant la pr�ecision moyenne.

seuil choisi Onto-PENN domine et obtient des performances �elev�ees pour F-meas, CR+ et
diminue l'erreur BER par comparaison �a PENN et NNET. Le BER min = 40:38% est donn�e
par le seuil= 0:2, avec F-meas= 16:98% et CR+ = 34:48%.

Les meilleurs r�esultats sont obtenus dans l'intervalle de seuil [0:2; 0:5]. En e�et, pour un
seuil �x�e �a 0 :40, on rapporte un gain de 10:14% pour atteindre le CR+ = 22:07%, reduisant
l'erreur BER de 2:91% comparant �a NNET.

Les Figures. 4.13 et 4.14 pr�esentent l'�evolution des performances pour les trois syst�emes
par concepts, en utilisant un seuil= 0:4. Plusieurs points peuvent être not�es, comme suit :

{ Les trois syst�emes produisent une certaine non-d�etection (F-meas= 0, CR+ = 0) pour
les concepts 2,3,9,11,25,26,28,29,33,34 et 36.

{ En plus de cela, NNET ne d�etecte aucun des concepts 1,5,6,20,21,22,31,32 et 35. De
même pour PENN sur les concepts 5,20,22 et 35.

{ Onto-PENN r�esout la derni�ere limite et produit une importante am�elioration (voir
Fig. 4.14) pour les concepts 1,4,5,7,8,10,12,13,15,16,17,18,19,21,22,23,24,27 et 31, due
�a l'apport positif de la similarit�e inter-concepts dans la mise �a jour conduisant �a une
meilleure prise de d�ecision.

Par exemple, pour la d�etection des conceptsface, person, meeting ou studio , le
syst�eme PENN attribue plus d'importance aux descripteurs FaceDetector, ContourShape,
ColorLayout, ScalableColor, EdgeHistogramqu'aux autres. Pour le concept \Face ", l'am�e-
lioration est de 11%, la placant comme notre plus grande performance. Par consequent,
Onto-PENN introduit les relations s�emantiques entre les concepts connect�es, am�eliorant la
qualit�e des performances (voir Fig. 4.15).
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Fig. 4.10 { Evolution du CR + vs seuil 2 [0:1; 0:9].

Fig. 4.11 { Evolution de l'erreur BER vs seuil 2 [0:1; 0:9].

Fig. 4.12 { Evolution de la F-mesure vs seuil 2 [0:1; 0:9].
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Fig. 4.13 { Evaluation des syst�emes par concepts, en utilisant la F-mesure.

Fig. 4.14 { Evaluation des syst�emes par concepts, en utilisant le CR+ .
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Fig. 4.15 { Repr�esentation des liaisons inter-concepts pour le noeud centraloffice , asso-
ciant une valeur pour chaque liaison, qui indique le degr�e de corr�elation des deux concepts.
On observe que 20 concepts ont des connections avecoffice , mais juste les 5 suivantes sont
fortes et signi�antes : meeting :6:65%, studio :5:06%, face :33:92%, person :38:52% et
computerTV :4:77%, pr�esentant 88:92% de l'information globale.

La Table 4.1 r�esume l'ensemble des performances pour les trois syst�emes propos�es en
utilisant un seuil= 0 :4. On d�etermine les statistiques pr�ec�edentes pour tous les concepts et
pour l'ensemble des 10 concepts les plus fr�equents dans la base. Onto-PENN o�re plusieurs
am�eliorations sur le F-meas et CR+ , avec un r�esultat respectable pour le MAP et une
diminution de l'erreur \BER" par comparaison aux syst�emes NNET et PENN.

En�n, les �equations utilis�ees dans la construction de la similarit�e s�emantique hybrides ex-
priment des r�esultats tr�es proches, avec un avantage pour la similarit�e B&H (Equ. 4.18). Par
ailleurs, on remarque une baisse de la pr�ecision moyenne lors de l'utilisation de l'approche
bas�ee sur la distance propos�ee par Rada (Equ. 4.11), et hybride de Lin et al (Equ. 4.16),
mais elle reste largement sup�erieure �a celle du NNET. Ceci nous montre l'importance du
choix de la m�ethode de mod�elisation de la similarit�e s�emantique, en particulier pour ce
genre d'ontologie.

4.7 Conclusion

Dans ce chapitre, nous avons propos�e le syst�eme Onto-PENN qui permet l'exploitation
de l'information s�emantique et �a priori par les syst�emes de fusion. Trois types d'in
uences (de
relations) sont utilis�es : la cooccurrence, les descripteurs visuels bas-niveau et la similarit�e
s�emantique via l'approche hybride, pour l'am�elioration de la pr�ecision du syst�eme concep-
tuel. Seule la meilleure approche est conserv�ee, bas�ee sur la combinaison entre l'approche de
Rada [RMBB89] et celle de Jiang & Conrath [JC97] dans l'ontologie LSCOM-lite, adaptable
�a l'analyse conjointe de plusieurs classes. Les r�esultats obtenus pr�esentent des am�eliorations
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Methods / NNET PENN Onto-PENN
Eval.(%) Rada Lin J&C B&H

MAP 12.70 13.29 12.94 13.01 13.31 13.37
MAP@10 33.70 35.30 34.12 34.91 35.30 35.36
F-meas 11.84 14.10 15.97 16.17 17.07 17.30

F-meas@10 38.75 40.79 41.83 43.41 44.67 44.74
CR+ 11.93 13.43 18.12 20.58 21.76 22.07

CR+ @10 40.69 41.74 53.76 57.80 59.45 59.71
BER 45.02 44.13 43.93 43.62 42.32 42.11

BER@10 38 36.52 36.02 35.45 34.03 33.96

Tab. 4.1 { Comparaison des performances entre les trois syst�emes exp�erimentaux NNET,
PENN et Onto-PENN. Aussi, on montre l'e�et de l'utilisation des approches suivantes :
Rada (Equ. 4.11), Lin (Equ. 4.16), J&C (Equ. 4.17) avec celle propos�ee B&H (Equ. 4.18)
sur le syst�eme Onto-PENN, pour un seuil= 0 :4.

importantes de 18:75% pour CR+ , 5:99% pour F-mesure, 1:66% pour MAP et en�n diminue
l'erreur BER de 2:91%.

Il est �a signaler que le corpus et l'ontologie utilis�ee par sa taille et sa forme de regrou-
pement des concepts n'est peut être pas la meilleure. Ainsi, une int�egration d'une solution
telle que WordNet pourrait am�eliorer la g�en�eralisation de l'algorithme.





Conclusions et Perspectives

Dans ce m�emoire, nous nous sommes int�eress�es �a l'indexation et �a la recherche des plans
vid�eo par le contenu. Plusieurs probl�emes ont �et�e soulev�es, notamment, le rôle de la fusion
multi-niveaux dans la r�eduction du foss�e s�emantique entre les descripteurs bas-niveau et les
concepts s�emantiques. Les solutions propos�ees ont �et�e �evalu�ees dans le cadre de deux projets
de recherche : CRE Fusion et NoE K-Space. Les r�esultats d'�evaluations nous ont con�rm�e
l'int�erêt de la fusion dans le syst�eme d'indexation propos�e.

R�esum�e

Le d�eveloppement et l'acc�es aux bases de donn�ees n�ecessitent de structurer l'informa-
tion du contenu. Aujourd'hui, la recherche et la classi�cation d'images ou des vid�eos dans
les grandes bases de donn�ees, d'archives et sur internet s'e�ectuent principalement grâce �a
des donn�ees textuelles : nom de l'image, mots-cl�es... Cependant, cette indexation est extrê-
mement coûteuse et non exempte de fautes plus ou moins graves : omission, orthographe,
etc. Les progr�es e�ectu�es sur l'analyse d'images et l'apprentissage automatique permettent
d'apporter des solutions comme l'indexation et la recherche �a base des caract�eristiques telles
que la couleur, la forme, la texture, le mouvement, le son et le texte. Ces caract�eristiques
sont riches en informations et notamment d'un point de vue s�emantique. Cependant, les
m�ethodes propos�ees sont semi-automatiques (retour d'informations par l'utilisateur) ou au-
tomatiques apr�es une phase importante d'apprentissage sur une base de petite ou moyenne
taille. La fusion est utilis�ee dans le but de combiner des informations issues de plusieurs
sources pour obtenir une information globale plus compl�ete, de meilleure qualit�e et permet-
tant de mieux d�ecider et d'agir.

En e�et, la fusion peut être e�ectu�ee dans di��erents niveaux du syst�eme de classi�cation.
Nous avons �etudi�e la fusion de descripteurs bas-niveau (fusion pr�ecoce)\feature fusion" , la
fusion de descripteurs haut-niveau (fusion tardive)\classi�er fusion" et �a un niveau plus
�elev�e pour la prise de d�ecision �nale �a base de l'ontologie et de la similarit�e inter-concepts
\decision fusion". Dans cette th�ese, nous avons pr�esent�e un tour d'horizon sur les travaux
e�ectu�es dans le domaine de la fusion et les outils permettant de les exploiter dans le syst�eme
d'indexation, par des aspects scienti�ques et techniques.

Au cours de ce travail, nous avons d�evelopp�e un mod�ele multi-niveaux de construc-
tion et d'utilisation de la classi�cation multim�edia, appliqu�e �a l'indexation des plans vid�eo
TRECVid. D'abord, nous avons montr�e que le mod�ele de fusion haut-niveau, en particulier
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Methods / NNET PENN Onto-PENN
Eval.(%)

MAP 12.70 13.29 13.37
MAP@10 33.70 35.30 35.36
F-meas 11.84 14.10 17.30

F-meas@10 38.75 40.79 44.74
CR+ 11.93 13.43 22.07

CR+ @10 40.69 41.74 59.71
BER 45.02 44.13 42.11

BER@10 38 36.52 33.96

Tab. 4.2 { R�esum�e des performances entre les trois syst�emes exp�erimentaux NNET, PENN
et Onto-PENN.

par l'introduction de la th�eorie des �evidences �a travers le NNET (Neural Network based
on Evidence Theory) permet de d�eterminer avec une performance satisfaisante plusieurs
concepts pr�esents dans les plans, dans la mesure o�u les descripteurs choisis sont pertinents
pour la classi�cation. Puis, l'application de la m�ethode PENN (Perplexity-based Evidential
Neural Network) via deux �etapes : (1) la pond�eration des sorties de classi�eurs �a travers
l'�etude de la perplexit�e, qui estime le degr�e de relation entre les descripteurs et les concepts,
(2) et la combinaison NNET. Par ailleurs, l'introduction de l'ontologie par la similarit�e
inter-concepts Onto-PENN a permis l'exploitation de l'information s�emantique et �a priori
par notre syst�eme. Trois types d'in
uences (de relations) ont �et�e utilis�es : la cooccurrence,
les descripteurs visuels bas-niveau et la similarit�e s�emantique via l'approche hybride, pour
l'am�elioration de la pr�ecision du syst�eme conceptuel. Seule la meilleure approche est conser-
v�ee, bas�ee sur la combinaison entre l'�equation de Rada et celle de Jiang & Conrath dans
l'ontologie LSCOM-lite, adaptable �a l'analyse conjointe de plusieurs classes. Les r�esultats
obtenus pr�esentent des am�eliorations importantes de 18:75% pour CR+ , 5:99% pour F-
mesure, 1:66% pour MAP et en�n, diminue l'erreur BER de 2 :91% comme le montre la
Table. 4.2.

D'autre part, nous avons constat�e une augmentation des performances sur la base de
vid�eos de sport, en combinant l'information issue des descripteurs au sein d'un mod�ele non-
lin�eaire de r�eduction de la dimension NNC (Neural Network Coder). En e�et, la fusion joue
un rôle primordial dans la classi�cation, et semble être plus e�cace en amont des syst�emes
de classi�cations qu'en aval. Une limitation concerne nos conditions de test de l'algorithme
sur les vid�eos de football pour en pouvoir g�en�eraliser. Dans ces circonstances, nous l'avons
appliqu�e sur les donn�ees TRECVid. Les propri�et�es de la m�ethode sont mises �a pro�t pour
avoir une meilleure r�eduction de la dimension, tout en soulignant la forte corr�elation entre
la quantit�e des donn�ees et les performances du syst�eme. Cependant, cette tache est longue
et fastidieuse mais ouvre une porte et des perspectives pour ce champs de recherche.

En�n, d'autres exp�erimentations avec le NNET ont �et�e r�ealis�ees. La premi�ere concerne
l'e�et de la fusion sur la d�etection des �emotions humaines [PBH09] (anger, disgust,



Conclusions et Perspectives 133

fear, happiness, sadness, surprise ), la deuxi�eme sur l'indexation et l'annotation des
r�egions d'images [ASP+ 09], avec de meilleures performances que les m�ethodes num�eriques
existantes.

Perspectives

Plusieurs directions peuvent être envisag�ees dans la continuit�e de nos travaux. Nous
retiendrons en particulier les points suivants :

{ L'enrichissement de la base de descripteurs par des informations issues de l'audio et
du texte, pour une meilleure capture du contenu. Les r�ecentes campagnes d'�evalua-
tions TRECVid ont d�emontr�e cela. Plusieurs �equipes utilisent �a pr�esent de nombreux
descripteurs provoquant une forte concurrence entre les participants. Ainsi, dans le
cadre de l'�evaluation TRECVid'07 [BGH07], cinq syst�emes ( runs) ont �et�e soumis
dont un (run 4 ) int�egre le descripteur audio MFCC (i.e. Mel-frequency cepstral coef-
�cients). Les r�esultats obtenus montrent des am�eliorations sur le taux de reconnais-
sance. D'autres d�erivations des coe�cients cepstraux peuvent être utilis�ees (e.g. LPCC
"Linear Prediction cepstral coe�cients", PLP-CC "Perceptual Linear Prediction ceps-
tral", etc) [Her90, HSHB05]. Cependant, nous devrons veiller �a ce que le nombre de
dimensions ne soit pas trop important, en associant des algorithmes de r�eduction de
dimension pour ne conserver que celles porteuses d'informations. Nous devons �egale-
ment prendre en compte le probl�eme inh�erent �a la d�esynchronisation du contenu visuel
et du contenu audio et textuel. La fusion pourrait att�enuer ce probl�eme en mod�elisant
le d�ecalage entre les di��erentes modalit�es.

{ Parmi les autres soumissions, lerun 3, qui repr�esente le produit de la fusion des
descripteurs MPEG-7 locaux uniquement. Ses r�esultats �etaient tr�es faibles en com-
paraison avec lerun 1 issu des descripteurs globaux. Cette surprise, nous a r�ev�el�e le
mauvais choix du nombre de mots-cl�es visuels pour la quanti�cation (NbCluster=50).
En e�et, le choix de ce nombre est souvent arbitraire ou obtenu par l'observation des
performances moyennes. Cette d�egradation de performance provient du faible nombre
de mots-cl�es visuels choisis lors de l'apprentissage, d�ecrivant ainsi le contenu par une
palette tr�es pauvre o�u tout semble identique. A�n d'�etudier l'impact de ce nombre sur
les performances du syst�eme, nous avons repris les exp�eriences (avec un test di��erent)
en faisant varier ce nombre entre 100 et 2000, comme le montre la Fig. 4.16. Plus le
nombre de mots-cl�es augmente plus le MAP s'am�eliore, o�u avec unNbCluster = 500,
on accrô�t les r�esultats obtenus par les descripteurs globaux. Cependant, le nombre
optimal pour d�ecrire le contenu visuel est �etroitement li�e aux requêtes. Le choix ne
sera donc pas id�eal pour toutes les requêtes envisageables mais en moyenne, les per-
formances sont stables sur l'intervalle [500; 2000] qui est assez large. Tout en faisant
attention de ne pas choisir beaucoup de mots-cl�es visuels, d�ecrivant ainsi le contenu
par une palette tr�es riche ou tout semble di��erent. Par ailleurs, la relation entre le
mot-cl�e visuel et sa position dans l'image peut être aussi prise en compte dans cette
�etude.
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Fig. 4.16 { Choix du nombre de mots-cl�es visuels pour la quanti�cation pour les descripteurs
MPEG-7 locaux.

{ Il est plus que n�ecessaire d'acc�el�erer les traitements de notre syst�eme en r�eduisant sa
complexit�e a�n de pouvoir dans la suite nous confronter �a des corpus plus importants.
Dans nos travaux, nous avons utilis�e un ensemble de 100 heures de vid�eos, soit envi-
ron 60 Giga-octets, ce qui peut être consid�er�e comme un grand corpus. Cependant,
l'explosion du partage de vid�eos sur internet, �a l'image de YouTube 12, Dailymotion,
Wimeo, MySpace, etc, et dans un esprit de r�ealisme. Le besoin de contrôler le coût des
algorithmes est primordial. Par cons�equent, nous pensons qu'une s�election pertinente
du nombre d'exemples d'apprentissage, donc des vecteurs supports, est un bon moyen
d'acc�el�erer le temps de la classi�cation SVM.

{ Nous avons essentiellement abord�e le th�eme important des ontologies �a travers la simi-
larit�e inter-concepts (i.e. l'�etude des relations entre les classes). En e�et, les concepts
ne sont pas exprim�es de mani�ere isol�ee et une forte corr�elation existe entre certaines
classes. Pour cela, une �etude de la similarit�e inter-concepts a �et�e e�ectu�ee en intro-
duisant 3 types d'informations : les descripteurs bas-niveau, la cooccurrence et la
similarit�e s�emantique issue de l'approche hybride. Cette �etude ouvre des perspectives
int�eressantes car elle o�re une passerelle entre une description de bas-niveau du plan

12 La domination du moteur de recherche Google, propri�etaire de YouTube (le plus grand site de publication
de vid�eos) n'est pas une surprise. Il a ainsi fourni 45% des lectures de vid�eos en ligne au Royaume-Uni, 44%
au Canada, 38% en Allemagne, 34% aux�Etats-Unis et 28% en France. La faible proportion en France est
notamment due �a la bonne r�esistance du site de vid�eos local Dailymotion, qui a di�us�e 15,5% des vid�eos
regard�ees dans l'hexagone.
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par des descripteurs visuels et une description de haut-niveau. Nous pensons que le
corpus et l'ontologie utilis�ee par sa taille et sa forme de regroupement des concepts
ne sont peut-être pas les meilleures. Une int�egration d'une solution comme Word-
Net pourrait am�eliorer la g�en�eralisation de l'algorithme. Par ailleurs, une �etude de la
boucle d'asservissement permettra au syst�eme d'a�ner ses r�eponses en utilisant un
retour d'information de l'utilisateur sur le dernier r�esultat de la recherche.

{ Concernant l'indexation des images-cl�es issues des vid�eos de football, il est envisa-
geable de poursuivre quelques travaux obtenus dans le cadre d'un projet �etudiant
interne que nous avons encadr�e, au sein d'Eur�ecom. En e�et, l'int�egration des points
d'int�erêts dans le syst�eme pourra être d'un grand apport. Trois d�etecteurs de points
d'int�erêts ont �et�e �etudi�es et �evalu�es : Harris, Hessian et SIFT (Scale-invariant feature
transform). Les premiers r�esultats montrent que le SIFT est une technique e�cace
pour d�etecter des objets qui se trouvent dans l'image, même s'ils ont subi des trai-
tements de di��erentes sortes. Cependant, dans notre application, trouver les objets
sp�eci�ques (par exemple, les joueurs) n'est pas su�sant pour d�eterminer la cat�egorie
�a laquelle appartient cette image. La variation de ces objets peut être critique pour la
classi�cation. Par exemple, les joueurs dans les images de la classeZoom on Player
sont g�en�eralement plus grands que ceux dans les images de la classeClose-up ac-
tion . La Fig. 4.17 pr�esente une image appartenant �a la classeClose-up action ,
reconnue commeGoal camera , on peut y voir dans l'arri�ere plan les �lets du but
si caract�eristiques. Dans ces deux cas, la caract�eristique unique de la technique SIFT
(i.e. invariance �a l'�echelle) est compl�etement d�efavorable.
Par ailleurs, le taux de reconnaissance par classes est aussi in
uenc�e par le nombre
d'images-cl�es positives dans la base d'entrâ�nement. L'int�egration de nouvelles vid�eos
issues de di��erents matchs et de leur v�erit�e terrain ne pourra qu'augmenter les chances
d'une image test d'̂etre bien reconnue.

Fig. 4.17 { Exemple d'erreur obtenue pour une image appartenant �a la classeClose-up
action , reconnue commeGoal camera due �a invariance �a l'�echelle du d�etecteur SIFT.





Annexe

Extraits de la base TRECVid 2007

Plans en relation avec la classeSports (Id = 1)

Plans en relation avec la classeBuilding (Id = 8)

Plans en relation avec la classeVegetation (Id = 10)

Plans en relation avec la classeWaterscape (Id = 16)

Plans en relation avec la classeFace (Id = 18)
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Plans en relation avec la classeCar (Id = 27)

Plans en relation avec la classeMaps (Id = 35)

Extraits de la base d'Orange-France T�el�ecom Labs

Images en relation avec la classeClose-up Action (Id = 1)

Images en relation avec la classeCenter View (Id = 5)

Images en relation avec la classeLeft View (Id = 8)

Images en relation avec la classeZoom on Player (Id = 10)
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