
�>���G �A�/�, �i�2�H�@�y�R�j�R�y�8�j�d

�?�i�i�T�b�,�f�f�T���b�i�2�H�X���`�+�?�B�p�2�b�@�Q�m�p�2�`�i�2�b�X�7�`�f�i�2�H�@�y�R�j�R�y�8�j�d

�a�m�#�K�B�i�i�2�/ �Q�M �k �J���v �k�y�R�e

�>���G �B�b �� �K�m�H�i�B�@�/�B�b�+�B�T�H�B�M���`�v �Q�T�2�M ���+�+�2�b�b
���`�+�?�B�p�2 �7�Q�` �i�?�2 �/�2�T�Q�b�B�i ���M�/ �/�B�b�b�2�K�B�M���i�B�Q�M �Q�7 �b�+�B�@
�2�M�i�B�}�+ �`�2�b�2���`�+�? �/�Q�+�m�K�2�M�i�b�- �r�?�2�i�?�2�` �i�?�2�v ���`�2 �T�m�#�@
�H�B�b�?�2�/ �Q�` �M�Q�i�X �h�?�2 �/�Q�+�m�K�2�M�i�b �K���v �+�Q�K�2 �7�`�Q�K
�i�2���+�?�B�M�; ���M�/ �`�2�b�2���`�+�? �B�M�b�i�B�i�m�i�B�Q�M�b �B�M �6�`���M�+�2 �Q�`
���#�`�Q���/�- �Q�` �7�`�Q�K �T�m�#�H�B�+ �Q�` �T�`�B�p���i�2 �`�2�b�2���`�+�? �+�2�M�i�2�`�b�X

�G�ö���`�+�?�B�p�2 �Q�m�p�2�`�i�2 �T�H�m�`�B�/�B�b�+�B�T�H�B�M���B�`�2�>���G�- �2�b�i
�/�2�b�i�B�M�û�2 ���m �/�û�T�¬�i �2�i �¨ �H�� �/�B�z�m�b�B�Q�M �/�2 �/�Q�+�m�K�2�M�i�b
�b�+�B�2�M�i�B�}�[�m�2�b �/�2 �M�B�p�2���m �`�2�+�?�2�`�+�?�2�- �T�m�#�H�B�û�b �Q�m �M�Q�M�-
�û�K���M���M�i �/�2�b �û�i���#�H�B�b�b�2�K�2�M�i�b �/�ö�2�M�b�2�B�;�M�2�K�2�M�i �2�i �/�2
�`�2�+�?�2�`�+�?�2 �7�`���M�Ï���B�b �Q�m �û�i�`���M�;�2�`�b�- �/�2�b �H���#�Q�`���i�Q�B�`�2�b
�T�m�#�H�B�+�b �Q�m �T�`�B�p�û�b�X

�J���+�?�B�M�2�@�H�2���`�M�B�M�; �T�Q�m�` �H�� �T�`�û�/�B�+�i�B�Q�M �/�2�b �T�`�B�t �/���M�b �H�2
�b�2�+�i�2�m�` �/�m �i�Q�m�`�B�b�K�2 �2�M �H�B�;�M�2

�h�B�H�H �q�Q�?�H�7���`�i�?

�h�Q �+�B�i�2 �i�?�B�b �p�2�`�b�B�Q�M�,

�h�B�H�H �q�Q�?�H�7���`�i�?�X �J���+�?�B�M�2�@�H�2���`�M�B�M�; �T�Q�m�` �H�� �T�`�û�/�B�+�i�B�Q�M �/�2�b �T�`�B�t �/���M�b �H�2 �b�2�+�i�2�m�` �/�m �i�Q�m�`�B�b�K�2 �2�M �H�B�;�M�2�X
���M���H�v�b�2 �/�2 �/�Q�M�M�û�2�b�- �a�i���i�B�b�i�B�[�m�2�b �2�i �S�`�Q�#���#�B�H�B�i�û�b �(�T�?�v�b�B�+�b�X�/���i���@���M�)�X �h�û�H�û�+�Q�K �S���`�B�b�h�2�+�?�- �k�y�R�j�X �6�`���M�Ï���B�b�X
���L�L�h �, �k�y�R�j�1�L�a�h�y�y�N�y���X ���i�2�H�@�y�R�j�R�y�8�j�d��



�

�

�

�

�

2013-ENST-0090

EDITE - ED 130

Doctorat ParisTech

T H  S E

pour obtenir le grade de docteur d!livr! par

TELECOM ParisTech

Sp!cialit! « Signal et Image »

pr•sent•e et soutenue publiquement par

Till WOHLFARTH
le 17 d cembre 2013

M!thodes de fouilles de donn!es pour la pr!diction

de l'!volution du prix d'un billet

et application au conseil " l'achat en ligne
Directeur de th!se : St!phan CL#MEN$ON

Co-encadrement de la th!se : Fran%ois ROUEFF

Jury
M. St!phan CL#MEN$ON , Professeur Directeur de th!se
M. Fran%ois ROUEFF, Professeur Co-encadrement de la th!se
M. Xavier CASELLATO , VP of engineering, liligo.com Examinateur
M. Fabrice ROSSI , Professeur des Universit s Rapporteur
M. Nicolas VAYATIS , Professeur des Universit s Rapporteur
M. Thierry ARTI RES , Professeur des Universit s Examinateur
M. Patrice BERTAIL , Professeur des Universit s Examinateur

TELECOM ParisTech
 cole de l'Institut Mines-T l com - membre de ParisTech

46 rue Barrault 75013 Paris - (+33) 1 45 81 77 77 - www.telecom-paristech.fr





Remerciements

Je tiens tout d'abord à remercier Xavier Casellato, qui m'a donné l'opportunité de faire cette
thèse CIFRE et qui m'a encadré au sein de liligo.com. Je remercie aussi mes directeurs de thèse,
M. Stéphan Clémençon et M. François Roue�, pour m'avoir fait con�ance et pour m'avoir guidé
pendant quatre années.

Merci également à M. Rossi et M. Vayatis, qui ont accepté d'être les rapporteurs de cette
thèse et qui m'ont permis, par leur participation au jury et p ar leurs remarques, d'améliorer la
qualité de ce mémoire.

M. Artières et M. Bertail m'ont également fait l'honneur de pa rticiper au jury de soutenance;
je les en remercie profondément. Je tiens par ailleurs à remercier tout particulièrement M. Ar-
tières qui a eu une in�uence certaine sur mes choix académiques et professionnels en tant que
professeur du Master IAD de l'UPMC.

Pour leurs encouragements et leur assistance qui m'ont permis de faire cette thèse dans de
bonnes conditions, je remercie mes collègues (dans le désordre): Sylvain, Emily, Lola, Hakima,
Lude-Mia, Nadia, Corinne, Imène, Dimitri, Fatima, Kim, Nic olas, Farell, Clotilde, Julie et les
Xavier.

Je tiens aussi à adresser mes plus vifs remerciements à mes amis pour leur bienveillance (dans
l'ordre alphabétique): Adeline, Anne-Laure, Jun-yi, Lâm, Laurent, Maxime, Rajiv, Sabine, Syl-
vain, Vincent et tous les autres.

Merci à ma belle famille, Dr. Margarita, Yoko, Eléonore et Constance pour tous les moments
passés ensemble entre rigolades et engueulades.

Je voudrais remercier chaudement ma mère, mon père et mon frère qui m'ont encouragé à
chaque étape de ma vie et qui continuent d'être à mes cotés. Merci pour votre amour.

En�n, ces remerciements ne seraient pas complets sans mentionner celle qui depuis presque
dix ans vit en couple avec un étudiant. A toi Natacha, pour ta sincérité et tes attentions, je
dédie cette thèse ainsi que tout mon amour et toute mon estime.





Résumé

Ces travaux de thèse portent sur la prédiction de l'occurrence d'une baisse de prix d'un
billet d'avion pour fournir un conseil à l'achat immédiat ou reporté d'un voyage sur un site
web de comparaison des prix. La méthodologie proposée repose sur l'apprentissage statistique
d'un modèle d'évolution du prix à partir de l'information co njointe des attributs du voyage
considéré et des observations passées du prix. L'originalité principale consiste à représenter
l'évolution des prix par le processus ponctuel inhomogène des sauts du vol en question. Cette
représentation servira en particulier à regrouper les vols(issus de la base de données de liligo.com)
en comportements similaires et à construire pour chacun descomportements identi�és un modèle
commun. Nous mettons alors en ÷uvre une méthode d'apprentissage d'un modèle d'évolution
des prix. Ce modèle permet de fournir un prédicteur de l'occurrence d'une baisse du prix sur
une période future donnée et donc de prodiguer un conseil d'achat ou d'attente au client.

Les travaux de recherche présentés dans ce manuscrit s'organisent autour de trois axes. Dans
un premier temps, nous introduisons une nouvelle manière dereprésenter les séries temporelles
de prix. Cette représentation nous permettra de comparer les séries entre elles et d'appliquer des
algorithmes de fouille de données bien connus. L'approche envisagée repose sur une modélisation
statistique préalable de la dynamique des séries temporelles de prix, fondée sur la théorie des
processus ponctuels. Nous transformons tout d'abord les séries temporelles par des processus
ponctuels dans le plan temps-rendement. Puis nous modélisons ces séries de rendements par une
estimation de l'intensité sous la forme de niveau de gris. C'est avec ces niveaux de gris que nous
allons travailler tout au long des étapes suivantes.

Dans un deuxième temps, nous proposons la mise en oeuvre d'une segmentation des données
d'apprentissage a�n d'extraire des comportements types aumoyen de techniques d'apprentissage
non supervisé. Basés sur notre nouvelle représentation des séries temporelles, nous appliquons
des algorithmes de segmentation à partir desquels nous extrayons des comportements moyens
nommés centroïdes. Avec chaque centroïde, nous sommes capables de simuler des courbes de prix
qui, moyennées, nous donnent une prédiction comportementale. Il s'agira alors de rapprocher
les nouveaux vols du centroïde le plus vraisemblable pour construire une prédiction. C'est donc
dans une troisième phase que nous appliquons des algorithmes d'apprentissage supervisé sur
les attributs des vols de chaque groupe, pour une future attribution des nouveaux vols à un
centroïde, basée sur leurs attributs.

Un premier chapitre décrira la topologie de nos données et expliquera la pertinence de ce
module d'aide à la décision. Les trois chapitres suivants détailleront le processus de changement
de représentation, la segmentation des données et la phase d'apprentissage, en décrivant pour
chacune des étapes les di�érents paramétrages. Nous présenterons ensuite les résultats expéri-
mentaux où nous proposons notamment une étude comparative des di�érentes con�gurations des
algorithmes et des di�érentes approches. En�n le dernier chapitre exposera les problématiques
techniques liées à la gestion des gros volumes de données, à la parallélisation des traitements
ainsi qu'à nos choix technologiques et s'intéressera aux détails de l'implémentation du service
d'aide à la décision.
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Introduction

Les travaux de thèse présentés dans ce manuscrit portent surle développement d'un système
de prédiction d'évolutions de séries temporelles �nies basé sur le changement de modélisation des
séries et l'apprentissage supervisé de comportements types générés par une étape de clustering.

Les compagnies aériennes au premier chef, suivies par l'ensemble des professionnels du tou-
risme (compagnies ferroviaires, hôteliers, etc.) ont généralisé les politiques de �yield manage-
ment� a�n d'optimiser le prix d'une prestation en fonction d e leur niveau d'inventaire et de la
date de réservation [45]. Il en résulte une opacité totale dans le processus de formation des prix,
qui, pour un même billet et aux mêmes dates, peuvent varier très fortement (i) d'un fournisseur
à un autre, et (ii) d'un moment à l'autre. Le consommateur est maintenu dans l'ignorance et
l'incertitude, parfois encouragé à réserver longtemps à l'avance, parfois exhorté à réserver pré-
cipitamment à la dernière minute pour béné�cier d'o�res présentées comme dégri�ées.

Liligo.com est un moteur de recherche du voyageur capable dechercher un billet d'avion
parmi plus de 250 sites d'agences de voyages et de compagniesaériennes. A�n d'aider l'utili-
sateur dans son acte d'achat, nous voulons pouvoir a�cher pour chaque vol retourné par la
recherche, une aide à la décision d'achat basée sur une estimation de la tendance dans l'évo-
lution du prix. A chaque prix sera associé un indice d'évolution échelonné sur 5 valeurs (Forte
hausse, Faible hausse, Prix stable, Faible baisse, Forte baisse), ainsi qu'un indice de con�ance.
Nous voulons un service �exible qui saurait répondre à plusieurs types d'interrogation comme
par exemple l'évolution (hausse ou baisse du prix) à 7 jours ou l'intensité de la variation à 3 jours.

La prédiction de séries temporelles est un sujet très répandu et ses applications se retrouvent
dans de nombreux domaines : dans la �nance pour la prédictionde l'évolution des cours de la
bourse, en météorologie pour la prédiction à court terme de la température ou dans un domaine
plus lié, pour la prédiction du nombre de réservations d'un vol [31] et l'évolution de l'émission
de CO2 dans l'aviation [24]. Dans ces dernières approches, les séries sont le plus souvent in�nies
et la prédiction repose sur l'analyse statistique des précédentes évolutions.

Notre approche

Nos séries temporelles représentent l'évolution de prix d'un produit dit périssable. En consé-
quence, elles possèdent toutes une date d'expiration au-delà de laquelle elles ne sont plus dis-
ponibles. Notre base de données est donc constituée d'un ensemble de séries �nies d'où nous
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tentons d'extraire des comportements moyens. Nous attribuerons par la suite aux nouveaux vols
leur comportement le plus probable pour en extraire une prédiction. Nous procédons donc tout
d'abord à une étape d'apprentissage non supervisé des séries temporelles menant un regroupe-
ment en comportements types, puis à une étape d'apprentissage de ces comportements basée
sur les vecteurs d'attributs des vols de chaque groupe.

Nous observons ici une collection de séries temporelles de même longueur, régulièrement
échantillonnées, sur un panel de routes1 représentatif et caractérisées par un ensemble d'attri-
buts statiques (route, horaires, compagnie aérienne, etc.) et contextuels dépendant du point
de la courbe (prix à l'instant t, évolutions passées,etc.). Nous regroupons ces séries selon leur
trajectoire pour former des groupes de comportements similaires. A chacun de ces groupes sont
associés un identi�ant (appelé étiquette), un comportement type et une topologie d'attributs
correspondant à la population du groupe. L'objectif est alors de prédire pour chaque résultat
d'une recherche, l'étiquette la plus probable grâce aux attributs du vol. Nous pouvons alors
extraire du comportement type associé à l'étiquette, les informations nécessaires pour prédire
l'évolution des prix du vol.

Dans le cadre de l'application décrite, les méthodes de prédiction existantes reposent essen-
tiellement sur des approches de type �data-mining�, n'exploitant pas la temporalité des séries
de prix et n'utilisant qu'un résumé simpliste des données (moyennes temporelles brutes). Par
contraste, nous proposons dans ce projet de mettre en ÷uvre des méthodes de type machine-
learning en tenant compte de la nature et de la complexité desdonnées d'entrée dans le contexte
présent. Les méthodes classiques d'apprentissage pour la prédiction (régression/classi�cation)
ont généralement été élaborées dans des contextes où les données d'entrée sont indépendantes et
identiquement distribuées. Or, elles prennent ici la formed'un historique de série temporelle et
présentent donc une structure de dépendance essentielle (forte auto-corrélation). L'approche en-
visagée repose sur une modélisation statistique préalablede la dynamique des séries temporelles
de prix, fondée sur la théorie des processus ponctuels. Les prix observés évoluant � par sauts �,
la notion de processus ponctuel, largement utilisée pour lamodélisation des � �les d'attente �
en recherche opérationnelle est adaptée à la représentation des données d'entrée.

L'article [ 18] pose la question "Est-il possible de développer des techniques de fouille de
données capable de prédire l'évolution du prix des billets d'avion" et y répond positivement.
Les auteurs ont développé un algorithme nommé HAMLET combinant plusieurs algorithmes de
fouille de données (technique appelée �stacking�). Leur base d'apprentissage est constituée de
vols échantillonnés toutes les 3 heures pendant 21 jours. Ils veulent prédire l'évolution du point
suivant (t + 3h) et pour cela ils décident dans un premier temps d'utiliser un simple algorithme
à base de règles (RIPPER [12]) : chaque point possède 5 attributs qui sont le numéro du vol, le
nombre d'heures avant le départ, le prix courant, la compagnie aérienne et la route. Dans la base
d'apprentissage ils attribuent à chaque point une classe �buy� ou � wait � en fonction de l'évolu-
tion du prix suivant. Si le prix augmente la classe sera �buy� et si le prix est stable ou baisse,
la classe sera �wait � . L'algorithme va donc créer un certain nombre de règles de classi�cation,

1Couple Aéroport de départ - Aéroport d'arrivée
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facilement interprétables, basées sur les attributs précédemment décrits.

Dans un second temps, ils utiliseront un algorithme d'apprentissage par renforcement clas-
sique (Q-learning [30]) en modi�ant la règle de récompense pour qu'elle prenne en compte les
pertes liées à un vol plein et à une mauvaise prédiction à la baisse.

Un troisième algorithme basé sur la moyenne glissante de la série temporelle intervient en-
suite. Utilisant l'information des 7 jours précédents et la formule suivante :

P k
i =1 � (i )pt  k+ i
P k

i =1 � (i )

où � (i ) est un fonction croissante dei , cette méthode donne une prédiction du prix à l'étape
pt+1 . La règle de prédiction est ensuite la même que précédemment: si pt > = pt+1 alors prédire
d'attendre, sinon prédire d'acheter.

Les prédictions binaires (�buy� ou � wait � ) de ces 3 algorithmes sont en�n ajoutées à l'algo-
rithme RIPPER comme attributs supplémentaires pour créer le prédicteur �nal nommé HAM-
LET.

Malgré des résultats prometteurs, nous pensons que l'augmentation du nombre de routes et
de vols posera rapidement un problème de temps de calcul et destockage (disque et mémoire).
De plus, leur approche est peu �exible car dépendante de la nature de la prédiction à e�ectuer.
Si la prédiction voulue passe soudainement det + 3h à t + 8h ou comme dans notre cas àt + 7 j ,
tout le processus d'apprentissage doit être e�ectué à nouveau et les mêmes performances ne sont
pas garanties.

Nous proposons un apprentissage supervisé des comportements des séries temporelles de
prix, basé sur une nouvelle représentation de données (Figure 1). Celle-ci s'e�ectue en deux
étapes : la première consiste à transformer les séries de prix (1(a)) en séries de sauts relatifs
(1(b)) permettant de s'a�ranchir des ordres de prix des vols. La seconde étape va regrouper les
sauts en fenêtre de temps et d'intensité pour former un niveau de gris représentant une empreinte
du comportement de la série (1(c)). Un juste milieu est à trouver dans la taille des fenêtres pour
représenter au mieux l'évolution des prix. C'est donc sur ces nouvelles représentations que nous
comptons appliquer nos algorithmes a�n d'extraire des comportements types.
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Figure 1 � Vol Paris-Marrakech du 31/12/2010 au 03/01/2011 proposé par Transavia (Low
Cost d'Air France )

Plusieurs méthodes ont été proposées dans la littérature pour dégager des comportements
d'un ensemble de séries temporelles. Dans l'article de Liao[33] plusieurs méthodes sont décrites,
chacune classée dans une des trois premières approches décrites dans la Figure2. L'approche (a)
consiste à ne pas modi�er la nature des séries mais à utiliserdes mesures de distance appropriées.
Une contrainte majeure est la nécessité d'avoir des séries normalisées et également échantillon-
nées. Ensuite sont listées les méthodes basées sur l'extraction d'attributs liés à la série (b) : de
la plus simple extraction de points importants ([20]), à la transformation spectrale ([44]) ou par
les ondelettes d'Haar ([50]). Ces méthodes ne correspondent pas au phénomène d'apparition de
sauts et à la structure de nos séries temporelles constantespar morceaux. Cependant chaque case
du niveau de gris peut être assimilé à un attribut du vol que l'on donne à entrée de l'algorithme
des K-Means. La distance entre les vols sera alors la somme des di�érences case à case et le
centroïde de chaque groupe sera la moyenne case à case de tousles vols du groupe. La dernière
approche (c) considère que chaque série temporelle est générée par un modèle ou un mélange
de distributions de probabilités sous-jacentes. Dans [52], Xiong et Yeung supposent que leurs
séries temporelles ARIMA sont générées park di�érents modèles ARMA. Ils utilisent alors un
algorithme Espérance-Maximisation (EM) pour apprendre les paramètres et les coe�cients de
ces modèles maximisant la log-vraisemblance. Nous avons suivi la même démarche en appliquant
le principe de l'EM à l'estimation des paramètres d'un mélange de densités par classi�cation
automatique. Nous supposons alors que les niveaux de gris sont des réalisations d'un proces-
sus ponctuel de Poisson d'intensité donnée par les centroïdes représentant les comportements
moyens des groupes.
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Figure 2 � Trois approches de regroupement de séries temporelles proposées dans [33] : (a) raw
data based, (b) feature based, (c) model based ainsi que (d) notre approche

Notre nouvelle représentation permet d'utiliser les deux branches des méthodes basées sur
la modélisation des séries temporelles (Figure2(c)) mais notre démarche est plus précisément
un mélange des deux (Figure2(d)). Une première approche consiste à appliquer l'algorithme
de K-Means aux niveaux de gris en mesurant la distance entre les séries par di�érence eucli-
dienne : l'algorithme partitionne l'espace des cases des niveaux de gris pour créer des groupes
de comportement similaires en minimisant la distance au centroïde (comportement moyen du
groupe). L'autre méthode se base sur les mélanges de modèlesmaximisant la vraisemblance des
vols au centroïde de leur groupe par un algorithme Espérance-Maximisation. Dans les deux cas,
nous attribuons à chaque voli 2 1; : : : ; n de la base d'apprentissage un identi�ant de groupe
(étiquette) E i et le centroïde associé.

Nous construisons alors un classi�eur qui prend en entrée untrajet i et son vecteur d'attributs
Vi (1); : : : ; Vi (p), ainsi que les premiers prix observés pour lui assigner un identi�ant de groupe
E i 2 f 1; : : : ; Cg. Nous utiliserons plusieurs algorithmes d'apprentissagesupervisé, à savoir les
arbres de classi�cation (CART [5] et C4.5 [41]), Adaboost [19] et les forêt d'arbres décisionnels
(Random Forest [9]). Nous améliorerons par ailleurs l'algorithme EM pour qu'il e�ectue l'étape
de segmentation conjointement à l'étape de classi�cation.

Les arbres de décision nous permettent d'observer les règles de classi�cation créées pour en
donner directement une interprétation et repérer les attributs importants. De la même manière,
les forêts aléatoires classent chaque attribut par ordre d'importance dans la classi�cation en
observant leur in�uence dans la multitude d'arbres créés. Il est alors possible de sélectionner les
meilleurs attributs pour construire un prédicteur plus léger et plus performant.

Posons maintenant par convention la date de départ à l'origine, T i
0 = 0. Nous dé�nissons la

variable ' (i )
t 2 f 0; 1g correspondant respectivement aux conseils �achat� et �attendre� à l'instant
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t. Ce conseil peut prendre autant de forme qu'il y a de manière d'interpréter un centroïde : il
est donc possible de fournir une prédiction binaire, mais aussi en 5 intensités de variation (forte
hausse, faible baisse, stable...), pour une prédiction àn jours. Une fois la classeE i = j obtenue
en appliquant le classi�eur aux attributs du trajet i considéré, le modèle de la classej est utilisé
pour calculer la probabilité P(' (i )

t = 1) grâce à la moyenne observée dest sur un ensemble de
simulations issues du centroïdeI j . Cette valeur est alors utilisée pour proposer un conseil d'achat
ou d'attente en fonction d'un niveau de con�ance �xé à l'avance.

Une dernière approche consiste à apprendre directement' (i )
t durant l'étape d'apprentissage.

Il faudra alors créer autant de modèle que de jour avant la date de départ. Un inconvénient
majeur de cette approche est qu'il faudra recréer les modèles à chaque changement de dé�nition
de ' t .

L'introduction d'une nouvelle représentation de séries temporelles améliore l'étape d'agréga-
tion et permet l'élaboration d'un modèle de probabilité. Nous avons ainsi réussi (i) à modéliser
des comportements généraux nous permettant par la suite de prédire les évolutions possibles et
(ii) à prédire de manière directe l'évolution du prix d'un tr ajet. La mise en place de ce service sur
le site liligo.com nécessitera le contrôle constant des prédictions et la mise à jour régulière des
modèles. Nous résumons l'ensemble des étapes de notre générateur de modèle sur la Figure3.

Plan du manuscrit

Les travaux présentés dans ce manuscrit ont été réalisés dans le cadre d'une thèse CIFRE
co-dirigée par le laboratoire TSI de Télécom ParisTech et ladépartement Recherche et Déve-
loppement de l'entreprise Findworks Technologies pour le moteur de recherche liligo.com. Ces
recherches ont abouti à la création d'un prototype de service de prédiction en ligne de l'évolution
des prix des billets d'avion.

Le Chapitre 1 décrit et analyse les données que de notre base a�n d'extraire des informations
sur les comportements des utilisateurs et des changements de prix. Nous commençons par décrire
la construction de notre base de données et le choix de notre structure. Nous analysons ensuite
les recherches utilisateurs et les di�érents types d'achata�n d'orienter nos choix de paramètres
de modélisation. Nous étudions par la même occasion le comportement des courbes de prix en
visualisant les di�érents types de yield management mais aussi en comparant des mêmes billets
proposés par des sites di�érents. Il sera en�n question de lapertinence de notre projet dans
l'aide à la décision d'achat de l'utilisateur.

Le Chapitre 2 détaille notre nouvelle représentation des données obtenue par la transforma-
tion des séries temporelles de prix par des processus ponctuels dans le plan temps-rendement
puis en estimation d'intensité. L'idée est de s'abstraire des écarts d'ordre de prix entre les vols
long-courriers et les vols intérieurs par exemple, mais quisont susceptibles de suivre les mêmes
types de variations à des niveaux de prix distincts. Les séries temporelles sont dans une premier
temps transformées en séries de rendements où seuls les changements de prix sont représentés
en pourcentage de variation. Nous modélisons ensuite cettesuite de points par un processus
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ponctuel marqué inhomogène dont l'intensité est estimablesous la forme d'une image pixélisée.

Le Chapitre 3 sera consacré à la segmentation des données d'apprentissage. Cette segmen-
tation permet d'extraire un ensemble �ni de comportements types de notre base de données de
vols. Nous utilisons dans un premier temps l'algorithme desK-Means avec comme mesure de
distance la di�érence case par case des niveaux de gris. Noustentons ensuite de stabiliser les
résultats des K-Means en appliquant le principe de bagging,qui consiste à multiplier l'étape
de segmentation sur des sous-ensembles aléatoires de la base d'apprentissage. Cette méthode,
appelée Bagged K-Means, permet d'améliorer la convergence vers l'optimal global et d'atté-
nuer l'in�uence de l'initialisation. Nous appliquons en�n la procédure de mélange de modèle
via l'algorithme Espérance-Maximisation où le critère d'optimisation ne sera plus la distance au
centroïde mais la vraisemblance global du modèle.

Dans le Chapitre 4, l'ensemble des étapes amenant à la prédiction �nale est exposé. La
première étape consiste en l'apprentissage supervisé de l'identi�ant du groupe E i , d'après la
topologie des attributs des vols de chaque groupe. Nous utilisons di�érents algorithmes tels
que les arbres de classi�cation, adaboost ou l'algorithme des forêts d'arbres décisionnels. Cet
apprentissage permet ensuite de classer un nouveau vol dansson groupe le plus vraisemblable,
auquel est associé un comportement moyen avec lequel nous simulons un certain nombre de
courbes. En moyennant le comportement de ces simulations, nous obtenons une prédiction de
l'évolution future des vols appartenant au groupe correspondant. L'attribution d'un vol à un
groupe est ensuite améliorée par l'ajout de l'information des premières évolutions de prix.

Nous comparons par ailleurs ces méthodes à une prédiction dite �directe� où l'étiquette ap-
prise n'est plus E i mais la prédiction à un instant t, c'est-à-dire ' (i )

t . Le nombre de modèles à
calculer est alors équivalent au nombre de jours avant la date de départ.

En�n nous abordons dans les deux derniers chapitres les résultats expérimentaux et l'im-
plémentation du service. Pour évaluer nos résultats, di�érentes métriques sont utilisées telles
que le pourcentage de bonnes prédictions, le pourcentage moyen de gain et de perte par billet
d'avion ou encore la courbe ROC. Il est alors important de savoir quel critère nous souhaitons
optimiser entre le pourcentage de bonnes prédictions et le gain moyen économisé par billet. En
e�et, la prédiction à la baisse faisant économiser moins d'argent, il peut être préférable du point
de vue de l'utilisateur de choisir une approche conservatrice qui prendra moins de risque sur la
prédiction à la baisse.

Le service �nal proposé à l'utilisateur doit répondre à 3 critères : la clarté des informations
présentées, la rapidité de la réponse et sa qualité. Nous axons notre modélisation sur l'indé-
pendance des composants applicatifs a�n de rendre chaque sous-ensemble évolutif sans modi�er
l'ensemble de l'architecture. Nous décrirons cette architecture et l'enchainement des mécanismes
enclenchés lors d'une demande de prédiction par des diagrammes de séquence et de cas d'utili-
sation.
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Introduction

L'objectif de ce chapitre est de présenter la structure de nos données, leur origine et en
extraire les statistiques nécessaires à nos futurs choix deparamètres. La bonne connaissance
de la nature et du comportement de nos données est essentielle pour la construction de notre
infrastructure et pour la validation de notre approche. Elle passe par l'étude des techniques
d'optimisation de prix appliquées par les di�érents sites marchands et par une analyse des e�ets
de ces optimisations sur les courbes de prix.

Les changements de prix dans le domaine aérien suivent des règles régies par des algorithmes
de yield managementou revenue managementdécrits dans de nombreux ouvrages [2][15] ou [46],
laissant entrevoir que certaines de ces règles, communes à tous les marchands, peuvent être
apprises pour prévoir leurs évolutions. Le Yield Management est une discipline économique
adaptée à des secteurs où la tari�cation par segments de marché est pratiquée et combinée à une
analyse statistique poussée. Cette pratique a pour objectif d'augmenter le revenu de la compagnie
par siège disponible. Les paramètres déterminants dans l'optimisation des prix sont donc le taux
de remplissage de l'avion et l'évolution de la demande mais d'autres variables peuvent introduire
des subtilités dans la maximisation des revenus [51]. Ces informations n'étant pas publiques,
nous pouvons uniquement percevoir ces variables cachées par le biais de l'évolution des séries
temporelles et de la répartition par destination du tra�c de liligo.com.

Nous rappelons que liligo.com est un moteur de recherche de voyages permettant aux utili-
sateurs, de comparer plus de 250 sites d'agences de voyages et compagnies aériennes. A chaque
recherche utilisateur, toutes les informations de la page de résultats sont conservées en base de
données représentant une source volumineuse d'informations à traiter. Il est donc nécessaire de
faire des choix quant aux vols que nous souhaitons utiliser et quant à l'architecture de notre
base de données. Notre base d'apprentissage devra représenter la majorité des comportements
existants tout en conservant une taille raisonnable. L'architecture doit permettre de reconstruire
les séries temporelles de prix, de comparer les mêmes vols proposés par des sites di�érents et
d'accéder rapidement aux caractéristiques des vols.

Nous introduisons la notion de vol unique, qui décrit un trajet dé�ni par des dates de départ
et de retour, des aéroports de départ et d'arrivée ainsi que les codes des vols correspondants
(AF5653 par ex.). Ces vols sont vendus par la ou les compagnie(s) qui les a�rète(nt) (elles sont
plusieurs en cas de vols à escales ou de partage de code) mais aussi la plupart du temps par
des agences de voyages. Chaque vol unique possède donc une série temporelle de prix par site
marchand. Il est de fait intéressant de constater que les évolutions de prix d'un même vol unique
peuvent être similaires ou alors complètement di�érentes selon le site qui les vend.

La première partie de ce chapitre est consacrée à la description du phénomène à l'origine
de ce projet : le yield management. Après en avoir expliqué les tenants et les aboutissants,
nous détaillons une des méthodes utilisées par les compagnies aériennes. Dans un second temps,
nous décrivons l'origine de nos données (recherches utilisateur, alertes mail) et l'architecture
de données qui nous a semblé la plus proche de la réalité du transport aérien. Nous avons
notamment pris soin de conserver le lien entre un billet vendu directement par la compagnie
aérienne et indirectement par le biais d'une agence de voyages. Nous illustrons ce phénomène
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par des exemples, et nous détaillons les di�érentes approches d'optimisation des prix pratiquées
par chacune des parties.

Puis nous expliquons le choix de nos paramètres de construction de la base d'apprentissage
par l'analyse statistique du comportement des utilisateurs dans l'achat de leurs billets d'avion.
Nous y discutons de la sélection des routes étudiées, de la durée de séjour et de la longueur des
séries temporelles ainsi que de leur quantité et de leur qualité.

En�n nous expliquons les enjeux du service et la pertinence d'un conseil à l'achat du point
de vue de l'utilisateur. Si le lieu commun est que les prix ne font qu'augmenter et qu'il faut
acheter le plus tôt possible pour avoir le meilleur prix, nous démontrons qu'avec notre service il
est possible d'économiser de l'argent quelque soit le jour avant la date de départ. Nous rappelons
que notre service ne consiste pas à indiquer le meilleur moment pour acheter son billet mais à
fournir à l'utilisateur une indication sur la future évolut ion de son billet à un instant t.

1.1 Notations

n : Nombre de séries temporelles dans la base de données.
i : Numéro du vol de la base d'apprentissagei 2 1; :::; n

Vi : Vecteur d'attributs du vol i .
pi (t) : Courbe de prix du vol i .

1.2 Yield Management

Au sein d'une même cabine, la compagnie divise son avion en classes de réservation, ou classes
tarifaires, ou encore classes de yield. C'est un découpage purement informatique, invisible pour
le passager, et sans conséquence sur le positionnement des voyageurs à l'avant ou l'arrière de
l'appareil.

Il ne faut pas confondre ce découpage avec le découpage en classes de transport, que sont
la première classe, la classe a�aires et la classe économique. Les classes de réservation sont des
sous-divisions de l'avion au sein même de ces cabines. Toutes ces classes sont emboîtées à la
manière de poupées russes, de la classe la plus basse à la classe la plus haute. Chaque vol est
décomposé en 10 à 20 classes de réservations. Elles sont désignées par des lettres de l'alphabet.
En général, la première classe de transport contient les classes tarifaires P et F, la classe a�aires
contient les classes tarifaires J et C, et la classe économique contient le plus de classes tarifaires,
dont la Y. L'IATA 1 recommande une certaine codi�cation, mais chaque compagnie a ses propres
habitudes.

Ces classes sont emboîtées, au sens où une classe inférieurene peut pas empiéter sur une
classe supérieure, alors qu'une classe tarifaire supérieure peut préempter des sièges prévus pour

1Association internationale du transport aérien
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une classe inférieure. Les compagnies low-cost2 appliquent pour la plupart les mêmes principes,
mais d'une manière fortement simpli�ée. Ainsi, le prix de leurs billets ne varie généralement que
suivant deux facteurs : l'achat à l'avance, et l'état de remplissage de l'avion. À un instant donné,
il n'existe qu'un seul prix pour le billet d'avion, valable p our tout le monde. Ce système est
bien adapté à la clientèle plus homogène (essentiellement loisir) de ces compagnies, et présente
également l'avantage d'être bien compris par les passagers, car il se résume par la formule simple
�plus on achète tôt, moins c'est cher�. Dans la réalité, ce principe est in�rmé quotidiennement
par les algorithmes de revenue management qui doivent baisser les prix dans diverses situations :
annulation de billet, augmentation de la taille de l'avion, retour de places allouées aux agences
de voyages, etc. Nous allons d'ailleurs montrer dans la section �Pertinence�( 1.5) de ce chapitre
que nombre de lieux communs ne sont pas toujours véri�és.

Les algorithmes utilisés ont pour but essentiel de déterminer quelles classes de réservation
seront ouvertes sur un vol, avec quel quota de sièges a�ecté àchacune. Il s'agit d'un contrôle
de l'o�re par ajustement des capacités disponibles. Par exemple, il faudra ouvrir beaucoup de
sièges dans les basses classes de réservation et n'en garderque peu pour les passagers à haute
contribution sur un vol en heure creuse, qui sinon ne sera pasrempli, alors que sur un vol en
heures pleines il s'agira de procéder à l'inverse pour obtenir le revenu maximal.

Exemple d'algorithme : Bid-Price Une des méthodes utilisées dans le domaine aérien pour
maximiser les revenus est l'optimisation d'un vecteur représentant l'évolution du prix selon le
remplissage de l'avion. Ces vecteurs nommés �bid-price vectors� sont des indications de modi-
�cation de prix par cabine envoyées aux GDS3 a�n qu'ils ajustent les prix annoncés au fur et
à mesure du remplissage. Chaque cabine est divisée en classes associées à un tarif. Toutes les
classes ayant un tarif inférieur au bid-price seront alors fermées à la vente.

La création de ce vecteur se fait en plusieurs étapes et nécessite un certain nombre de
paramètres d'entrée :

1. Les évolutions passées des demandes par cabine

2. Le type d'appareil permettant de connaître la capacité par cabine (première classe, busi-
ness, économique)

3. Les divisions passées des cabines en classes : nombre de classes, capacité et tarifs de chaque
classe

4. L'historique des présences des passagers (Entre 15 et 20%d'absence en moyenne)

5. L'historique des sièges alloués aux agences de voyages/brokers non vendus

6. Le seuil à partir duquel il est préférable de surclasser unpassager plutôt que de lui changer
son vol

2Une compagnie aérienne à bas prix ou compagnie aérienne low cost, est une compagnie aérienne qui s'est
positionnée sur le créneau commercial du transport aérien àmoindre coût (low cost) en limitant ou en supprimant
les services annexes au sol et en vol.

3Un système informatisé de réservation, ou global distributi on system (GDS) en anglais, est un système infor-
matisé qui centralise les données concernant les vols, les horaires, les places disponibles, les tarifs et les services
connexes avec des moyens permettant d'e�ectuer des réservations et de délivrer des billets.
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Avec tous ces paramètres provenant de bases de données d'historiques, de nouvelles données
sont calculées :

1. Le placement du rideau séparant la première de l'économique (pour les plus petits avions)

2. Le choix du nombre de sièges dépassant la capacité de l'appareil (surbooking)

3. La division des cabines en classes (capacité, tarif)

4. La prédiction de la demande sur l'ensemble des jours avantla date de départ

A partir de toutes ces données de sortie, il est alors possible de construire de manière certaine
par des algorithmes d'optimisation, un vecteur de bid priceoptimal qui sera ensuite transmis au
GDS pour qu'il puisse appliquer les règles de ventes de tous les vols en question (Figure1.1).
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Figure 1.1 � Exemple d'évolution de prix en fonction du Bid Price

La modi�cation des prix des classes peut se faire manuellement suite à la détection d'une
trop grande di�érence entre la demande actuelle et la prévision, ou pour coller aux o�res de la
concurrence. Dans la majorité des cas ce processus d'optimisation est quotidien pour les vols
dont la date de départ est proche et moins fréquent à mesure que l'on s'éloigne de celle-ci. La
�uctuation des prix aura donc un comportement di�érent au fu r et à mesure du temps et du
remplissage. Nous allons voir dans la section suivante quelles sont les conséquences du yield
management sur le comportement des séries de prix.

1.3 Structure et description de nos données

Dans cette section nous décrivons l'origine et les propriétés de nos données, et la manière
dont elles ont in�uencé la structure de notre base de données. Cette dernière est composée de
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trois tables principales dont chacune aura pour but de faciliter une des étapes de notre travail
préparatoire : l'identi�cation d'un vol unique, l'extract ion de la ou des série(s) temporelle(s)pi (t)
associée(s) et en�n la création des vecteurs d'attributsVi correspondants. Ces tables respectent
à la fois la notion d'unicité d'un vol et celle d'unicité du bi llet à vendre.

1.3.1 Description des données

Liligo.com possède une base de données d'historiques de recherche des utilisateurs grâce à
laquelle nous avons construit notre base d'apprentissage et de test. Dans cette base de données,
un trajet unique ou vol unique, correspondant à un couple vol aller/vol retour, est dé�ni par 6
attributs : le couple �aéroport de départ� et �aéroport d'ar rivée� que nous nommerons �route�,
la date de départ et la date de retour comprenant les heures etles minutes et en�n, le code trans-
porteur du vol aller et celui du vol retour4. Les prix sont collectés depuis des sites marchands
tels que les compagnies régulières (Air France , EasyJet, etc.) et les agences de voyages (Go-
Voyages, VoyagesSNCF, etc.) ces dernières pouvant vendre les mêmes vols que les compagnies
régulières. Cela implique que pour un même trajet, on peut avoir autant de séries temporelles
que de sites proposant le vol. Nous nommerons �provider� le site marchand d'où le prix est
extrait et � supplier� la compagnie aérienne qui a�rète l'avion. Si le prix est issu du site de la
compagnie aérienne, alors le codeprovider sera identique au codesupplier. Inversement, si les
prix proviennent d'un site tiers tel GoVoyagesou Opodo, le codeprovider ne sera pas celui du
supplier. L'association d'un trajet unique et d'un site marchand correspond alors à un résultat
de recherche, chaque recherche renvoyant une multitude de résultats.

Les origines de nos données sont diverses : tout d'abord lorsqu'un utilisateur se rend sur le
site liligo.com, il lance une recherche avec comme paramètre une ville ou un aéroport de départ
et d'arrivée ainsi qu'une date de départ et de retour sans préciser les horaires. Chaque recherche
utilisateur renvoie alors en moyenne 300 résultats ayant chacun des paramètres supplémentaires
mais di�érents : le site marchand (provider ), la compagnie aérienne (supplier ), les horaires et
le tarif. La notion de vol unique est déjà présente sur le sitecar les vols proposés par plusieurs
sites marchands sont regroupés a�n de comparer rapidement les o�res similaires et d'alléger
l'a�chage. Cet important volume d'informations doit être c orrectement stocké et indexé a�n de
pouvoir y accéder facilement.

Par ailleurs, chaque utilisateur peut dé�nir des alertes : l'alerte est un outil programmable
qui e�ectue une recherche demandée, quotidiennement, à la place de l'internaute. Après avoir
renseigné la destination et les dates de vol, le voyageur reçoit chaque jour par email un réca-
pitulatif des meilleurs résultats, classés par prix. Ces alertes peuvent nous donner de longues
séries de prix régulièrement échantillonnées mais ne garantissent pas de pouvoir suivre un même
vol pendant toute la durée des envois de mails. En e�et, seules les cinq meilleures o�res sont
sélectionnées réduisant les chances d'avoir pendant un mois la même o�re dans le top cinq.
Cette limitation ayant été mise en lumière, nous pensons faire évoluer le système des alertes
pour conserver l'intégralité des résultats. Cependant lesalertes peuvent aussi être stoppées à
n'importe quel moment par l'utilisateur. Malgré tout, cett e source de données nous donne un

4ex : AF350 pour un vol sans escale et AF630AF405 pour un vol avec une escale.
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grand nombre de séries consistantes. Nous dé�nissons une série consistante comme une série
possédant su�samment de points pour garantir la détection de la majorité des variations de
prix.

Les données issues des recherches utilisateurs, sont quantà elles plus éparses lorsque la date
de départ est éloignée, et ne nous garantissent pas d'avoir toujours une collecte quotidienne.
Heureusement, nous verrons dans le chapitre suivant que la fréquence des changements de prix
est en grande majorité supérieure à 24 heures autorisant un échantillonage plus faible. Ces
changements de prix par à-coup créent des séries de prix constantes par morceaux, comme le
montre la Figure 1.2 avec un faible nombre de plateaux. Pour pouvoir garder des ensembles
de séries temporelles consistantes et uniformément échantillonnées, nous divisons notre base de
données en 2 sous-ensembles :

1. Un ensemble constitué de séries de 28 jours échantillonnées toutes les 6 heures

2. Un ensemble constitué de séries de 90 jours échantillonnées quotidiennement
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Figure 1.2 � Exemple de série de prix pour un Amsterdam-Barcelone du 20/11/2011 au
23/11/2011 proposé par Austrian Airlines . Cette série possède un point toutes les 6 heures
pendant les 28 derniers jours de sa vente.

Nous allons maintenant décrire les trois grandes tables de notre base de données qui nous
permettent d'extraire les séries de prix et leurs caractéristiques.

1.3.2 Structure de la base de données

Comme expliqué précédemment, nous avons choisi de diviser notre base de données en trois
tables principales, nous permettant chacune d'extraire les informations nécessaires à di�érentes
étapes de notre processus de prédiction. Une première tablestockera les paramètres des trajets
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uniques et leur associera un identi�ant unique. La seconde collectera les prix pour chaque couple
vol unique/provider. En�n une table contiendra l'ensemble des paramètres associés à une série
de prix, tels que le type de compagnie, la ville, le pays et le continent de l'aéroport de départ et
d'arrivée etc.

Les vols uniques

Dans le domaine du tourisme aérien, un vol opéré par une compagnie aérienne est dé�ni
par un aéroport de départ (departureStation ) et un aéroport d'arrivée (arrivalStation ) (couple
nommé �route�), un horaire de départ (jour, mois, année, heure, minute), et un horaire de retour,
un code transporteur aller (transportCode) et un code transporteur retour (transportCodeRet).
La règle de nommage des codes transporteur est opaque mais les codes correspondent souvent
au couple d'aéroports et à un horaire variant selon les périodes de l'année. Par exemple le vol
'HV3014' Paris-Marrakech opéré parTransavia (Low Cost d'Air France ) correspond au vol de
6h40 de mars à juin et de 7h00 de juillet à février.

Ce code est systématiquement composé d'un premier groupe delettre correspondant au code
IATA de la compagnie aérienne opérant le vol et est suivi d'ungroupe de chi�re choisi par la
compagnie. La Figure1.3 nous montre 3 vols ayant les mêmes codes transporteur aller etretour
à di�érentes dates et nous montre qu'il n'y a aucune corrélation apparente entre les variations
de prix, car comme expliqué dans l'exemple de yield management, le paramètre principal de
l'évolution des prix est la courbe de demande prédite, di�érente en fonction du jour de départ.
On peut cependant noter une similarité dans l'ordre de prix des vols décollant à la même période :
17 et 21 février 2012.
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Figure 1.3 � Séries temporelles d'un même couple �code transporteur aller� (AT749) et �code
transporteur retour� (AT640) (Paris-Marrakech sur Royal Air Maroc vendu par VoyagesSNCF)
à di�érents moments de l'année.
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En ce qui concerne les trajets à escales, nous avons décidé deconcaténer les codes transpor-
teur comme pour 'LH4271LH3472' par exemple, qui est un Paris-Budapest opéré par Lufthansa
et faisant une escale à Düsseldorf. Pour des problèmes de maintenance de base de données et
de volumétrie, nous ne conservons malheureusement aucune information sur les escales. Cepen-
dant, dans notre exemple, il est possible d'interroger notre base de données en cherchant le
vol "LH4271" a�n de retrouver l'aéroport de l'escale. Si le vol n'existe pas, des sites spécialisés
peuvent nous fournir cette information, mais elle ne nous est pour l'instant pas nécessaire.

Nous dé�nissons alors un vol unique par le n-uplet suivant : {aéroport de départ, aéroport
d'arrivée, date de départ, date de retour, code transporteur aller, code transporteur retour} en
excluant la notion de site marchand : ce vol unique représente le trajet indépendamment du
vendeur. A chaque n-uplet nous associons un identi�ant unique nomméid_unique_�ight .

La création d'un identi�ant unique indépendant du site marc hand va nous permettre d'ob-
server des phénomènes de concurrence ou de détecter les changements de prix supplémentaires
appliqués par les agences de voyages.

En revanche, dans certains cas, la route et les dates sont identiques mais les codes trans-
porteur di�érents : nous avons a�aire à un vol cobrandé (aussi appelé �partage de code�). Il
arrive que certaines compagnies s'accordent à vendre en parallèle des places pour un même vol,
chacune sous sa propre marque. Dans ce cas, toutes les caractéristiques du vol sont les mêmes
excepté le code du vol (AF312 et IB415 par exemple). Ces accordscommerciaux permettent
d'augmenter la visibilité des deux compagnies et d'assurerune meilleure rentabilité [10].

Trois types de partage de code existent :

ˆ En blocs : la compagnie X achète à la compagnie Y un nombre de sièges �xé àl'avance
sur un vol donné, à un prix également �xé à l'avance. Chaque compagnie vend les sièges
qui lui reviennent en suivant sa propre politique tarifaire, et au stade de la réservation tout
se passe comme si les deux blocs étaient en fait deux avions di�érents les deux partenaires
ne vendent pas forcément leurs billets respectifs au même tarif, car leur clientèle n'est pas
la même.

ˆ Free �ow : dans ce modèle, la répartition des sièges n'est pas �xée à l'avance : la compagnie
qui opère l'avion gère un inventaire commun de places, réparti en classes de réservation,
et dans lequel les deux compagnies vont puiser. L'autre compagnie paie un prix par billet,
qui dépend de la classe de réservation. Il suppose donc une coopération plus poussée, et
une certaine harmonisation des conditions tarifaires, si ce n'est des tarifs.

ˆ Joint venture : les deux compagnies peuvent décider de mettre en commun toutes leurs
ressources sur une ligne ou un ensemble de lignes, et de partager coûts et recettes. La
coopération tarifaire est alors totale, et du point de vue tarifaire elle est équivalente à une
fusion. Ce type de partage a été mis en place parAir France et Alitalia sur les lignes reliant
la France et l'Italie.

Selon les cas ces vols peuvent être considérés comme des volsindépendants ayant leur propre
évolution, ou comme des vols similaires. Dans les faits, nous pensons que chaque compagnie
applique son propre yield management et qu'il faut séparer le comportement des deux séries
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temporelles. Les séries seront susceptibles de se terminerplus rapidement car chaque compa-
gnie possède moins de sièges et le vol sera plus rapidement complet. Dans l'exemple de la
Figure 1.4, on observe deux séries de prix d'un vol à escales dont le deuxième tronçon est co-
brandé. Il s'agit d'un vol Amsterdam-Barcelone passant par Londres et vendu parLastMinute.
Le Londres-Barcelone est à la fois visible sous le code "IB7453" (vol Iberia) et sous "BA486" (vol
British Airways ). Quelques recherches nous indiquent que le vol est opéré par British Airways
mais il nous est impossible de savoir qui opère le vol à partirdes informations récoltées sur les
sites marchands. Les politiques de prix des deux compagniessont complètement di�érentes et on
observe des variations beaucoup plus fréquentes de la part d'Iberia, alors même que les prix pour
un tel trajet sont déjà très élevés. En revanche il est intéressant de remarquer que les plateaux
sont quasiment les mêmes, et donc que le mécanisme de changement de prix, comme expliqué
précédemment est indépendant de l'étape de dé�nition des prix par classe de réservation.
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Figure 1.4 � Exemple de vols cobrandés proposés parIbéria et British Airways (Amsterdam-
Barcelone)

Les séries de prix

Chaque vol est ensuite vendu indépendamment, ou non, par un ou plusieurs sites marchands
que nous appelons �provider�. Le couple { id_unique_�ight , provider} (vol unique, site mar-
chand) possède lui aussi un identi�ant unique nomméid_�ight . L'ensemble des prix proposés
sous l'identi�ant id_�ight constituera une série temporelle de prix uniques que nous stockons
dans une table dédiée. Chaque ligne de cette table correspond à un vol unique proposé par un
marchand, à un instant t avec un prix p créant ainsi la série de prixpi (t). Lorsqu'une recherche
utilisateur est e�ectuée, nous ajoutons donc pour chaque résultat une entrée dans cette table.

La Figure 1.5 nous montre l'utilité d'avoir créé un identi�ant di�érent p our un vol et pour les
billets associés : on y observe pour un mêmeid_unique_�ight , les di�érentes séries temporelles
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Figure 1.5 � Yield Management de di�érentes agences de voyages pourun même billet d'avion.
L' id_unique_�ight est identique mais lesid_�ight sont di�érents. Paris-Marrakech opéré par
Royal Air Maroc du 26/02/2013 au 04/03/2013.

identi�ées par un id_�ight . Le même vol Paris-Marrakech opéré parRoyal Air Maroc est vendu
à la fois par Expedia, GoVoyages, TravelGenio et BudgetAir, et possède donc quatre séries bien
distinctes. Pour pouvoir identi�er ces séries, il su�t de re chercher tous lesid_�ight associés à
l' id_unique_�ight correspondant.

Il aussi intéressant d'observer l'évolution parallèle d'un billet vendu par la compagnie qui
a�rète le vol et de celui vendu par l'agence de voyage ayant des accords commerciaux avec ladite
compagnie.

Observons que les agences de voyages, en plus des variationsdu billet souvent liées à la
variation du billet vendu par la compagnie régulière, ajoutent leur propre couche de yield mana-
gement a�n d'augmenter davantage leurs revenus. Ils optimisent alors leur prix jusqu'à plusieurs
fois par jour. Sur la Figure 1.6, nous pouvons voir l'évolution de prix d'un même billet Paris-
Bangkok vendu par la compagnie régulière (Qatar ) et l'agence de voyages (GoVoyages). Selon
l'heure de la journée certaines agences peuvent ajouter desfrais supplémentaires et dans le cas
présent, GoVoyagesapplique la tari�cation du Tableau 1.1.

Horaire 0-2 2-4 4-6 6-8 8-19 19-23 23-24
Supplément(e ) 7 6 0/65 4 8 9 11

Table 1.1 � Évolution du supplément sur le site GoVoyagesen fonction de l'heure d'achat (le
27 novembre 2012).

Qatar fait vendre une partie de ses sièges parGoVoyagesqui propose des tarifs plus avanta-

5En fonction des compagnies
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Figure 1.6 � Vol Paris-Bangkok opéré par Qatar, vendu par GoVoyageset Qatar

geux en échange d'une visibilité plus importante du vol.GoVoyagesapplique alors ses propres
optimisations de prix tout en suivant les variations import antes deQatar. Bien que nous n'uti-
lisons pas cette information, elle pourrait nous permettrede prédire un saut de prix de manière
presque certaine.

Les attributs

A chaque id_�ight est associé un vecteur d'attributs Vi (1); : : : ; Vi (p) qui regroupe toutes
les informations possibles sur le billet vendu. Ces attributs sont très utiles pour extraire des
statistiques sur notre base d'apprentissage. Ainsi il est facile de trouver la destination la plus
populaire en Asie, ou bien le prix minimum observé depuis Paris vers n'importe quelle ville
allemande opéré par une low cost. C'est en grande partie grâce à ces attributs que nous comp-
tons prédire l'évolution de la trajectoire des vols, c'est pourquoi il est important de conserver
l'intégralité des informations fournies par le site marchand et de créer de nouveaux attributs
dérivés.

Les attributs peuvent être divisés en quatre catégories : tout d'abord nous utilisons les
attributs dé�nissant un vol unique (Tableau 1.2).
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Nom Type Description
day 2 1  31 Jour du mois de départ
month 2 1  12 Mois de départ
year N Année de départ
departureHour 2 0  23 Heure de départ
departureMinute 2 0  59 Minute de départ
transportCode Code transporteur du vol aller
departureStation Code Code aéroport de départ
arrivalStation Code Code aéroport d'arrivée

Table 1.2 � Caractéristiques du vol unique. Les trajets étant des allers-retours, ces attributs
sont tous doublés.

Viennent ensuite les attributs dérivés de ces dernières caractéristiques (Tableau 1.3) qui
détaillent les attributs temporelles (saison, départ le week end, jour de l'année, période vacances
scolaires, etc.), les attributs géographiques (ville, pays, continent) et les attributs liés au trajet
(long-courrier, nombre d'escales, etc.).

Nom Type Description
season 2 1; 2; 3; 4 Saison (1=printemps,...)
length_of_stay N Durée du séjour
day_of_year 2 1  365 Jour de l'année
day_of_week 2 1  7 Jour de la semaine (1=lundi)
dep_on_we_dep boolean Départ le week end
dep_periode 2 1; 2; 3; 4 Période de la journée (1=très tot, 2=tot,3=après midi,4=soi r)
holiday 2 0; 1; 2 0=hors vacances, 1=vacances, 2=grandes vacances
stops N Nombre d'escales
distance R+ Saison
haul 2 0; 1; 2 0=court-courrier, 1=moyen-courrier, 2=long-courrier
departureCity Code Code ville de départ
departureCountry Code Code pays de départ
departureContinent Code Code continent de départ
arrivalCity Code Code ville d'arrivée
arrivalCountry Code Code pays d'arrivée
arrivalContinent Code Code continent d'arrivée

Table 1.3 � Attributs dérivés des caractéristiques du vol unique

Nous avons aussi des attributs liés au site marchand (Tableau 1.4) et en�n les attributs
contextuels qui évoluent avec les points de la série temporelle (Tableau 1.5) : à chaque instant
t, nous calculons par exemple le nombre de sauts observés précédemment ou la somme des
demandes faites pour ce vol. L'utilisation des ces derniersattributs est di�érente des autres,
c'est pourquoi nous stockerons ces informations dans une table à part où la clef sera à la fois
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l' id_�ight et l'instant t.

Nom Type Description
provider Code Code du site marchand
type 2 0; 1; 2 1=Agence de voyages, 2=Compagnie régulière, 3=Low cost,
directSeller boolean Vendeur direct
train boolean Trajet en train

Table 1.4 � Attributs liés au site marchand

Nom Type Description
volatility N Nombre de sauts passés
volatility_hausse N Nombre de sauts à la hausse passé
volatility_baisse N Nombre de sauts à la baisse passé
demand N Nombre de recherches utilisateur passé

Table 1.5 � Attributs contextuels évoluant avec la série temporelle

Nous sommes maintenant capables de construire facilement nos séries temporelles, d'accéder
aux attributs d'un vol ou même d'a�cher simultanément les sé ries de vols uniques vendus par
des sites di�érents. Notre seule di�culté est de mettre en évidence les vols co-brandés : il faudrait
pour cela créer un identi�ant unique supplémentaire composé des attributs d'un vol unique sans
les codes transporteurs mais avec les horaires des atterrissages. Cet ajout de complexité dans
l'architecture de notre base de données diminuerait les performances pour une utilité limitée,
c'est pourquoi nous avons préféré ne pas prendre en compte cephénomène.

Une fois notre base de données construite nous pouvons commencer à l'explorer pour en
extraire les premières informations sur les comportementsdes usagers et des séries temporelles.
Ces comportements in�ueront sur les paramètres de notre modélisation des séries temporelles.

1.4 Statistiques expliquant le choix des paramètres

L'architecture de notre base de données nous permet maintenant d'extraire de nombreuses
informations essentielles à la construction de notre modèle de prédiction : les séries de prix, leurs
attributs et toutes les statistiques dérivées possibles. La collecte de nos données ayant débuté il y
a plus de 6 ans, l'importante masse d'informations à traiternécessite des choix dans la sélection
des séries à étudier. Cette sélection doit à la fois re�éter l'attente des utilisateurs sur un service
de prédiction (�abilité sur l'ensemble des routes, prédiction disponible le plus tôt possible, etc.)
et prendre en compte les spéci�cités du marché du voyage (di�érences de comportements entre
vols touristiques et business, suivant les durées de séjour, etc.).

Il est important de pouvoir proposer un service de prédiction à un maximum d'utilisateurs
sans détériorer les performances. Il faut donc utiliser un panel représentatif des comportements
de prix avec un échantillonage su�sant et choisir des longueurs de séries couvrant le plus large
spectre de recherches utilisateurs.
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Nous allons donc dans un premier temps décrire les paramètres des vols étudiés (route, durée
de séjour, site marchand), puis nous expliquerons le choix de la longueur des séries temporelles.

1.4.1 Les trajets

A�n d'éviter la manipulation d'un trop grand nombre de série s, nous nous sommes limités
dans un premier temps à un ensemble de routes représentatives (Tableau 1.6). Nous avons
choisi des destinations touristiques (Paris-Bangkok) et professionnelles (Paris-Budapest) pour
des durées de séjours (Lenght of stay) touristiques (7 et 14 jours) et professionnelles (3 jours).
Nous avons par la même occasion sélectionné des vols long-courriers, moyen-courriers et court-
courriers (Paris-Toulouse). Les résultats des agences de voyages nous permettent de récupérer
des vols sur un large panel de compagnies aériennes et les sites des compagnies nous garantissent
des prix stables et plus �ables. Les deux sites peuvent vendre le même billet mais les agences
modi�ent fréquemment le prix pour ajuster leur marge dynamiquement. L'objectif est de collecter
le plus de comportements di�érents tout en minimisant la taille des données.

Lowcost
From To Provider Length of stay

Paris (ORY) Budapest EasyJet (U2) 3,7
Paris (ORY) Toulouse EasyJet (U2) 3,7
Paris (ORY) Marrakech Transavia (HV) 3,7
Paris (XGB) Toulouse IDTGV (TGV) 3,7

Agences de Voyages
From To Provider Length of stay

Paris (CDG) Budapest VoyagesSNCF (VOY) 3,7
Paris (ORY) Marrakech VoyagesSNCF (VOY) 3,7
Paris (CDG) Toulouse VoyagesSNCF (VOY) 3,7
Paris (PAR) Bangkok GoVoyages (GOV) 7,14
Amsterdam Barcelone GoVoyages (GOV) 3,7
Paris (CDG) New York GoVoyages (GOV) 7

Compagnies Régulières
From To Provider Length of stay

Paris (PAR) Bangkok Quatar (QR) 7,14
Amsterdam Barcelone Austrian (OS) 3,7

Table 1.6 � Routes de la base d'apprentissage

Il faut par ailleurs sélectionner des trajets fréquemment recherchés pour pouvoir construire
des séries consistantes, c'est pourquoi nous avons choisi les durées de séjour les plus demandées
(Figures 1.7 et 1.8).
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Figure 1.7 � Nombre de recherches par durée de séjour pour un Paris-Budapest
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Figure 1.8 � Nombre de recherches par durée de séjour pour un Paris-New York

Pour étudier correctement le comportement des séries temporelles, il est souhaitable de
détecter le maximum de changements de prix. Nous devons alors sélectionner les vols les plus
recherchés pour garantir des séries de prix �dèles à la réalité. Les recherches sur les routes
sélectionnées sont fréquentes mais pas nécessairement régulières. Plus la date de départ approche
et plus les recherches sont nombreuses, c'est pourquoi nousvoulons dans un premier temps
étudier les derniers jours de nos séries pour nous assurer une base consistante. Cette réduction de
la taille de nos séries implique une réduction du pourcentage d'utilisateurs susceptibles d'obtenir
des prédictions. Inversement, en augmentant le nombre de jours étudiés nous augmenterions
le spectre d'utilisateurs béné�ciant du service mais les performances et la �abilité du service
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diminueraient. Nous allons donc étudier le comportement des voyageurs pour trouver la durée
optimale des séries temporelles à choisir.

1.4.2 La longueur des séries temporelles

Par l'évolution de la demande nous estimons la période à laquelle commencer l'étude des
séries de prix. Le but est de couvrir le plus de demandes tout en conservant un jeu de données
raisonnable et des séries consistantes. La ventilation représente l'évolution en pourcentage de
la demande par rapport au nombre �nal de recherche. La Figure1.9 représente les ventilations
d'allers-retours pour di�érents types de destinations et di�érentes durées de séjours. Pour les
long-courriers, la première moitié des recherches se fait entre un an et trois mois avant le départ
et entre un an et 1 mois avant le départ pour les moyen-courriers. Dans notre exemple, nous
couvrons avec les 28 derniers jours des séries temporelles 15% des utilisateurs pour les long-
courriers et 50% pour les moyen-courriers, mais au global untiers des usagers de liligo.com avec
un nombre de recherches su�sant pour avoir des séries correctement échantillonnées.

Par ailleurs, le mois précédant la date de départ correspondà une forte augmentation des
sauts comme le montre la Figure1.10 et donc de la volatilité des prix. C'est alors un moment
crucial pour l'utilisateur qui voit les prix changer jusqu' à plusieurs fois par jour et où le conseil
à l'achat s'avère déterminant.
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Figure 1.9 � Ventilation pour un vol Paris-New York du 14-04-2012 au 21-04-2012, un vol Paris-
Bangkok du 28-07-2012 au 18-08-2012, un vol Paris-Marrakechdu 21-04-2012 au 28-04-2012 et
un vol Paris-Budapest du 01-11-2012 au 04-11-2012
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Figure 1.10 � Histogramme de l'évolution du nombre de sauts avant ladate de départ par
tranches de 3 jours.

En accord avec les contraintes d'échantillonnage évoquéesdans le chapitre précédent et au vu
de la Figure 1.9, nous avons donc décidé de nous focaliser sur les 28 derniersjours des séries de
prix, mais nous conservons toutes les informations précédant le dernier mois pour une application
étendue à 90 jours de notre méthode. De la même manière, nous avons dans un premier temps
restreint notre corpus de vols, mais pour une future extension de notre service, nous continuons
d'enregistrer tous les résultats des recherches utilisateurs.

1.5 Pertinence

L'initiative de ce projet est venue de la constatation que levoyageur est volontairement tenu
dans l'ignorance des évolutions de prix pour entretenir uneconfusion quant au meilleur moment
pour acheter son billet. Certaines règles sont alors communément utilisées telles que : "Plus
on achète tôt, moins on paye cher" et son corollaire "Rien ne sert d'attendre, les prix ne font
qu'augmenter".

Tout d'abord, il faut rappeler que nous ne tentons pas d'aider l'utilisateur à choisir la
meilleure date pour partir, ni le meilleur moment de l'annéepour acheter son billet.

Pour chaque recherche utilisateur, plusieurs o�res à di�érents horaires et proposées par di�é-
rentes compagnies sont présentées. Dans ces choix l'utilisateur va identi�er le vol qu'il souhaite
prendre et c'est à ce moment qu'il lui sera conseillé d'acheter son billet immédiatement ou de
reporter son achat pour économiser de l'argent.

Sur d'autres sites6, seule l'évolution du plus bas prix observé quotidiennement est étudiée.
Lorsque la prédiction d'une baisse de prix est prodiguée, l'utilisateur n'a pas la garantie que les
caractéristiques du vol au plus bas prix à 7 jours corresponderont à celles du vol actuellement
le moins cher. La compagnie aérienne a�rétant le vol et les horaires étant des critères souvent

6Bing.com ou Kayak.com par exemple
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très importants pour l'utilisateur, nous avons choisi de faire une prédiction pour chaque billet
retourné par la recherche.

Nous évitons ainsi le risque de détériorer la qualité du vol en question en passant, par
exemple, d'un vol direct à un vol à multiples escales d'une durée beaucoup plus importante que
nécessaire.

Nous montrons donc dans cette section la pertinence de notreservice dans l'aide à la décision
du voyageur.

1.5.1 Meilleur moment pour acheter

Le comportement le plus courant chez un voyageur est d'acheter ses billets d'avion en avance
pour s'assurer un prix raisonnable et éviter les hausses successives de prix. Des études ont
montré que les prix n'étaient pas strictement croissants etqu'une période située aux alentours
de 8 semaines avant le départ était optimale [37]. Sur la Figure 1.11 représentant l'évolution des
prix des billets de l'intégralité de notre base de données, il existe bien une période où les prix
sont généralement au plus bas et qui correspond à environ 50 jours avant la date de départ (soit
7 ou 8 semaines avant le départ).
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Figure 1.11 � Évolution de la moyenne des prix en fonction du moment d'achat

Cependant, comme nous l'avons vu sur la Figure1.9, la moitié des usagers du site font
leurs recherches au delà du 46e jour avant le départ, ce qui correspond à la période où les prix
commencent à augmenter. Et c'est à cette période qu'il est crucial de conseiller au voyageur
d'acheter son billet avant que la hausse ne soit trop importante ou bien d'attendre, car malgré
le comportement globalement haussier de l'ensemble des séries, il est probable qu'une baisse
apparaisse.

Toujours sur la Figure 1.11, on observe l'évolution du prix à l'instant t et celui 7 jours après
et l'évolution du meilleur des deux prix (optimum). Ainsi on constate que la période la plus
propice au conseil d'achat, c'est-à-dire lorsque la courbeoptimale s'éloigne le plus des autres
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Figure 1.12 � Proportion de hausses et de baisses par provider

courbes, se trouve entre 35 et 20 jours avant la date de départ. Dans cette période le bon conseil
d'achat ferait économiser de l'argent à l'utilisateur. En ce qui concerne les derniers jours, le
conseil est aussi primordial mais évitera surtout au voyageur de perdre de l'argent. La hausse
des prix est alors beaucoup plus importante et il donc plus risqué d'attendre une baisse de tarif.

On peut en�n remarquer les très faibles di�érences de prix entre 60 et 40 jours avant le
départ. Les sauts de prix sont alors moins fréquents ce qui prouve encore que c'est une période
propice à l'achat de billet d'avion.

1.5.2 Proportion des baisses

Nous insistons sur la nécessité de notre service en montrantque la proportion des baisses
de prix est beaucoup plus importante qu'on ne le pense. Sur laFigure 1.12, on constate par
exemple qu'Air France et Qatar pratiquent autant voire plus de baisses de prix que de hausses.
En revanche, les compagnies low cost pratiquant des optimisations de prix plus agressives et ne
vendant généralement pas de billets remboursables ou échangeables, a�chent peu de baisses de
prix. Certains attributs (ici la compagnie opérante le vol, supplier ) sont donc plus discriminants
que d'autres dans la prédiction des évolutions de prix. Ainsi un billet EasyJet aura plus de
probabilité d'augmenter dans les 7 jours qu'un vol d'une autre compagnie.

Nous allons maintenant montrer qu'il est possible d'économiser de l'argent quelle que soit la
date avant le départ en prenant les bonnes décisions.
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1.5.3 Gain optimal

Nous dé�nissons un gain ou une perte comme valeur absolue de la di�érence entre le prix
initial et le prix à 7 jours qui sera additionnée si la prédiction est bonne et soustraite dans le cas
contraire. L'optimal ou oracle est le prédicteur qui sait dans tous les cas quelle décision prendre.
Sur la Figure 1.13, nous calculons l'évolution de l'écart relatif à l'oracle en fonction de la date de
prédiction pour une personne qui prendrait systématiquement le billet le jour de la recherche,
pour une personne qui prendrait systématiquement le billet7 jours après la recherche et en�n
pour une personne qui choisirait au hasard.

Trois périodes se dégagent de ce graphique : avant 80 jours avant la date de départ il est
conseillé d'acheter tout de suite. Puis de -80 jours à -50 jours, les prix ont tendances à baisser
pour atteindre le prix minimal. En�n après les 50 jours avant la date de départ il est de nouveau
conseillé d'acheter ses billets le jour de la recherche.

La zone rouge représente le gain que nous pourrions apporterà l'utilisateur en lui donnant
un conseil plus précis que le précédent et représente donc l'objectif à atteindre.

 90  80  70  60  50  40  30  20  10
1

1:05

1:1

1:15

1:2

Nombre de jours avant le départ

D
is

ta
nc

e
re

la
tiv

e
à

l'o
pt

im
al FirstPrice

LastPrice

Figure 1.13 � Distance relative à l'optimal

1.6 Conclusion et perspectives

Dans ce chapitre nous avons tenté de décrire l'environnement dans lequel nous travaillons, et
le contexte économique du monde du voyage. Le �revenue management�, technique qui consiste
à optimiser le prix de chaque siège d'un avion grâce à la prédiction de la demande, rend le pro-
cessus d'achat du voyageur complexe et obscur. Le consommateur est maintenu dans l'ignorance
et l'incertitude, parfois encouragé à réserver longtemps àl'avance, parfois exhorté à réserver
précipitamment à la dernière minute pour béné�cier d'o�res présentées comme dégri�ées.

Dans un second temps nous avons décrit la structure de notre base de données contenant les
recherches utilisateurs et les alertes mails. Elle nous permet d'extraire facilement les séries de
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prix, de mettre en parallèle les mêmes billets, vendus par di�érents sites marchands et d'a�cher
les attributs correspondants aux vols.

Nous avons tenté d'avoir une base représentative de la demande des utilisateurs ainsi que
des di�érents types de voyageurs, d'avoir des séries de prixrégulièrement échantillonnées, tout
en limitant la taille de nos données. Pour cela nous avons construit une base sur des destinations
et des longueurs de séjour limités, et nous nous sommes focalisés sur les 28 derniers jours avant
le départ, garantissant ainsi un nombre de points su�sant pour détecter la grande majorité des
sauts de prix.

En�n nous avons montré qu'il était nécessaire d'apporter une information sur l'évolution du
prix aux usagers de liligo.com qui ne possèdent pas la visionglobale du marché du tourisme. Il
est courant de penser que les prix dans le milieu du tourisme aérien ne font qu'augmenter, mais
nous avons démontré qu'il en était autrement et qu'avec notre service nous pourrions détecter
une baisse de prix dans une courbe au comportement globalement haussier.

Avec l'accroissement du tra�c de liligo.com, il sera possible d'élargir le nombre de destination
et la durée des séries temporelles, permettant ainsi de proposer le service à un plus grand nombre
d'utilisateurs dans des périodes durant lesquelles ils en ont le plus besoin. Il sera notamment
intéressant d'élargir le système d'alerte pour enregistrer l'intégralité des résultats de recherche
a�n de créer des séries temporelles complètes.

Dans le chapitre suivant nous allons aborder en détail la modélisation des séries tempo-
relles par des processus ponctuels poissonniens dans le butde regrouper les séries de même
comportements. Une analyse des comportements des séries temporelles validera notre choix de
transformation et nous permettra de choisir les paramètresoptimaux de notre nouvelle repré-
sentation.
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Introduction

Dans ce chapitre, nous abordons l'étape de transformation des trajectoires en une représenta-
tion adaptée à la comparaison des comportements. C'est aveccette nouvelle représentation que
nous allons utiliser nos di�érents algorithmes. En e�et, nous tentons de regrouper les évolutions
de prix similaires entre elles a�n d'en extraire des comportements types. Plusieurs probléma-
tiques se posent alors quant au calcul de similarité entre deux courbes de prix : il faut choisir la
métrique la plus adaptée à nos données et pouvoir l'appliquer à des vols de toutes natures. Pour
cela nous devons nous détacher des ordres de prix des séries qui sont pour la plupart complè-
tement di�érents et approximer les moments des �sauts� de prix pour prendre en considération
les décalages temporels de comportements similaires.

Lorsqu'une agence de voyages vend un billet d'avion, lui même vendu par la compagnie
qui opère le vol, la courbe de prix du billet de l'agence de voyages évolue souvent en suivant
les modi�cations de la courbe de prix du billet de la compagnie aérienne. Nous obtenons alors
deux courbes très similaires avec un décalage de quelques heures entre les changements de prix
du site de la compagnie aérienne et ceux de l'agence de voyages. S'ajoute à ce phénomène, la
temporisation de la mise à jour de la base de données des prix mis à disposition de liligo.com par
les agences de voyages. L'approximation temporelle des courbes nous permet alors de rapprocher
ces séries similaires.

Dans un premier temps nous étudions le comportements des trajectoires observées. Bien
comprendre la nature de nos séries de prix va nous permettre de mieux reconstituer les séries
mal échantillonnées et inversement de les approximer sans perdre d'information a�n de réduire
la taille de notre base de données. Comme dans le chapitre précédent, nous nous servons des
statistiques issues de notre base pour justi�er nos choix.

Nous décrivons ensuite la première étape de transformationdes courbes de prix en une
représentation par des processus ponctuels dans le plan temps-rendement basé sur le framework
de Cox [13]. Nous ne conservons que les sauts de prix relatifs éliminant ainsi la problématique de
di�érence d'ordre de grandeur entre les séries. Cette étapeest totalement bijective conservant
ainsi toutes les informations quant aux variations de prix (seul l'échantillonnage des séries sera
perdu). Durant cette étape il sera possible de supprimer le bruit causé par certaines variations
de prix non pertinentes.

En�n nous détaillons la seconde étape de la transformation de nos données qui consiste à
modéliser les séries de rendement par des processus ponctuels poissonniens. Nous supposons
que le nombre d'apparitions de changements de prix suit une distribution de Poisson dont le
paramètre I y(s; t) évolue dans le temps. Nous sommes dans le cas d'un processusde Poisson
inhomogène, dont on estime l'intensité I y(s; t) par des noyaux. Nous approximons donc les
moments d'apparition des sauts et leur rendement par un niveau de gris où l'intensité des cellules
représentera le nombre de sauts dans l'intervalle de temps et de rendement correspondant. En
créant des fenêtres de temps-rendements, nous réalisons une empreinte du comportement global
d'un vol, qu'on utilisera par la suite pour le rapprocher de celle des autres vols. Nous détaillerons
par ailleurs l'étape qui consiste à simuler une courbe de prix à partir de ce niveau de gris, nous
permettant ainsi de retrouver une courbe similaire à la série temporelle initiale.
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2.1 WorkFlow
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Figure 2.1 � Work�ow - Etape de préparation des données

2.2 Notations

i : Numéro du vol de la base d'apprentissagei 2 1; :::; n
Vi : Vecteur de p attributs du vol i parmi l'ensemble des attributs V

pi (t) : Courbe de prix du vol i
(Pi (1; k); Pi (2; k)) : Données brutes composées dePi (1; k) la date du k-ième échantillon

collecté pour le vol i et Pi (2; k) le prix correspondant observé

T (i )
init : Date du premier point de collecte du vol i

T (i )
0 : Date de départ du vol i

si (t) : Séries de rendements du voli

(T (i )
k ; s(i )

k ) : k-ième point temps-rendement de la représentation en processus ponc-
tuel de la trajectoire du vol i

R : Ensemble des cases du plan temps-rendement
br : Dimension verticale des cases (rendement)
bt : Dimension horizontale des cases (temps)

X i (s; t) : Niveaux de gris du plan temps-rendement pour le voli à la case (s; t)
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2.3 Séries temporelles

Nous rappelons qu'un vol unique (id_unique_�ight ), représentant un trajet indépendem-
ment du site marchand, est dé�ni par un aéroport de départ (departureStation), un aéroport
d'arrivée (arrivalStation), une date de départ (jour-mois-année heure : minute), une date de
retour, un code de transport aller 1 (ex : AF 315, IB 412U2 650) et un code de transport retour.

Nous rappelons aussi que chaque vol possède une série temporelle par site marchand sur
lequel il est vendu : la série de prix issue du site de la compagnie aérienne, et celles créées grâce
aux prix des agences de voyages proposant le même vol. L'attribut provider qui dé�ni le site
marchand (la compagnie aérienne ou l'agence de voyage) est donc associé à l'id_unique_�ight
pour identi�er une série temporelle unique à laquelle nous attribuons un identi�ant unique
id_�ight .

2.3.1 Problèmes d'échantillonnage

L'échantillonage de nos séries est un problème important pour la construction de notre base
d'apprentissage. Les résultats des recherches utilisateurs, qui nous servent a construire notre base
d'apprentissage, sont erratiques et ne nous donnent pas desséries avec des points régulièrement
espacés. L'enjeu est donc de savoir si un vol peu être considéré comme consistant ou non, c'est-
à-dire déterminer si la perte d'information est trop import ante pour ne pas utiliser la série dans
notre base d'apprentissage.

Pour ce faire, il est intéressant d'observer le temps moyen d'attente entre deux sauts de prix
en fonction du nombre de jours avant la date de départ. Sur la Figure 2.2, on observe un temps
moyen de 2 jours et demi entre deux sauts sur l'ensemble des dates de recherche mais on note
une forte augmentation de la fréquence des changement de prix dans les 20 derniers jours.
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Figure 2.2 � Temps moyen d'attente entre deux sauts en heures. En abscisses nous avons le
moment du premier saut et en ordonnées le temps d'attente moyen avant le saut suivant.

1Dans le cas de vols avec escales, le code sera la concaténation des codes de chaque vol intermédiaire
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Figure 2.3 � Série temporelle : Paris-Toulouse, départ le 06/11/2012 pour 7 jours parEasyJet

Notre corpus est composé de vols ayant un historique de 28 jours maximum sur un panel
de destinations restreint (voir chapitre précédent) et de vols ayant un historique de 90 jours sur
l'ensemble des recherches utilisateurs. Dans le premier groupe, nous avons décidé de conserver
les vols échantillonnés toutes les 6 heures et possédant plus de 80% des 4� 28 = 112 points
maximum. Le nombre de recherches utilisateurs augmentant signi�cativement dans le dernier
mois avant la date de départ, ce critère de sélection nous fournit un nombre satisfaisant de
courbes consistantes. Pour une question de taille de base dedonnées, nous ne conservons que
les points espacés de 6 heures et supprimons les prix intermédiaires. La Figure 2.9 est un très
bon exemple de série correctement échantillonnée sur l'ensemble de la période étudiée. Pour le
second groupe, l'échantillonage est seulement quotidien car il est impossible de trouver un vol où
un utilisateur à véri�é les prix toutes les 6 heures pendant 90 jours. La Figure 2.2 nous con�rme
par ailleurs qu'il n'est pas nécessaire d'avoir plus de points car cet échantillonage nous permet
de détecter une grande majorité des sauts de prix. L'exemplede la Figure 2.3 représentant une
trajectoire issue des deux corpus con�rme notre choix.

En�n le problème des vols complets reste un point qui n'est pas pris en compte. Lorsqu'une
cabine est remplie et que le taux de sur-réservation (overbooking) est atteint, le vol n'est plus
proposé à la vente et disparaît donc de nos résultats. La détection de ces vols est problématique
car nous ne sommes pas en mesure de di�érencier un vol complet, d'un vol retiré de la base
d'une agence ou même d'une mauvaise collecte des prix. C'estpourtant un point important
dans l'aide à la décision d'achat de l'utilisateur. Faire perdre de l'argent à un usager en lui
conseillant d'attendre lorsque le prix augmente peut avoirun impact négatif sur sa con�ance
dans le service, mais lui faire rater un vol peut s'avérer beaucoup plus néfaste. Malheureusement
les vols complets sont naturellement ignorés lors de l'étape de sélection des vols consistants et la
requête de sélection nous permettant d'identi�er des vols complets s'avère complexe et jamais
totalement �able.

Les grandes compagnies régulières ont un taux de remplissage moyen tournant autour de
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85% et les low costs sont autour de 90%. D'après le groupe Aéroports de Paris, en 2012, le taux
moyen de remplissage des vols en partance de Paris a été de 79.7%2. Nous pensons donc qu'une
grande majorité des vols possèdent des places jusqu'aux derniers jours de vente, mais c'est un
axe que nous souhaitons clairement améliorer.

2.3.2 Comportements des trajectoires

A titre d'illustration, considérons la série temporelle de la Figure 2.4. Elle décrit l'évolution
des prix d'un vol Paris-Marrakech partant le 25 Février 2011sur Royal Air Maroc (le supplier)
et proposé par le siteVoyagesSNCF(le provider), pour un voyage de 3 jours. Nous constatons
tout d'abord que la trajectoire est constante par morceaux :le prix varie d'un plateau à un autre,
déclenché par le système de �yield management� comme décritdans le chapitre précédent. Selon
les compagnies et les techniques de revenue management qu'elles utilisent, ces plateaux peuvent
être en nombre �xe et limité ou bien complètement dynamiques. Il est intéressant d'observer
l'évolution du nombre de plateaux en fonction du provider, de la destination, du jour de l'année
(jour de départ) ou même de comparer entre les agences de voyages, les compagnies régulières
et les low cost.
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Figure 2.4 � Vol Paris-Marrakech, départ le 25/02/2011 pour 7 jours opéré parRoyal Air Maroc
et vendu par VoyagesSNCF. Nous observons la présence de 7 plateaux distincts.

Dans la méthode d'optimisation du bid-price vector décrite dans le chapitre précédent, le
nombre de plateaux est dé�ni par le nombre de classes par cabines, chacune ayant un prix
supérieur à la classe inférieure. Cependant il arrive que lademande ne corresponde pas aux
prévisions et qu'une classe (celle courante généralement)voit son tarif modi�é (à la baisse
généralement). Sans modi�cation manuelle du prix des classes, le nombre de plateaux par courbe
serait sensiblement le même pour des vols similaires (même route, même période de l'année, etc.)
et ne dépasserait pas le nombre de classes tarifaires de la cabine.

2http://www.aeroportsdeparis.fr/ADP/Resources/06c3db89-8afd-401e-9882-64775db4fd66-ADP_TraficDecembre2012.pdf
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Sur la Figure 2.5, on observe la densité du nombre de plateaux sur l'ensemble de vols ayant des
points durant les 90 derniers jours. Cette base contient desvols échantillonnés quotidiennement
jusqu'à la date de départ a�n d'avoir les statistiques les plus proches de la réalité mais excluant
ainsi les vols complets. La majorité des vols possèdent un nombre de plateaux inférieur à 12 et
la moyenne est inférieure à 8. La connaissance du nombre de plateaux et de leur valeur, nous
permettrait de prédire de façon certaine une baisse si le prix atteignait le plateau supérieur et
une hausse inversement.
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Figure 2.5 � Pourcentage des vols par nombre de plateaux

Nous avons divisé les sites marchands (provider ) en trois catégories : les agences de voyages,
les compagnies régulières et les low cost. Les Figures2.6 et 2.7 représentent l'évolution du
pourcentage de vols par nombre de plateaux en fonction du type du site marchand. Nous étudions
ces distributions sur la base des vols échantillonnés toutes les 6 heures durant les 28 derniers
jours (Figure 2.7) et sur la base des vols à 90 jours (Figure2.6).

Il est intéressant de noter que l'échantillonage quotidiensur la base de 90 jours n'est pas
su�sant lorsque que l'on se rapproche de la date de départ. Ene�et sur la base possédant 4
points par jours, les low cost ont en moyenne 18 plateaux en 28jours indiquant une fréquence
très importante de changements de prix, loin devant les compagnies régulières qui ont environ
8 plateaux. Les plateaux correspondant souvent au nombre declasses par cabines, celles-ci sont
bien plus importantes chez les low-cost.

On remarque une augmentation similaire pour les agences de voyages, mais celle-ci s'explique
par la taxe supplémentaire que certaines agences appliquent en fonction de l'heure d'achat du
billet. Ces multiples changements durant la journée augmentent alors �ctivement le nombre de
plateaux. Nous sommes cependant tentés de penser que le nombre de plateaux devrait être très
proche de celui de la compagnie régulière et que des ententesexistent a�n d'accorder les prix
entre les deux parties.
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Figure 2.6 � Base des vols à 90 jours
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Figure 2.7 � Base des vols à 28 jours
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Figure 2.8 � Nombre moyen de plateaux parprovider . En bleu les agences de voyages, en rouge
les compagnies régulières et en brun les low cost

La Figure 2.8 nous indique le nombre moyen de plateaux par provider regroupés en ca-
tégories : les agences de voyages, revendeurs de billets achetés aux compagnies régulière ; les
compagnies régulières appliquant généralement des prix plus élevés avec un service supplémen-
taire et yield management plus constant ; et en�n les Low Costcompagnies basant leur revenu
sur la vente à bas prix de billet sans options3 et optimisant le prix de chacun des sièges de leurs
avions. Ces graphiques nous donnent une indication sur la technique utilisée pour l'optimisation
des revenus ainsi que sur l'agressivité quant aux modi�cations des prix. Même si cette Figure
ne nous indique pas la fréquence ni le nombre de changements de prix, on peut remarquer que
GoVoyagespossède un très grand nombre de plateaux toujours dû à leur taxe quotidienne et
qu'ensuite vient Ryanair, compagnie Low Cost célèbre pour ses techniques de yield management
poussées et d'ajouts multiple de taxes.

Le fort taux de plateaux d'Aer Lingus qui est pourtant la compagnie nationale Irlandaise
s'explique par l'o�re hybride qu'elle propose : a�n de répondre à la menace des o�res low cost,
certaines compagnies régulières propose un modèle de ventehybride où coexistent un produit à
l'image des low cost avec tous les services additionnels en option et un produit �premium� où
tous les services sont inclus [39].

InversementVoyagesSNCF, comme le souligne la Figure d'exemple2.4, semble ne pas ajouter
de frais ni de yield management supplémentaires, o�rant ainsi des courbes de prix semblable à
celles des compagnie régulières. Il s'agit alors d'une commission de distributeur �xée.

3Billets non transférable, non échangeable, non remboursable; Limitation du nombre et du poids des bagages
en cabine ; Limitation en nombre et en poids, voire facturation , des bagages en soute ; Repas ou prestations payants
etc.
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2.3.3 Interpolation des trajectoires

Il est pratique de considérer l'évolution des prix jusqu'à la date de départ de l'élémenti
comme une fonction constante par morceauxpi (t) du temps continu t 2 [T (i )

0  Tinit ; T (i )
0 ], où

i 2 I désigne l'identi�ant id_�ight de la série,T (i )
0 est l'instant du départ (en jours) de l'élément

i et Tinit est le nombre de jours séparant la date de départ et le premierpoint collecté. On
introduit alors les instants de sauts T (i )

k numérotés dans l'ordre croissant de telle sorte queT (i )
0

est la date de départ (les indicesk sont donc négatifs). Pour chaquei , Pi représente le prix
d'achat du voyage à l'instant t. Plus précisément, ces données seront représentées sous laforme
d'une matrice Pi , ni � 2, tel que Pi (1; k) représente le temps (négatif) séparant la date du départ
de la date d'achat du kième prix observé (en seconde) etPi (2; k) le prix correspondant.

On suppose par convention que le prix est continu à droite, d'où la courbe de prix interpolée
dé�nie pour tout t < T (i )

0 par :

pi (t) =
X

k� 0

pi (T
(i )
k 1)  

[T ( i )
k  1 ;T ( i )

k )
(t) :

avec pour tout k � 0, T (i )
k 1 = T (i )

k  �  k+1 . On note pi (t ) la limite de pi (s) quand s " t.
Sur l'exemple de la Figure2.9 (Paris-Bangkok, départ le 11/01/2013 pour 14 jours avecQatar
Airways), on observe deux zones (en rouge) où aucune donnée n'a été trouvée. Etant donnée la
nature de nos courbes, nous décidons donc de considérer que le prix à été constant durant ce
laps de temps. Cette interpolation des trajectoires est applicable uniquement pour un nombre de
points manquants faible et espacé pour minimiser les erreurs d'approximation. C'est pourquoi
le bon échantillonage de nos vols est un point crucial dans l'identi�cation des comportements
des trajectoires.
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Figure 2.9 � Time Series : Paris-Bangkok départ le 11/01/2013 pour 14jours par Qatar
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2.4 Représentation par des processus ponctuels

Une fois les séries temporelles constituées, nous voulons être capable de les comparer a�n
d'en extraire des comportements type. L'échelle des prix n'étant pas la même pour toutes les
routes, nous allons transformer les séries de prix en sériesde variations relatives.

On dé�nit alors la suite des rendements :

s(i )
k = f Pi (T

(i )
k )  Pi (T

(i )
k  )g=Pi (T

(i )
k  ); k � 1 :

où pi (t ) désigne le prix juste avant l'instant t. Il est clair que la courbe des prix peut être
entièrement reconstruite à partir du prix initial et de la su ite des points (T (i )

k ; s(i )
k ) (seul l'échan-

tillonage sera perdu). Le calcul àt1 d'un prix à t2 se formule ainsi :

Pi (2; t2) = Pi (2; t1)
Y

k2 [t1 ;t 2 ]

(1 + s(i )
k )

Sur la Figure 2.10, nous observons la transformation de la série temporelle dela Figure 2.9 :
un point sous l'axe des abscisses correspond à une baisse de prix alors qu'un point au-dessus,
représente une hausse.
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Figure 2.10 � Série de rendements : Paris-Bangkok départ le 11/01/2013 pour 14 jours par
Qatar

Cette suite nous permet dans un premier temps de nous a�ranchir des valeurs absolues des
prix : en ne nous intéressant qu'aux sauts relatifs des prix,nous pourrons donc comparer des
voyages ayant des ordres de prix complètement di�érents en vue d'une agrégation des séries de
comportements similaires.
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Lors de cette étape il sera possible de �corriger� les �uctuations de prix anormaux : celles de
faibles amplitudes et fréquentes et celles ponctuelles de forte intensité. Les premières sont des
micro-variations dues à des commissions supplémentaires qui peuvent varier plusieurs fois par
jour et que l'on rencontre souvent chez les agences de voyages qui appliquent un second yield
management a�n d'optimiser leurs marges : surGoVoyagespar exemple, pour inciter les inter-
nautes à venir à des heures �creuses�, la taxe évolue comme expliqué dans le chapitre précédent
(Tableau 1.1). Nous rappelons que les-dites agences peuvent négocier des tarifs avec les compa-
gnies aériennes et proposent des places qui peuvent se révéler être beaucoup moins chères que
celles vendues par la compagnie aérienne elle-même. En revanche, ces places subissent de nom-
breuses variations quotidiennes de très faible valeur (souvent inférieur à 1%) et peuvent bruiter
inutilement les courbes de prix. La Figure2.11est un parfait exemple du bruit engendré par ces
micro-variations : la courbe noire représente la série de prix d'un vol Amsterdam-Barcelone opéré
par Ibéria mais vendu par GoVoyages. Les variations sont quotidiennes et de faible amplitude,
et la courbe rouge représente le comportement globale de la trajectoire. Le bruit créé lors de la
construction de la série de rendement réduirait la capacitéde nos algorithmes à comparer les
séries. Par ailleurs, nous souhaitons donner à l'utilisateur un conseil pertinent où la prédiction à
la baisse représenterait une baisse signi�cative du prix. Hors, en conservant ces faibles variations,
nous risquons de détériorer l'expérience utilisateur. En conséquence, nous appliquons un �ltre
sur les sauts qui enlève toutes les variations inférieures à1% transformant la courbe exemple de
la Figure 2.10 en celle rouge de la Figure2.13.
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Figure 2.11 � Exemple de prix �uctuant de manière arti�cielle : GoVoyages. Amsterdam-
Barcelone opéré parIbéria 05/06/2011 pour 3 jours.

Les secondes �uctuations pouvant altérer les trajectoiressont les sauts de prix importants,
ponctuels, suivis d'un retour au prix précédent dans l'intervalle qui suit. Ces �variations� sont
souvent dues à une information érronée ou �obsolète� du prixque nous fourni le site marchand.
Sur la Figure 2.12, nous observons clairement ce phénomène sur un vol Paris-Bangkok vendu et
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opéré parQatar. Là encore, nous avons tracé en rouge ce qu'aurait dû être la courbe, même si
il est impossible de véri�er que la première baisse de prix à 900¿ qui a duré moins de 6 heures
n'a pas vraiment existé. Il est beaucoup plus di�cile de repérer à la volée ces erreurs.
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Figure 2.12 � Exemple de changements de prix perturbés par des misesà jour di�érées du site
marchand : Qatar. Paris-Bangkok départ le 29/04/2011 pour 7 jours
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Figure 2.13 � Série de rendements après �ltre : Paris-Bangkok départle 11/01/2013 pour 14
jours par Qatar
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2.5 Modélisation par de processus ponctuels poissonniens

Après s'être abstrait des ordres de prix, il nous faut maintenant approximer le moment des
sauts de prix a�n de rapprocher des vols au comportement similaire mais décalés dans le temps.
L'exemple le plus classique est l'agence de voyage qui vend un billet d'une compagnie régulière
et qui va suivre les variations de cette dernière avec un certain décalage. Nous nous intéressons
aux comportements de courbes, c'est pourquoi l'ordre de prix et le moment des sauts peut être
approximé. Nous décidons donc d'approximer les temps des sauts ainsi que leur rendement pour
créer une �empreinte� du comportement des séries temporelles.

2.5.1 Estimation de l'intensité - visualisation par niveau x de gris

Nous modélisons donc la précédente représentation par un processus ponctuel marqué inho-
mogène (processus de poisson dont les évènements sont pondérés [14]), dont l'intensité X i (s; t)
peut être estimée sous la forme d'une image pixélisée qui prend les valeurs

bX i (s; t) =
1

bt br

X

k� 1

1R (T (i )
k ; sk ); (s; t) 2 R ; (2.1)

pour un pixel rectangulaire R de taille bt � br . Le plan temps /rendement est partitionné par
une grille régulière de tels pixels dont les intensités sontégales au nombre de sauts par unité de
surface dans le plan temps /rendements. Sur la Figure2.14, on observe la transformation de la
série de rendements exemple en un niveau de gris. Plus le nombre de sauts est important dans
l'aire de la case, plus celle-ci est foncée.

Un estimateur de l'intensité des sauts et de la densité des rendements s'écrit, pour une bande
passanteb = ( bt ; br ) 2 (0; 1 ) et un noyau K : [0; 1] 7! R+ tel que

R
K = 1,

X i (s; t) =
1

bt br

X

k� 1

K (f s  si ( k)g=br )K (f T (i )
k  tg=bt ); s 2 [0; 1]; t � T (i )

0 :

Remarquons que la limite d'appartenance à un pixel de trouveau coin inférieur gauche de telle
sorte qu'un rendement exactement égal à un multiple debr sera considéré comme appartenant
à la cellule supérieure. De la même manière, un rendement apparaissant à un instant t multiple
de bt sera inclu dans la cellule la plus à droite ( 3ème point de la Figure 2.14). On évite les e�ets
de bords ent � T (i )

0 et s � 0 (K a support sur [0; 1]).
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Figure 2.14 � Niveau de gris après �ltre : Paris-Bangkok départ le 11/01/2013 pour 14 jours
par Qatar

Le lissage des faibles variations pendant l'étape de transformation des séries temporelles en
séries de rendements limite l'intensité des cases autour de0 évitant ainsi une confusion entre
un saut faible et un bruit négligeable. Comme expliqué plus haut, du point de vue du service
�nal, il est important de distinguer une baisse signi�cativ e de prix d'une faible variation a�n de
proposer une aide à la décision pertinente.

De la même manière, il arrive que le prix d'un vol double soudainement causant la présence
d'un �pixel� coloré à une ligne élevée. Cette situation peut intervenir lorsqu'un billet en classe
économique n'est plus disponible et que le même billet en business est proposé. Le niveau de
gris étant un quadrillage de l'espace temps-rendement, cela engendre l'apparition de nombreuses
cases vides et propage le redimensionnement à toutes les images pixélisées. En e�et, notre utili-
sation des niveaux de gris nécessite des matrices de dimensions égales impliquant un remplissage
par des cases vides des vols à faibles rendements.

Les matrices utilisées pour le clustering deviennent alorsbeaucoup trop grandes et inutile-
ment éparses. Ces évènements étant rares, nous pouvons facilement conserver les sauts de faibles
rendements dans un même ordre de grandeur et réduire les sauts à fort rendement en appliquant
le logarithme népèrien. On redé�nit alors la suite des rendements ainsi :

s(i )
k = ln(Pi (T

(i )
k ))  ln (Pi (T

(i )
k  )) ; k � 1 :

transformant alors le calcul à t1 d'un prix à t2 jours en :

Pi (2; t2) = Pi (2; t1)
Y

k2 [t1 ;t 2 ]

es( i )
k
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2.5.2 Choix de la bande passante

br et bt sont des critères primordiaux qui vont permettre de généraliser les comportements
des séries sans les uniformiser.

br représente l'intervalle d'intensité dans lequel seront regroupé les sauts d'intensité similaire.
br = 0 :1 signi�e qu'on regroupe tous les sauts relatifs par intervalle de 10%.

bt , quant à lui, représente le découpage temporel des niveaux de gris. Choisir bt = 72heures
va créer des fenêtres de 3 jours dans lesquelles tous les sauts seront regroupés.

La Figure 2.15 donne un exemple de subdivisions plus ou moins �nes debr et donc des
intervalles de prix. Le graphique 2.15(a) est une division binaire de l'axe des rendements où
seul le sens de variation est pris en compte (br = 1). Ce découpage, lorsqu'il s'agira de prédire
uniquement une hausse ou une baisse aura son importance car en simpli�ant les niveaux de gris,
on simpli�e le regroupement en comportements similaires. En revanche, cette représentation
binaire est très sensible aux bruits de faibles variations,c'est pourquoi là encore l'étape de �ltre
est importante. Puis sur 2.15(b) ( br = 0 :1) et 2.15(c) (br = 0 :05) les intervalles sont a�nés
réduisant progressivement les approximations des niveauxde gris.

 5 0
 1

0

1

(a)Niveau de gris binaire

0

1

2

3

 5 0
 2

0

2

(b)Niveau de gris à 20 subdivisions

0

1

2

3

 8  6  4  2 0

 4

 2

0

2

4

(c)Niveau de gris à 40 subdivisions

0

1

2

3

Figure 2.15 � Évolutions des niveaux de gris avec l'agrandissementdes subdivisions verticales

Cette nouvelle représentation est surjective ce qui implique une perte d'information. Il est
toutefois important de pouvoir reconstituer une série de prix à partir d'un niveau de gris. Nous
allons donc voir comment simuler une série de rendements grâce à un niveau de gris.
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2.6 Simulation

Une trajectoire peut être reconstruite à partir d'une valeur initiale du prix pt à un instant
donné t (avant T0) et de la connaissance des points (Tk ; sk ) tels que t � Tk < 0.

On part de X que l'on connaît sur un domaineD donné et on veut donc simuler le processus
de Poisson ponctuel (PPP)N =

P
k � (Tk ;Sk ) sur D . Dans le cadre de notre application on peut

supposer que Z

D
X (s; t) ds dt < 1 :

La méthode générale consiste à simulerM � Poi(
R

D X (s; t) ds dt) puis (Yk )k� 1 i.i.d. de
densité X (s;t )R

D
X (s;t ) ds dt

sur (s; t) 2 D , et indépendants deM . Alors, le processus

N =
X

k

� Yk

est un PPP d'intensité X sur D , cf. [43]. La di�culté repose donc dans la simulation d'une suite
de v.a. i.i.d. de densité donnée. Pour unX �général�, la méthode du rejet permet d'e�ectuer
cette simulation.

Dans le cas simple oùX est constant par morceaux sur des pixels deD, la méthode suivante
donnera une simulation à moindre coût. Prenons

D =
[

i

D i ;

avec desD i disjoints 2 à 2 et X (s; t) constant pour (s; t) 2 D i . On note X k la valeur associée
au pixel D i . Il su�t alors de simuler la restriction N (i ) de N à D i pour chaquei . Chaque N (i )

est en e�et un PPP homogène sur le domainesD i . On peut donc le simuler comme suit, et de
façon indépendante pour chaquei ,

N (i ) =
M ( i )
X

k=1

�
(T ( i )

k ;s( i )
k )

avecN (i ) � Poi(X i ) et (T (k)
i ; S(k)

i ) i i.i.d. de loi uniforme sur D i et indépendants deN (i )
0 .

Sur la Figure 2.16, nous observons un exemple de transformation d'une série temporelle en
une série de rendements puis en une image pixelisée. A partirde cette dernière image, nous
avons simulé une courbe de rendement, puis appliqué la formule de reconstitution d'une série
temporelle pour a�cher en rouge la série ainsi simulée.

Nous sommes donc en mesure de créer, à partir d'un niveau de gris, des courbes au compor-
tement statistique similaire à la série temporelle initiale. Nous verrons plus tard qu'il est possible
de moyenner les comportements d'un ensemble de simulationsa�n d'extraire d'un niveau de gris
probabilité d'évolution.
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Figure 2.16 � Transformations de la série initiale et simulation par le niveau de gris. Paris-
Bangkok départ le 16/01/2013 pour 14 jour
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2.7 Conclusion et perspectives

Dans ce chapitre, nous avons dans un premier temps décrit la nature de nos séries tempo-
relles. Constantes par morceaux avec un nombre �ni de plateaux, elles ne nécessitent pas d'avoir
un nombre de points de collecte trop importants pour être bien échantillonnées. Nous avons
observé l'évolution du temps moyen d'attente entre deux sauts en fonction du nombre de jour
avant la date de départ et nous en avons conclu que dans l'intervalle [ 28; 0], la construction
d'une série temporelle �dèle à la réalité nécessite la collecte d'un point toutes les 6 heures et
que dans l'intervalle ]  90;  28], un point de collecte tous les jours permettait la détection de
la majorité des variations de prix.

Il est à noter qu'une piste d'amélioration consisterait à prendre en compte les vols complets
dans la mesure où ceux-ci peuvent engendrer un lourd préjudice à l'utilisateur s'il ne sont pas
détectés.

Nous avons ensuite présenté une nouvelle manière de représenter des séries temporelles de prix
en vue d'une agrégation des comportements. Nous avons transformé nos séries de prix en séries de
rendements a�n de nous extraire des ordres de prix des vols. Les agences de voyages appliquant
des changements de prix très fréquents pour une moyenne de prix stable, nous avons décidé
de ne pas comptabiliser les variations de moins d'1% lors de cette étape. Nous avons ensuite
modélisé ces séries de rendements par des processus ponctuels marqués inhomogènes : nous
visualisons cette représentation à l'aide de niveaux de gris dont les pixels représentent l'intensité
des sauts dans le découpage de l'espace temps-rendement. Pour éviter de créer des images de
trop grande dimension, du fait des quelques séries à forts rendements, nous avons transformé
logarithmiquement l'axe des rendements. Le paramétrage des images pixélisées, c'est-à-dire la
taille des fenêtres, joue un rôle importante dans la généralisation ou non des comportements.
Nous avons en�n montré que cette dernière représentation n'est pas bijective, mais qu'il est
possible de reconstituer une série de prix similaire en e�ectuant une simulations à partir du
niveau de gris.

Notre approche consiste à prédire le comportement global d'un vol pour en extraire une
prédiction d'évolution de prix à l'instant t. Pour cela, nous devons dans un premier temps
identi�er les di�érents comportements existants dans notre base d'apprentissage grâce à notre
nouvelle représentation des données. Nous allons donc utiliser des algorithmes d'apprentissage
non supervisé a�n de segmenter l'espace des niveaux de gris en groupes homogènes et d'en
extraire des comportements types que nous associerons plustard aux vols de test pour établir
une prédiction d'évolution à l'instant t.
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d'apprentissage
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Introduction

Avec notre nouvelle représentation des trajectoiresX i (s; t), nous nous a�ranchissons des
ordres de prix et nous pouvons donc comparer les comportements de tout type de vols : vols
long-courriers et de vols intérieurs par exemple. Nous allons évaluer la similarité de deux séries
temporelles en calculant, pour commencer, la distance euclidienne case à case des niveaux de gris.
Il est alors possible d'appliquer des algorithmes d'apprentissage non-supervisé sur l'ensemble de
notre base de données de vols, a�n de regrouper les séries temporelles de même comportement
entre elles (clustering). Nous segmentons ainsi nos données d'apprentissage a�n de créer des
ensembles de comportements similaires auxquels nous associons un comportement représentatif.
Ce dernier sera un niveau de gris �moyen�, nommé centroïde etnoté I y , y 2 f 1; :::; Cg, avec
lequel nous serons notamment capable de simuler des courbespy(t) appartenant au groupe y.
Nous verrons plus tard que ces simulations nous serviront dans la prédiction de l'évolution d'un
vol de test après lui avoir attribué son comportement moyen le plus vraisemblable.

Dans ce chapitre, nous allons décrire les di�érents algorithmes que nous avons appliqués a�n
d'extraire des groupes de comportement similaire basés surles images pixélisées des intensi-
tés. Nous avons dans un premier temps utilisé l'algorithme de partitionnement de données K-
Means [28][29] avec comme mesure de distance entre les vols la somme des distances euclidiennes
case à case des images pixélisées. Nous étudions ensuite uneapproche basée sur le mélange de
modèles en appliquant l'algorithme Espérance-Maximisation (EM) [ 38]. Les K-Means tenterons
de minimiser la distance des vols d'un groupe au centre de celui-ci, alors que l'EM maximisera
la vraisemblance d'appartenance au groupe grâce aux paramètres de ce dernier.

Les deux paramètres principaux des deux approches sont le nombre de groupes et le nombre
d'initialisations. Le nombre de groupes est une variable importante dans l'étape de segmentation
mais nous verrons plus tard que son in�uence sur la prédiction �nale n'est pas nécessairement
corrélée. Il existe des métriques tel que la statistique de GAP [48] qui permettent de choisir le
nombre optimal de groupes, et nous comparerons dans le Chapitre 5 le choix théorique de ce
nombre avec le choix empirique. Le second paramètre détermine la manière d'initialiser les deux
algorithmes, c'est-à-dire d'amorcer la phase d'optimisation récursive. Pour éviter de trouver un
minimum local, il est important de multiplier les départs al éatoires et de choisir à l'issue de
l'optimisation la meilleure segmentation.

Pour réduire l'in�uence de l'initialisation dans la conver gence des K-Means et pour maximi-
ser les chance d'atteindre l'optimum global, nous utilisons un algorithme qui agrège un ensemble
de segmentations appliquées sur des sous-ensembles aléatoires de la base d'apprentissage. Cette
technique appelée �bagging�, appliquée aux K-Means est nommée �Bagged K-Means�.
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3.1 WorkFlow
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Figure 3.1 � Work�ow - Étape de segmentation de la base d'apprentissage

3.2 Notations

i : Numéro du vol de la base d'apprentissagei 2 1; :::; n
p : Nombre d'attributs

Vi : Vecteur de p attributs du vol i parmi l'ensemble des attributs V
N train : Base d'apprentissage des vecteurs d'attributs de taillen � p

n : Nombre de vols
R : Ensemble des cases du plan temps-rendement
br : Dimension verticale des cases (rendement)
bt : Dimension horizontale des cases (temps)

X i (s; t) : Niveaux de gris du plan temps-rendement pour le voli à la case (s; t)
M train : Base d'apprentissage des niveaux de gris de taillen � (s � t)

I 1; :::; I C : Centroïdes des clusters sous la forme d'image pixelisées :I y(s; t); (s; t) 2 R
C : Nombre de clusters

� y = P(Yi = y); y = 1 ; 2; : : : ; C :
 (yjVi ) = P(Yi = yjVi ); y = 1 ; 2; : : : ; C :
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3.3 Les algorithmes

Dans cette section nous allons décrire les trois algorithmes utilisés pour partitionner nos
données en détaillant les paramètres et leur importance. Deux de ces algorithmes, les K-Means
et l'algorithme d'Espérance-Maximisation, font partie de la famille des segmentations à optimi-
sation itérative suivant un schéma itératif en deux étapes :création de modèles et ré-attribution
des données (Figure3.2). L'algorithme s'arrête au bout d'un nombre d'itérations p rédé�ni, ou
lorsque la ré-attribution n'évolue plus. Le dernier, les Bagged K-Means, est l'agrégation de plu-
sieurs K-Means appliqués sur des sous-ensembles aléatoires de la base d'apprentissage.

Données
Mise à

jour des
modèles

Ré-
attribution
des données

Données
segmentée

Données étiquettées

Paramètres des modèles

Figure 3.2 � Procédure d'optimisation itérative [ 27]

L'algorithme des K-Means représente chaque classe par un centroïde calculé en moyennant
l'ensemble des niveaux de gris du groupe. Ces centroïdes sont notés I y pour y 2 [1; :::; C] avecC le
nombre de groupes �xé à l'avance. L'étape de ré-attributionconsiste alors à choisir le centroïde le
plus proche grâce à une mesure de distance elle aussi �xée à l'avance. L'algorithme d'Espérance-
Maximisation va, quant à lui, modéliser chaque classe par une distribution de probabilités créée
lors de l'étape de création des classes. La ré-attribution se fait en maximisant la vraisemblance
des vols au centroïde.

Nous rappelons que nous possédons un corpus de niveaux de gris X i (s; t), i 2 [1; n] notés
M train , inclus dans l'ensemble des cases du plan temps-rendementR. Les cases des centroïdes
I y seront noté I y(s; t); (s; t) 2 R .

3.3.1 K-Means

Nous voulons donc créer des groupes ayant des comportementssimilaires en appliquant
l'algorithme de segmentation K-Means [28] en se basant sur les images pixélisées d'intensitébX i

pour i parcourant la base d'apprentissage.
Les K-Means nécessitent une initialisation permettant d'enclencher la phase d'optimisation

itérative. C'est une étape importante de l'algorithme qui peut être communément e�ectuée de
deux manières di�érentes : par la méthode de Forgy et par les partitions aléatoires. La première
méthode consiste à choisir aléatoirementC points de la base d'apprentissage comme étant les
centroïdes puis d'attribuer aux autres vols le groupe correspondant au centroïde le plus proche.
L'approche des partitions aléatoires consiste à attribuerà chaque vol un cluster aléatoirement.
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Empiriquement, Hamerly et al. [22] ont montré qu'il est préférable d'utiliser la méthode
des partitions aléatoires pour les algorithmes de la famille des �k-harmonic means� et �fuzzy
K-Means�. Pour les algorithmes d'Espérance-Maximisationet les K-Means standards l'approche
de Forgy est conseillée.

Les centroïdes sont ensuite construits en moyennant les vols de chaque groupe et l'algorithme
suit alors le processus d'optimisation itératif en ré-attribuant son groupe le plus proche à tous
les vols puis en calculant à nouveau les centroïdes.

On obtient ainsi C classes d'indicesI 1; : : : ; I C permettant de regrouper chaque voli de la
base d'apprentissage par comportements similaires d'évolution du prix. Ce nombre C de groupes
est �xé arbitrairement et n'évolue pas avec les itérations.Il doit être choisi selon certains critères
de performance tels que la densité des groupes ou le taux de bonne prédictions �nal. Cette étape
est donc primordiale dans la construction de notre modèle, un mauvais choix de C pouvant
dégrader rapidement l'étape de clustering et donc la prédiction. Il est possible de trouver le
nombre optimal de classes en utilisant des critères tels quela statistique de GAP [48] ou l'indice
de Calinski-Harabasz [11] que nous décrirons plus tard.

Nous allons maintenant revenir en détail sur le fonctionnement des K-Means appliqué à nos
données.

Données d'entrée

L'ensemble de nos niveaux de grisbX i est l'unique point d'entrée de l'algorithme. A�n de
minimiser leur taille, nous utilisons les images pixélisées issues de la transformation par le loga-
rithme népérien des séries de rendement. Ces niveaux de grisdoivent être de dimensions égales
pour pouvoir les comparer. La taille verticale desX i (s; t) est calculée en utilisant le rendement
maximum à la hausse et à la baisse trouvé dans la base d'apprentissage. Les niveaux de gris de
plus petites tailles sont alors mis à la même dimension par l'ajout de cases vides. Les paramètres
de l'algorithme sont le nombre de groupes vouluC, le nombre d'initialisations aléatoires nstart
et le nombre d'itérations maximum iter:max . Ce dernier paramètre est un critère d'arrêt en cas
de non convergence : l'algorithme des K-Means continuant son optimisation tant que les groupes
évoluent, il est nécessaire de pouvoir arrêter l'itérationen cas de boucle in�nie.

Description détaillée de l'algorithme

Comme décrit précédemment, la première étape consiste à créer un point de départ aléatoire
au processus itératif d'optimisation. Nous utilisons l'approche de Forgy qui consiste à choisir
aléatoirement C centroïdes parmi les données d'entrée. La segmentation parla méthode des
K-Means est une méthode itérative qui, quel que soit son point de départ converge vers une
solution. La solution obtenue n'est pas nécessairement la même selon l'initialisation. Pour cette
raison, il est important de répéter plusieurs fois (nstart ) les calculs pour ne retenir que la solu-
tion optimale pour le critère choisi.

L'étape d'optimisation itérative commence alors par l'att ribution d'un groupe aux autres vols
de la base de données. Le centroïde le plus vraisemblable estcalculé en minimisant la distance
euclidienne, le but des K-Means étant de minimiser la variance à l'intérieur de chaque groupe :
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E (t )
i = arg min

Y

nX

i =1

X

X i 2 Y ( t )
i

jjX i  I y jj2

avecY = f Y1; :::; YC g
La distance obtenue entre les trajectoires repose sur la distance L 2 des densités correspon-

dantes (pour bt et br donnés) :

d(i 1; i 2) =
� Z 1

s=0

Z 0

t= Tmin

h
X i 1 (s; T (i 1 )

0 + t)  X i 2 (s; T (i 2 )
0 + t)

i 2
dsdt

� 1=2

;

où Tmin est la date relative (à T0) du premier prix disponible.
Nous redé�nissons maintenant les centroïdes à partir des vols qui ont été a�ectés aux di�é-

rentes classes.
I (t+1)

y =
1

jY (t )
i j

X

X i 2 Y ( t )
i

X i

On ré-a�ecte ensuite les vols en fonction de leur distance aux nouveaux centres. Et ainsi de suite
jusqu'à ce que la convergence soit atteinte, ou que nous soyons parvenu au nombre d'itérations
maximum iter:max .

Données à la sortie

Nous obtenons à la �n de l'algorithme des K-Means une segmentation de l'espace des niveaux
de gris, c'est-à-dire, le regroupement des vols en groupes de comportements similaires. Nous
attribuons donc à chaque vol de la base d'entraînement le numéro du groupe dont il est le
plus proche E i 2 1; :::; C qu'on appellera �étiquette�. Pour chaque groupe, nous créons une
représentation du comportement �type� en moyennant case par case les niveaux de gris de
l'ensemble des vols du groupe. Ces comportements �type� sont appelés centroïdes et décrivent
le comportement moyen de chacun des groupes créés.

Il nous est alors possible d'évaluer la qualité de la segmentation de nos données grâce à
plusieurs métriques sachant que la qualité d'un algorithmede clustering se dé�nit par une
grande similarité intra-groupe et une faible similarité inter-groupe.

1. La distribution des vols sur l'ensemble des groupes est une première information qui
valide l'homogénéité des groupes. Une répartition déséquilibrée indique un mauvais choix
de nombre de clusters ou une mauvaise représentativité des comportements dans la base
d'apprentissage.

n =
CX

i =1

ni

2. La somme des distances aux centroides pour chaque groupe,wy , quanti�e la dis-
tance globale entre les vols du groupe et le centroïde associé. Cette information, couplée
à la visualisation du centroïde, permet d'identi�er les centroïdes denses où l'ensemble de
vols du groupe sont de même nature, et les centroïdes plus dispersés qui regroupent des

58



vols de natures plus variées. Nous verrons que cette métrique est liée au choix du nombre
de clusters. La réduction du nombre de clusters créera des groupes moins denses et donc
moins représentatifs et la multiplication des clusters aura un e�et de dispersion des com-
portements empêchant la création de �familles� de vols cohérentes. Cette quantité s'écrit
donc :

wy =
X

X i 2 y

kX i  I yk2

W =
CX

i = y

X

X i 2 y

kX i  I yk2

C'est avec cette métrique que l'initialisation la plus performante est sélectionnée.

3. La distance entre les centroïdes nous informe sur la distance entre les di�érents centre
des groupes. Elle est dé�nie par :

by = ny kI y  I k2

B =
CX

y=1

ny kI y  I k2

où I est le comportement moyen de toute la base de données.

L'algorithme 1 décrit formellement chacune de ces étapes.

3.3.2 Bagged K-Means

Les �Bagged K-Means� applique le principe du bagging (bootstrap aggregating) à l'algo-
rithme des K-Means. Le bagging consiste à appliquer un certain nombre de fois le même algo-
rithme sur un sous-ensemble de la base d'apprentissage toujours di�érent ( bootstrap) et d'agréger
ensuite les résultats (aggregating). Pour améliorer les résultats des K-Means nous tentons donc
d'appliquer cette méthode en agrégeant nos segmentations àl'aide d'un algorithme de segmen-
tation hiérarchique ascendante. Ce dernier s'applique nonpas à un jeu de données, mais à une
matrice de distance entre les centroïdes issues de l'étape de bootstraping.

Algorithmique

Nous décrivons l'algorithme des Bagged K-Means proposé par [32] :

1. Construire B sous-ensemble de la base d'apprentissageM train , M 1
train ; :::; M B

train par tirage
aléatoire avec remise (bootstrap)

2. Appliquer un algorithme de segmentation comme les K-Means sur chaque sous-ensemble
pour obtenir B � C groupesc11; c12; :::; c1C ; c21; :::; cBC où C est le nombre de clusters voulu
et cij le j-ème groupe du sous-ensembleM i

train

3. Créer une nouvelle baseYB(C) constituée de l'ensemble des centresYB = YB(C) =
c11; :::; cBC
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Algorithm 1 Partitionnement de l'espace par l'algorithme des K-Means
Pour un nombre d'initialisations voulu nstart faire

Initialisation de Forgy : Sélection aléatoire deC centroïdes parmi lesn niveaux de gris
Tant que l'attribution des vols évolue OU l'itération max non atteinte iter:max faire

Étape d'attribution : On attribue un groupe à chaque vol en fonction de sa proximité
au centroïde du groupe à l'itération t.

Y (t )
i =

�
E (t )

i :



 X i  I (t )

y



 �




 X i  I (t )

y



 8 1 � y � C

	
;

On attribut au vol X i l'étiquette E (t )
i correspondant au groupe le plus probableY (t )

i basé
sur la distance euclidienne.
Etape de mise à jour : Calcule les nouveaux centroïdes

I (t+1)
y =

1

jY (t )
i j

X

X i 2 Y ( t )
i

X i

Fin Tant que
Fin Pour
return E i Étiquette associée à chaque vol, ie. identi�ant du centroïde le plus proche
return ny Nombre de vols par groupe
return wy Somme des distances au centroïde par groupe
return I y Centroides des groupes

4. (Optionnel) Elaguer YB en appliquant l'algorithme de partitionnement à M train avec les
centresYB et en supprimant les centres vides (ou ne dépassant pas un certain seuil � ) :

YB
prune (C; � ) = f c 2 Y B(C)j# f x : c = c(x)g � � g

5. Appliquer l'algorithme de clustering hiérarchique décrit plus bas sur YB (ou YB
prune )

6. Soit c(x) 2 Y B le centre le plus proche dex. Une segmentation de la base originale peut
être obtenue en �coupant� le dendrograme à un certain niveaux. On créé ainsi une partition
YB

1 ; :::; YB
m , 1 � m � B C de YB où chaque point x 2 M train est associé à son cluster le

plus prochec(x).

Segmentation hiérarchique ascendante

La classi�cation ascendante hiérarchique est dite ascendante car elle part d'une situation où
tous les individus représentent une classe (il y a donc autant de classe que d'individus), puis
sont rassemblés en classes de plus en plus grandes. Le quali�catif "hiérarchique" vient du fait
qu'elle produit une hiérarchie H qui véri�e les propriétés suivantes :

1. 
 2 H : au sommet de la hiérarchie, tous les individus sont regroupés au sein d'une même
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classe.

2. 8! 2 
 ; f ! g 2 H : en bas de la hiérarchie, tous les individus se trouvent seuls

3. 8(h; h0) 2 H 2; h \ h0 = ; ou h � h0 ou h0 � h

Nous décrivons dans l'Algorithme 2 les di�érentes étapes de la segmentation des centroïdes
créés lors de l'étape de bootstrapping.

Algorithm 2 Algorithme de segmentation hiérarchique ascendante
Pré-conditions : M train : liste d'individus X i , i 2 1; : : : ; n
Pré-conditions : C : nombre de classes qu'on veut obtenir
Pré-conditions : Cur y avecy 2 [1; :::; nbC] avecnbC le nombre de classes courant.

Pour i 2 [1; :::; n] faire
Cur i = X i devient une nouvelle classe
nbC + +

Fin Pour
Tant que nbC > C faire

Calcul des dissimilarités entre classes dans une matrice triangulaire supérieure
Pour i 2 [1; :::; nbC] faire

Pour j 2 [i + 1 ; :::; nbC] faire
matDissim [i ][j ] = dissim (Cur i ; Cur j );

Fin Pour
Fin Pour
Recherche du minimum des dissimilarités
Soit (i; j ) tel que matDissim [i ][j ] = min (matDissim [k][l ]) avec 1 � k � nbC et k + 1 �
l � nbC ;
Fusion de Cur i et Cur j

Pour tout element dans classes[j ] faire
Cur i :ajouter (element);

Fin Pour
supprimer(Cur j ) ;

Fin Tant que
return classes : liste de classes initialement vide, une classe estvue comme une liste d'indi-
vidus

L'idée principale est de stabiliser la segmentation des K-Means en répétant le partitionnement
et en combinant les résultats. Les K-Means sont instables car chaque application de l'algorithme
donnera un optimal local di�érent pour les mêmes données et les mêmes paramètres. L'étape
d'initialisation a une grande in�uence sur la convergence de l'algorithme surtout si le nombre de
clusters idéal n'est pas connu et une legère modi�cation desdonnées d'apprentissage peut aussi
faire converger les K-Means vers un tout autre optimum.

En répétant l'apprentissage sur des sous-ensembles, nous obtenons di�érentes solutions qui,
une fois agrégées, devraient être indépendantes de la base d'apprentissage initiale et du nombre
d'initialisations.
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3.3.3 EM

L'algorithme d'Espérance-Maximisation (EM) est une classe d'algorithmes qui a pour but de
maximiser la vraisemblance des paramètres de modèles probabilistes comportant des variables
latentes (c'est-à-dire non-observées). Nous appliquons le principe de l'EM à l'estimation des
paramètres d'un mélange de densités par classi�cation automatique. Dans ce problème, nous
considérons que nos volsi 2 f 1; :::; ng, caractérisés par leur niveau de grisX i (s; t), sont issus
de C di�érents groupes. On supposera que si un voli appartient au groupe y 2 f 1; :::; Cg,
on écrira Yi = g, alors lesX i (s; t); (s; t) 2 R , sont des réalisations d'un processus ponctuel de
Poisson d'intensité donnée par les centroïdesI y(s; t); (s; t) 2 R . Par ailleurs les proportions des
groupes sont données par un vecteur (� 1; : : : ; � C ) où � y = P(Yi = y) 8y 2 f 1; :::; Cg. On notera
� = ( � 1; :::; � C ) l'élément du simplexe SC = f (� 1; :::; � C ) 2 [0; 1]C ;

P C
y=1 � y = 1g. Le problème

est posé de façon à maximiser la vraisemblance du modèle qui supposera bien que les données
sont des observations d'un mélange de densités. Les paramètres du modèle sont regroupés sous
la notation � = (( � y)y2f 1;:::;C g; (I y(s; t)) (s;t )2R ) 2 [0; 1]C � (R+ )R

Les � k représentent la probabilité d'appartenance à un groupe (� y = P(X 2 Cy)) et I y

représente le paramètre de la loi des observations, sachantqu'elles appartiennent au groupe
d'étiquette y.

Données d'entrée

Les données d'entrée sont les mêmes que pour les K-Means c'est-à-dire l'ensemble de nos
niveaux de grisX i (s; t); i 2 f 1; :::; ng; (s; t) 2 R .

Description détaillée de l'algorithme

Initialisation Comme pour les K-Means, l'initialisation est une phase importante de l'algo-
rithme. Il s'agit içi d'attribuer un valeur initiale aux I k (s; t) et aux � k . Nous avons tenté deux
approches : la première consiste à attribuer des valeurs aléatoirement à chacun des paramètres
et la deuxième initialise les valeurs en appliquant l'algorithme des K-Means. La création aléa-
toire des I k (s; t) se fait par l'attribution aléatoire d'un numéro de groupe à chaqueX i , puis en
moyennant l'ensemble des vols de chaque groupe exactement comme pour K-Means. En ce qui
concerne les� k , dans les deux méthodes d'initialisation, nous procédons de la manière suivante :

� y =
card(X i 2 y)

n

Nous verrons dans le Chapitre5 que l'initialisation aléatoire donne une meilleure vraisemblance
qu'un départ par les K-Means, mais que les résultats de prédiction n'en sont pas nécessairement
améliorés en pratique. Nous privilégierons donc une initialisation par les K-Means pour des
raisons pratiques.
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Fonction de vraisemblance La loi du tableau X i = ( X i (s; t)) (s;t )2R sachant que l'étiquette
de son groupe associéYi = y est :

PI y (X i (s; t) = x(s; t); (s; t) 2 Rj Yi = y) =
Y

(s;t )2R

(I y(s; t)) x(s;t )e I y (s;t )

x(s; t)!
;

où x(s; t) 2 N, y 2 f 1; :::; Cg et I y(s; t) 2 ((R)R )C .
Ici C représente toujours le nombre de groupes et pour une étiquette y 2 f 1; :::; Cg et une

case (s; t) 2 R données,I y(s; t) représente la valeur du centroïde du groupey à la case (s; t).
Cette loi provient du modèle poissonnien :I y est une version pixélisée de l'intensité du

processus de Poisson pour les vols du groupey et par suite les X i (s; t) sont les variables de
Poisson indépendantes d'intensitéI y(s; t).

On calcule alors la vraisemblance du couple (X i ; Yi ), pour le paramètres � = ( �; I ) 2 SC �
(RR

+ )C . On obtient :

P� (X i = x; Yi = y) = PI y (X i = x; Yi = y)P� (Yi = y) = � y
Y

(s;t )2R

I x(s;t )
y (s; t)e I y (s;t )

x(s; t)
=: p� (x; y);

où x 2 NR et y 2 1; :::; p.

Étape Espérance L'étape �E� consiste à calculer l'espérance de la densité jointe au paramètre
� 0 pour la loi conditionnelle des variables latentesYi sachant les variables observéesX i sous le
paramètre � :

Q(� 0; (x i ) i 2f 1;:::;n gj� ) =
nX

i =1

CX

yi =1

[logp� 0(x i ; yi )] p� (yi jx i ) :

On a alors pour � 0 = ( � 0; I 0
y) :

logp� 0(x; y) =
nX

i =1

log(� 0
yi

) +
nX

i =1

X

(s;t )2R

[x(s; t) log (I 0
y(s; t))  I 0

y(s; t)]

La probabilité conditionnelle s'écrit :

p� (yjx) = P� (Yi = yjX i = x) =
P� (X i = x; Yi = y)

P C
k=1 P� (X i = x; Yi = k)

=
p� (x; y)

P C
k=1 p� (x; k )

(3.1)

On a donc en notant X = ( X i ) i =1 ;:::;n :

Qn (� 0j� ) := Q(� 0; X j� ) =
nX

l=1

pX

y=1

log (� 0
y)p� (yjX l )

+
nX

l=1

X

(s;t )2R

[X l (s; t)
CX

y=1

log I 0
y(s; t)p� (yjX l )  

CX

y=1

I 0
y(s; t)p� (yjX p)]
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Pour simpli�cation posons 8y 2 1:::p :

An (�; y ) =
1
n

nX

i =1

p� (yjX l ) (3.2)

Bn (�; y; s; t ) =
1
n

nX

i =1

X l (s; t)p� (yjX l ) (3.3)

Notons queBn dépend des et de t, et donc possède une valeur pour chaque case alors que
An est uniquement indexé pary 2 f 1; :::; Cg.

On obtient alors :

Qn (� 0j� ) =
CX

y=1

log(� 0
y)An (�; y ) +

X

(s;t )2C

CX

y=1

log(I 0
y(s; t))Bn (�; y )

 
X

(s;t )2R

CX

y=1

I 0
y(s; t)An (�; y )

Étape Maximisation L'étape �M� consiste à maximiser Qn (� 0j� ) en � 0 pour un � donné.
L'optimisation des � k et desI k peut se faire séparément.

Pour �; A n ; Bn �xés, on obtient facilement :

� 0
y =

An (�; y )
P C

k=1 An (�; k )
; 8y 2 1:::C

et

I 0
y(s; t) =

Bn (�; y; s; t )
An (�; y )

; 8y 2 1:::C; 8(s; t) 2 R

Données à la sortie

L'EM est un algorithme de calcul numérique des paramètres (�; I ) = � qui maximisent
au moins localement la vraisemblance. A l'arrêt de l'algorithme, on dispose d'un estimateur
�̂ = ( �̂; Î ). On peut d'autre part facilement obtenir un calcul de la densité jointe p� (x; y) duquel
on déduit

1. la log-vraisemblanceL n (� ) = log
P C

y=1 p� (X; y )

2. la log-vraisemblance au clusterL n (�; y ) = log( p� (X jy)) = log( p� (X; y )) + Cte, où la
constante additive ne dépend pas dey.

Contrairement aux K-Means, l'EM ne retourne pas une étiquette estiméeŶi pour chacun des
vols d'apprentissage. Nous calculons ce groupe grâce à la fonction de vraisemblancep� (x; y) et
aux paramètres précédemment optimisés. Elle est appliquéeaux X i (s; t)( � y et I y(s; t)) a�n de
déterminer pour chaque vol i l'étiquette Ŷi . Les mêmes métriques peuvent être utilisées pour
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évaluer la segmentation des données et choisir les bons paramètres, mais la pertinence deswy

n'est pas la même que pour les K-Means : l'EM ne tente pas de minimiser la distance aux
centroïdes, mais de maximiser la vraisemblance d'appartenance aux clusters. Il sera alors utile
d'observer la vraisemblance �nale selon les paramètres.

3.4 Choix des paramètres

Dans cette section nous allons expliquer les di�érents paramètres qui peuvent in�uencer les
résultats de la segmentation et par conséquence la prédiction de l'évolution de vols de test. Nous
verrons seulement dans le Chapitre5 les graphiques correspondants aux modi�cations de ces
paramètres.

3.4.1 Initialisation

Tout d'abord, il est important de souligner que �la meilleur e initialisation� est une notion
mal dé�nie, car il n'y a pas de délimitation formelle entre la recherche initiale et la recherche. Par
exemple, lorsque l'on considère l'algorithme EM, le point de départ idéal se situerait relativement
proche de l'optimum global. Cependant pour trouver un tel point, il faudrait trouver l'optimum
global avec une certaine exactitude, ce qui se révèle être unproblème en soi peut être plus
di�cile même que la résolution de l'EM [ 34].

1. Le nombre de départs comme décrit plus haut multiplie les initialisations aléatoires
des paramètres internes aux algorithmes de clustering a�n d'éviter à ceux-ci de converger
vers un optimum local. Il est nécessaire de choisir un nombrerelativement important car
les algorithmes décrits sont très sensibles à leur initialisation et convergent di�éremment à
chaque itération. En multipliant le nombre de départs, on augmente les chances d'obtenir
l'optimal global.

2. Le type d'initialisation participe aussi à la qualité de la segmentation. Dans [34], plu-
sieurs algorithmes de clustering sont comparés sur un jeu dedonnées de grande dimension,
puis, observant les très bonnes performances de l'EM, di�érents types d'initialisations sont
alors testés sur ce dernier algorithme : (i) une initialisation totalement aléatoire des pa-
ramètres, (ii) des perturbations aléatoires de la loi de probabilité des données et (iii) le
résultat d'une segmentation préalable par un autre algorithme de clustering. L'article sug-
gère d'utiliser la deuxième méthode, tout en a�rmant qu'ell e ne présente pas d'énorme
di�érence avec la dernière. Dans notre cas, nous initialiserons l'EM par une première seg-
mentation des K-Means et nous la comparerons à l'initialisation aléatoire dans le chapitre5.

3.4.2 Nombre de groupes

Le choix du nombre de groupes est le point le plus sensible de nos algorithmes car il n'y a pas
vraiment de moyen de connaître exactement sa valeur optimale. Di�érentes techniques existent
a�n d'estimer ce nombre comme l'évolution de la distance auxcentroïdes ou la visualisation par
une projection sur un plan des nuages de points.
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Milligan and Cooper [36] ont étudié 30 méthodes d'estimation du nombre de groupes optimal
sur des données simulées décrivant des groupes bien distincts. D'après leurs recherches, étudier
l'évolution de l'indice de Calinski and Harabasz [11] est la méthode la plus e�cace. Dans sa
thèse, Yan [53] étudie ces di�érentes méthodes et propose de les comparer àl'utilisation de
l'indice de GAP introduite par Tibshirani et al. [ 48]. Ses résultats tendent à montrer que l'indice
de GAP est un meilleur estimateur du nombre optimal de groupes. Nous allons décrire ici les
di�érentes méthodes que nous avons testées.

1. Evolution de l'indice de RAND

L'indice de Rand (d'après William M. Rand [ 42]) est une métrique couramment utilisée
dans le regroupement des données. C'est une mesure de similarité entre partitions d'un
ensemble. Le principe consiste à véri�er pour chaque paire d'objets, si dans les deux par-
titionnement, ils ont été classé dans le même groupe.

Soit deux partitionnements de l'espace des niveaux de grisP1 et P2. On note

(a) a le nombre de paires présent dans le même groupe dansP1 et dans P2

(b) b le nombre de paires dans le di�érents groupes dansP1 et dans P2

(c) c le nombre de paires présent dans le même groupe dansP1 et dans di�érents groupes
dans P2

(d) d le nombre de paires dans di�érents groupes dansP1 et dans le même groupe dans
P2

L'indice de Rand s'écrit alors :

R =
a + b

a + b+ c + d

En faisant évoluer le nombre de clusters ou le nombre d'initialisations il est possible d'ob-
server l'évolution de l'indice de Rand. En théorie, celui-ci va diminuer linéairement puis
ralentir sa diminution vers un plateau à faible pente. C'est à la jonction entre ces deux
phases, le coude, que le meilleur compromis se trouvera.

2. L'indice de Calinski-Harabasz [11], lorsqu'il est maximisé, permet de déterminer le
nombre de clusters optimal. Celui-ci ce calcule ainsi :

CH (y) =
by=(C  1)
wy=(n  C)

où by et wy sont les métriques décrites dans la section3.3.1. Comme pour l'indice de
RAND, il s'agira de détecter le �coude� dans la courbe d'évolution de l'indice en fonction
du nombre de groupes et d'en déduire le nombre idéal de groupes.

3. La statistique GAP

Tibshirani et al. [ 48] propose de déterminer le nombre de clusters optimal en se basant
sur la statistique GAP. Cette méthode peut s'appliquer à n'importe quel algorithme de
segmentation utilisant n'importe quelle mesure de distance. L'idée est de comparer l'évo-
lution de W (k) (décrit dans 3.3.1) à mesure qu'on augmente le nombre de clustersk par
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rapport à celui attendu sur des données générées sous une distribution de référence dé-
crivant l'hypothèse nulle. La meilleure valeur de k, K̂ est alors le moment où log(W (k) )
s'éloigne le plus de la courbe attendue.

4. Visualisation

Il est possible de visualiser le partitionnement des données en e�ectuant une projection
sur l'axe de deux variables issues de l'analyse en composante principale (ACP) : les deux
nouvelles variables seront une combinaison linéaire desI y(s; t). L'idée fondamentale de
l'ACP est la suivante : considérant le nuage den points en P dimensions (dans cet espace,
1 point = 1 vol et P = i � j ), on cherche à trouver le plan (donc, une représentation
bi-dimensionnelle que l'on va pouvoir voir et comprendre) dans lequel la projection des
points du nuage est la moins déformée possible. Pour cela, oncommence par rechercher
la droite � 1 qui minimise la somme des distances au carré entre chaque point et la droite.
Cette droite a la propriété d'être la direction selon laquelle la variance (l'étalement) des
points est la plus grande. Puis, on cherche une deuxième droite � 2 perpendiculaire à � 1

qui possède la même propriété ; et on continue jusqu'à obtenir P droites qui forment un
repère orthogonal.

Avec cette nouvelle représentation, nous pourrons observer l'évolution des nuages de points
en fonction du nombre de clusters et avoir une idée du nombre de groupes à partir duquel
la séparation n'est plus pertinente. De la même manière que les autres métriques, une
bonne séparation n'implique pas une prédiction �nale de meilleure qualité, mais assure la
présence de comportements discriminants.

3.4.3 Dimensions des niveaux de gris

Dans le Chapitre précédent, nous avons décrit les étapes de transformation des séries de
prix pi (t) en séries de rendementssi (t) puis en images pixéliséesX i (s; t). Cette dernière étape
consiste à quadriller l'espace temps-rendement pour créerun niveaux de gris représentant le
comportement global de la sériepi (t) initiale. Le paramètre bt représente la division temporelle
de l'espace et regroupe les sauts par fenêtre de temps. Le paramètrebr divise l'axe des rendements
pour assimiler les variations de même ordre de prix. Le choixde ces paramètres va in�uencer
directement la segmentation des données : choisir de diviser l'axe des ordonnées de façon binaire
(une ligne pour les hausses et une autre pour les baisses) peut s'avérer pertinent pour une
prédiction binaire mais beaucoup moins e�cace si l'on souhaite avoir plus de précisions sur
l'évolution des prix.

3.5 Conclusion et perspectives

Nous venons de décrire l'étape de partitionnement de l'ensemble de nos vols en groupes de
comportements similaires en se basant sur notre nouvelle représentation des séries temporelles.
Nous avons utilisé deux approches très connues dans le domaine du clustering qui sont les K-
Means et l'algorithme Espérance-Maximisation.

L'algorithme des K-Means représente chaque classe par un centroïde construit en moyennant
tous les vols appartenant à celle-ci. A l'initialisation ces centroïdes sont choisis aléatoirement
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parmi l'ensemble des niveaux de gris de la base d'apprentissage et la ré-attribution des vols
se fait alors en minimisant la distance euclidienne aux centroïdes. On itère ensuite ces deux
étapes jusqu'à ce que les groupes ne bougent plus, ou que le nombre limite d'itérations �xé
à l'avance soit atteint. La mesure de distance entre les images pixélisées est la somme case à
case de la di�érence euclidienne. Il serait intéressant d'utiliser une métrique prenant compte
de la temporalité des niveaux de gris et qui pénaliserait plus une di�érence temporelle qu'une
di�érence de rendement.

Une méthode consiste à appliquer les K-Means sur un grand nombre de sous-ensembles
boostrapés de la base d'apprentissage et d'agréger ensuiteles résultats grâce à un algorithme de
segmentation hiérarchique. Cette approche nommé �Bagged K-Means�, augmente les chances
d'obtenir le maximum global en e�açant l'in�uence de l'init ialisation et stabilise les résultats
face aux changements de paramètres et de base d'apprentissage.

L'algorithme d'Espérance-Maximisation modélise chaque classe par une distribution de pro-
babilité et groupe les niveaux de gris a�n de maximiser la vraisemblance aux centroïdes. L'ini-
tialisation des paramètres peut se faire aléatoirement ou par des K-Means augmentant ainsi les
chances de �nir sur l'optimal global.

Pour les K-Means et l'EM, l'initialisation est une étape très importante qu'il faut répéter
un grand nombre de fois pour ne pas converger dans un minimum local. De même le choix du
nombre de clusters, dé�ni avant le lancement des algorithmes est primordial et peut nécessiter
d'observer des critères tels que la statistique de Gap ou l'indice de Rand a�n de choisir le nombre
optimal.

A mesure que notre base de données augmente, de nouveaux comportements se créent et
nécessitent de mettre à jour notre segmentation des données. A�n d'éviter la réiteration d'un
algorithme couteux en ressources, il serait judicieux de faire appel à des algorithmes d'�online
clustering� [ 3][55] ou [1] , c'est-à-dire de segmentation évoluant au fur et à mesure de l'ajout de
nouveaux vols. Nous assurerions par la même occasion une stabilité dans le regroupement des
comportements et donc une reproductibilité des prédictions.

Après avoir créé des familles de comportement à partir des niveaux de gris de notre base
d'apprentissage, nous voulons maintenant attribuer à chaque billet de la page de résultats sa
famille la plus vraisemblable au vue de ses attributs dans unpremier temps, puis grâce à ses
premières évolutions de prix. Nous serons alors en mesure d'évaluer le comportement futur du
vol grâce aux simulations faites à partir du centroïde associé à la famille.

Pour cela nous allons appliquer un algorithme d'apprentissage supervisé sur nos données
segmentées a�n d'en extraire des règles de classi�cation. Par la suite, si les informations sur les
premières évolutions des vols de test sont fournies, nous pourrons les utiliser pour a�ner notre
classi�cation.
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Introduction

Chaque recherche utilisateur retourne une liste de résultats correspondants aux paramètres
d'entrée : jour de départ, jour de retour, ville de départ et ville d'arrivée. Chaque résultat possède
une liste d'attributs propre à son vol et au site proposant levol : horaires de départ et de retour,
compagnie aérienne, aéroport de départ et d'arrivée, site marchand etc. L'information que nous
souhaitons fournir aux usagers de liligo.com est une prédiction d'évolution de prix par ligne de
résultats, c'est-à-dire pour un trajet vendu par un site marchand. Les seules informations que
nous possédons sur les vols sont celles que nous venons de décrire, c'est pourquoi nous voulons
pouvoir associer à ces vols une prédiction uniquement grâceà leurs attributs.

La base d'apprentissage des niveaux de gris est à présent segmentée en groupes de vols
similaires représentés par un comportement type (moyenne des niveaux de gris du groupe) ou
par un ensemble de paramètres (� k ,I k ) suivant l'algorithme de segmentation utilisé. Nous voulons
maintenant attribuer aux résultats de la recherche le comportement le plus probable parmi ces
groupes en se basant sur la répartition des attributs des vols d'apprentissage.

Nous appliquons donc un algorithme d'apprentissage supervisé sur les données segmentées :
chaque vol possède une série d'attributsVi et une étiquette E i correspondant au groupe dans
lequel il a été placé. Nous allons alors créer des règles de classi�cation uniquement basées sur
l'ensemble des attributsVi (1); : : : ; Vi (p) a�n d'a�ecter aux vols de test leur groupe k 2 f 1; : : : ; Cg
le plus vraisemblable. Pour cela nous avons utilisé plusieurs algorithmes usuels qui sont les
arbres de classi�cation CART [5] et C4.5 [41], Adaboost [19] qui utilise CART comme classi�eur
faible dans son étape de boosting et les Forêts d'arbres décisionnels [9] (Random Forest) qui
utilisent aussi CART comme classi�eur faible dans son étapebagging. Avec CART et C4.5,
nous pourrons observer la segmentation de l'espace des attributs et les règles de prédiction de
comportement. Adaboost va exécuter itérativement CART sur la base d'apprentissage pondérée
di�éremment à chaque itération. La pondération donne plus de poids aux vols mal classés a�n
d'améliorer la prédiction des vols dit �di�ciles� à prédire correctement. Les forêts aléatoires,
dont le principe est de multiplier les arbres de décision CART et d'agréger leurs résultats par
vote, améliorent les résultats tout en fournissant un classement des attributs les plus in�uents
dans la classi�cation. Nous utiliserons ensuite ce classement pour ne conserver que les attributs
les plus pertinents, technique nomméefeature selection. Nous décrivons aussi une extension de
l'algorithme Esperance-Maximisation qui prend en compte les attributs et combine l'étape de
segmentation à l'étape de classi�cation.

Nous attribuons donc à chaque résultat de la recherche utilisateur son identi�ant de cluster
le plus probable auquel est associé un centroïde représentant son comportement global. Dans le
Chapitre 2, nous avons montré qu'il était possible de simuler une courbe de prix à partir d'une
image pixélisé pour reconstituer un série de prix similaireà l'originale. Il est donc possible de
simuler un ensemble de séries appartenant potentiellementà un groupe en utilisant le centroïde
du cluster en question. En moyennant un nombre prédé�ni de courbes simulées, nous sommes
capable d'estimer l'évolution d'un vol assigné à ce groupe.Par exemple, si nous sommes à 20
jours de la date de départ et que le premier résultat de la recherche est associé au groupe nu-
méro 2, nous pouvons simuler des courbes issues du deuxième cluster, se placer à -20 jours pour
chacune d'elles et observer l'évolution de celles-ci. Il est possible d'extraire de ces simulations
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autant d'informations qu'une série de rendements peut fournir : la hausse ou la baisse du prix à
n jours, le rendement de cette variation mais aussi l'existence d'un baisse pendant plus de 24h
dans un intervalle de m jours ou la probabilité d'une forte hausse ou d'une faible baisse. Cette
�exibilité est très importante car elle se répercute directement sur la �exibilité du service �nal.

Dans un second temps, nous explicitons ce que nous avons nommé la prédiction �directe� :
une prédiction basée sur l'apprentissage direct de l'évolution de prix à l'instant t et non plus
d'un comportement global. Cette prédiction peut-être binaire (hausse ou baisse du prix dans
7 jours), par cadran (forte hausse, faible baisse etc.) ou continue (pourcentage d'évolution).
L'étiquette E i que nous tentons d'apprendre n'est donc plus le groupe le plus probable attribué
aux vols mais la prédiction à l'instant t, impliquant la création d'un modèle par nombre de jours
avant la date de départ. Nous nous passons ainsi de la création de comportements types et de
la simulation de courbes. Nous étudierons les avantages et les inconvénients de cette approche.

4.1 WorkFlow
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Figure 4.1 � Work�ow - Étape de classi�cation de la base d'apprentissage et de prédiction de
la base de test
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4.2 Notations

i : Numéro du vol de la base d'apprentissagei 2 1; :::; n
ntest : Nombre de vols de test

p : Nombre d'attributs
Vi : Vecteur de p attributs du vol i parmi l'ensemble des attributs V

N train : Base d'apprentissage des vecteurs d'attributs de taillen � p
N test : Base de test des vecteurs d'attributs de taillentest � p

Posons par commodité la date de départ à l'origine,T (i )
0 = 0. Nous dé�nissons la variable

' (i )
t 2 f 0; 1g correspondant respectivement aux conseils �achat� et �attendre� à l'instant t pour

le vol i . Nous dé�nissons pour le reste du Chapitre,' (i )
t1

= 1 si et seulement si le prix pi ( t2) à 7

jours est inférieur ou égal àpi ( t1). Il est possible de calculer' (i )
t1

de plusieurs autres manières
mais nous avons décidé de nous concentrer sur une prédictionsimple pour ensuite la ra�ner.

Nous rappelons q'une fois la classej obtenue en appliquant le classi�eur aux attributs du
trajet i considéré, le modèle de la classej est utilisé pour calculer la probabilité P(' (i )

t1
= 1)

grâce aux simulations précédemment décrites. Cette valeurest utilisée pour proposer un conseil
d'achat ou d'attente pour un niveau de con�ance donné. Dans le cas de la prédiction directe,
nous verrons qu'elle servira d'étiquette lors de la phase d'apprentissage.

4.3 Apprentissage

Avant de pouvoir prédire l'évolution des prix d'un vol à un in stant t, c'est-à-dire P(' (i )
t = 1),

il nous faut prédire le groupe auquel il appartient. Les seuls informations dont nous disposons
sont la liste de ses attributsVi = Vi (1); : : : ; Vi (p) dans l'espace des attributsV, et éventuellement
les premières évolutions de prix. Nous tentons dans un premier temps d'utiliser uniquement les
attributs du vol pour prédire son comportement le plus vraisemblable. Pour cela nous utilisons
des algorithmes de la famille des arbres de classi�cation, qui vont segmenter l'espace des attributs
de la base d'apprentissage selon l'étiquetteE i correspondant au groupe associé à chaque vol,
a�n de créer des régles de classi�cation :

1. CART (Breiman, 1984 [5]) est un algorithme de classi�cation basé sur les arbres de
décision. Il va découper l'espace des attributs récursivement en maximisant à chaque étape
le gain d'information. A chaque n÷ud, il choisit l'attribut le plus discriminant et sépare
l'ensemble des vols en deux groupes qui, à leur tour, seront divisés en deux sous-ensembles.
L'arbre �nal est un arbre binaire très facilement interprét able puisqu'il su�t de remonter
l'arbre depuis chaque feuille pour obtenir les règles de classi�cation. Nous décrivons par
la même occasion un autre algorithme basé sur les arbres de décision et très largement
utilisé, nommé C4.5 (introduit par Quilan [ 41]) qui est une amélioration de l'algorithme
ID3 [40], et dont les récentes améliorations (il existe maintenantl'algorithme C5.0) le font
se rapprocher de CART [23].
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2. Adaboost (Freund, 1995 [19]) est une méthode de boosting dont le principe est de sélec-
tionner des classi�eurs faibles a�n de minimiser l'erreur en classi�cation selon des exemples
d'apprentissage pondérés itérativement en fonction de leur di�culté à être correctement
classés. Nous utiliseront les arbres CART comme classi�eurs faibles.

3. Les forêts aléatoires (Breiman, 2001 [9]) sont une variante du bagging (également intro-
duit par Breiman [ 6]) dont le principe est de construire un grand nombre d'arbres décorrélés
pour ensuite les moyenner. Dans la plupart des cas d'utilisation, les forêts aléatoires ont
des performances similaires au boosting (Adaboost), tout en étant plus facile à entraîner
et à paramétrer. C'est pourquoi les forêts aléatoires sont populaires, et sont implémentées
dans de nombreux langages. Genuer( [21], 2010), fait une description complète et détaillée
de la théorie et de la pratique des forêts aléatoires, détaillant notamment la possibilité de
sélectionner les variables les plus pertinentes a�n d'améliorer la classi�cation.

4.3.1 Arbres de décision : CART & C4.5

L'algorithme de CART peut être divisé en 4 étapes. La première étape consiste à construire
un arbre de manière récursive en séparant l'ensemble des vols d'un n÷ud en deux sous-ensembles
selon un des attributs : il est important de noter qu'à chaquen÷ud, terminal ou non, est associée
une classe prédite en fonction de la distribution des vols dugroupe correspondant et de la
matrice de coût. Cette construction doit ensuite être stoppée suivant di�érents critères d'arrêt. A
l'issue de la construction, l'arbre est de grande taille et surapprend les données d'apprentissage.
La troisième étape consiste donc à élaguer l'arbre pour le rendre plus simple et donc plus
généralisable. En�n il s'agira de retenir l'arbre élagué qui minimise le taux d'�erreur estimé�
mesuré sur un échantillon test.

1. La construction de l'arbre commence à la racine où tous les vols sont regroupés. L'al-
gorithme va alors trouver le meilleur attribut avec lequel séparer l'ensemble des vols en
deux : il faut alors tester toutes les valeurs possibles de chaque attribut a�n d'optimiser un
critère prédé�ni. Pour éviter un temps de calcul trop import ant il est possible de préciser
le nombre de niveaux à tester pour les attributs qualitatifs.

A chaque itération, nous cherchons à maximiser la pureté moyenne des deux sous-n÷uds.
Pour un n÷ud m représentant une sous-partitionNm de l'ensembles des attributs de la
base d'apprentissageN train et possédantnm vols posons :

p̂mk =
1

nm

X

i 2 Nm

 yi = k ;

la proportion des vols de la classek au n÷ud m. A chaque n÷ud m, nous classons l'ensemble
des vols dans la classek(m) = arg max k p̂mk . Nous dé�nissons alors di�érentes métriques
de l'impureté d'un n÷ud :
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Figure 4.2 � Mesures d'impureté d'un n÷ud pour une classi�cation bi naire en fonction de la
proportion p de la classe 2.

Erreur en classi�cation : 1
nm

P
i 2 Nm

 (yi 6= k(m)) = 1  p̂mk (m) .

Indice de Gini :
P

k6= k0 p̂mk p̂mk 0 =
P C

k=1 p̂mk (1  p̂mk ).

Entropie croisée ou déviance :  
P C

k=1 p̂mk log(p̂mk ).

Dans le cas d'une classi�cation à deux classes, sip est la proportion dans la deuxième
classe, ces trois mesures s'écrivent respectivement 1 (max(p;1 p), 2p(1 p) et  p logp 
(1  p) log(1  p). La Figure 4.2 nous montre graphiquement les di�érences entre ces trois
mesures d'impureté.

Nous n'utiliserons que l'indice de �Gini�, introduit par Bre iman dans son étude de CART,
et qui servira aussi de mesure d'impureté dans l'algorithmedes forêt aléatoires. L'impureté
d'une population pour une classi�cation multiclasse est mesurée par la formule suivante :

I (T) = 1  
cX

j =1

(
nj:

n::
)2

où nji représente l'e�ectif de la classej au n÷ud i ; le point symbolise alors la sommation
selon l'indice correspondant. Cette mesure peut être vue comme l'erreur de classi�cation
attendue si la classe prédite était choisie aléatoirement en suivant la distribution des pro-
babilités de classes, approximée par les e�ectifs du n÷ud T courant.

Breiman suggère que, dès lors que les mesures utilisées possèdent de bonnes propriétés de
spécialisation, c'est-à-dire tendent à mettre en avant lespartitions avec des feuilles pures,

74



elles ne jouent pas un rôle majeur dans la qualité de la prédiction.

Un des inconvénients est que l'algorithme de partitionnement favorise les variables quali-
tatives avec le plus de niveaux : plus ce nombre augmente, plus le nombre de partitions
augmente rapidement ainsi que le choix de segmentation. Il est alors plus probable de
trouver une séparation du n÷ud en utilisant les variables avec le plus de niveaux.

2. L'arrêt de la construction intervient lorsque :

(a) Il n'y a plus qu'une seule observation dans les feuilles
(b) La distribution des attributs dans toutes les feuilles est identique rendant la séparation

impossible
(c) La profondeur limite dé�nie a été atteinte

L'arbre �nal est souvent trop �dèle aux données et n'est donc pas capable de généraliser
correctement sur la base de test. C'est pourquoi il est nécessaire de passer par l'étape
d'élagage.

3. L'élagage consiste à supprimer a posteriori des branches de l'arbre jugées inutiles. Si
aucun élagage n'est réalisé l'arbre sur-apprend inévitablement les données d'apprentissage
et devient par conséquent très mauvais en généralisation. Le principe de la démarche
consiste à construire une suite emboîtée de sous-arbres de l'arbre maximum par élagage
successif puis à choisir, parmi cette suite, l'arbre optimal au sens d'un critère. La solution
ainsi obtenue par un algorithme pas à pas n'est pas nécessairement globalement optimale
mais l'e�cacité et la �abilité sont préférées à l'optimalit é.

Pour un arbre A donné, nous notonsK le nombre de feuilles ou n÷uds terminaux deA ;
la valeur de K exprime la complexité deA. La mesure de qualité de discrimination d'un
arbre A s'exprime par un critère

D(A) =
KX

k=1

Dk (A)

où Dk (A) est le nombre de vols mal classés de lakème feuille de l'arbreA.

La construction de la séquence d'arbres emboîtés repose surune pénalisation de la com-
plexité de l'arbre :

C(A) = D(A) + 
K

Pour 
 = 0, Amax = AK minimise C(A). En faisant croître 
 , l'une des divisions de
AK , celle pour laquelle l'amélioration de D est la plus faible (inférieure à 
 ), apparaît
comme super�ue et les deux feuilles obtenues sont regroupées (élaguées) dans le n÷ud
père qui devient terminal ; AK devient AK  1. Le procédé est itéré pour la construction de
la séquence emboîtée :

Amax = AK � AK  1 � :::A1
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où A1, le n÷ud racine, regroupe l'ensemble de l'échantillon. L'arbre optimal correspond
donc au k qui minimise D(Ak ).

Sur la Figure 4.3, nous observons un exemple d'arbre de décision créé à partirde notre
base de données. Nous remarquons que des variables peuvent être utilisées plusieurs fois
sur di�érents n÷uds, ici initialP rice , et que tous les groupes peuvent ne pas apparaître
dans les n÷uds terminaux (le groupe 4 dans notre cas). Comme expliqué précédemment,
il est facile d'interpréter ces arbres et de créer des règlesde classi�cation en remontant les
feuilles jusqu'à la racine. Les deux règles de la branche de gauche peuvent alors s'écrire :

(a) Si le prix initial est inférieur à 148¿ et que la distance entre les aéroports estinfé-
rieure à 913km alors le vol fait partie du group 1

(b) Si le prix initial est inférieur à 148¿ et que la distance entre les aéroports estsupé-
rieure à 913km alors le vol fait partie du group 2

Initial Price

<148

Distance

<913

1 2

Initial Price

<1660

provider

bcd

Arrival Continent

be

2 Initial Price

>=849.8

3 5

5

5

Figure 4.3 � Test de représentation d'un arbre binaire : Modèle 348 (CART)

Ce ne sont pas réellement les critères d'évaluation des règles de partitionnement qui condi-
tionnent la structure des arbres, mais la topologie de la base d'apprentissage. En e�et CART
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est un algorithme qui sur-apprend les données d'apprentissage, et dépend par conséquent inévi-
tablement de la représentativité de ces données vis à vis du domaine de dé�nition du problème.
L'avantage des arbres de décision est qu'ils sont simples à comprendre et à interpréter, qu'ils
supportent à la fois les données quantitatives et qualitatives et que le temps de calcul sur un
grand volume de données reste faible sans dégrader les performances.
Cependant les arbres peuvent devenir trop complexes, ne généralisant pas correctement les don-
nées et l'utilisation de variables qualitatives favorisant celles avec le plus de niveaux.

L'algorihtme C4.5 et par extension C5.0, qui est une amélioration des performance de l'an-
cien algorithme, reprend les principes de construction d'un arbre de décision de CART. Toutefois
certains points di�èrent :

1. Alors que traditionnellement CART utilise l'indice de GI NI comme critère de sélection de
l'attribut suivant lequel séparer le n÷ud courant, C4.5 uti lise l'entropie croisée.

2. L'arbre généré n'est pas binaire : C4.5 créé plusieurs branches à chaque séparation suivant
le nombre de niveaux pour une variable qualitative. Pour unevariable quantitative, une
branche est créée pour chaque intervalle de la version discrétisée de la variable.

Les algorithmes de CART et C4.5, comme tout autre algorithmeunique, possède des limita-
tion décrites dans [16] et résumées dans [4] qui expliquent les faibles performances de celui-ci :

La limite statistique concerne les situations pour lesquelles l'espace de recherche du
classi�eur est particulièrement grand proportionnellement au nombre de données disponibles en
apprentissage. Il est en revanche possible de réduire l'erreur d'un classi�eur peu performant en
généralisation, en combinant les prédictions de plusieursclassi�eurs du même type, entraînés
sur les mêmes données, et qui se sont montrés performants en apprentissage.

La limite de représentation de la �véritable� fonction de prédiction y = f (x) décrit
l'impossibilité de représenter celle-ci par un classi�eurunique. Nous pouvons étendre l'espace
de recherche en ajoutant des classi�eurs combinant plusieurs classi�eurs individuels. Il est par
exemple possible de résoudre des problèmes de classi�cation multi-classes à l'aide d'algorithmes
d'apprentissage binaires.

La limite computationnelle représente le coût pour un algorithme d'apprentissage d'ef-
fectuer une recherche plus �large� a�n d'éviter les optima locaux. Il est alors également possible
de réduire le risque de choisir un mauvais classi�eur en combinant plusieurs classi�eurs sous-
optimaux (localement optimaux).

En résumé, la combinaison de plusieurs classi�eurs permettrait (i) de �abiliser les décisions
grâce à l'avis de plusieurs experts face à un seul, (ii) d'élargir l'ensemble des solutions possibles,
(iii) d'éviter les optima locaux, et (iv) de traiter des prob lèmes trop complexes pour un simple
classi�eur.
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Dans la domaine des système multi-classi�eurs (MCS), les Ensemble de Classi�eurs est une
des approches les plus populaires et les plus e�caces, et consiste à combiner un ensemble de
classi�eurs de même type. L'objectif est de créer de la diversité au sein d 'un ensemble de clas-
si�eurs performants et d'établir le meilleur consensus possible entre ces classi�eurs. La diversité
est la propriété importante pour un MCS.

4.3.2 Adaboost

Adaboost [19] est une technique de boosting basée sur la sélection itérative de classi�eurs
faibles (en l'occurence CART). L'idée est d'améliorer les compétences d'un faible classi�eur
c'est-à-dire celle d'un modèle de discrimination dont la probabilité de succès sur la prévision
d'une variable qualitative est légèrement supérieure à celle d'un choix aléatoire.

Introduit par Freund et Schapire, le boosting est une des méthodes d'ensemble les plus per-
formantes à ce jour. Étant donné un échantillon d'apprentissageVn et une méthode de prédiction
faible (ici CART) qui construit un prédicteur ĥ(Vn ). Un premier échantillon V1

n est tiré aléatoi-
rement (bootstrap), où chaque observation a une probabilité 1=n d'être tirée. Nous appliquons
alors le classi�eur de base à cet échantillon pour obtenir unpremier prédicteur h(V1

n ). Ensuite,
l'erreur de ĥ(V1

n ) sur l'échantillon Vn est calculé. Un deuxième échantillon bootstrapV2
n est alors

tiré en se basant sur les prédictions dêh(V1
n ). Le principe est d'augmenter la probabilité de tirer

une observation mal prédite, et de diminuer celle de tirer une observation bien prédite. Nous
réitérons alors le processus pour obtenir un ensemble de classi�eur que nous agrégeons ensuite en
faisant une moyenne pondérée. Le Boosting est donc une méthode séquentielle, chaque échan-
tillon étant tiré en fonction des performances de la règle debase sur l'échantillon précédent.
L'idée du Boosting est de se concentrer de plus en plus sur les observations mal prédites par la
règle de base, pour essayer d'apprendre au mieux cette partie di�cile de l'échantillon, en vue
d'améliorer les performances globales.

Avantages : ce type d'algorithme permet de réduire sensiblement la variance mais aussi le
biais de prévision comparativement à d'autres approches. Cet algorithme est considéré comme la
meilleure méthode �o�-the-shelf� [ 8], c'est-à-dire ne nécessitant pas un long pré-traitement des
données ni un réglage �n de paramètres lors de la procédure d'apprentissage. Le boosting adopte
le même principe général que le bagging : construction d'unefamille de modèles qui sont ensuite
agrégés par une moyenne pondéré des estimations ou un vote. Il di�ère nettement sur la façon de
construire la famille qui est dans ce cas récurrente : chaquemodèle est une version adaptative du
précédent en donnant plus de poids, lors de l'estimation suivante, aux observations mal ajustées
ou mal prédites. Intuitivement, cet algorithme concentre donc ses e�orts sur les observations les
plus di�ciles à ajuster tandis que l'agrégation de l'ensemble des modèles permet d'échapper au
sur-ajustement. Les algorithmes de boosting existants di�èrent par di�érentes caractéristiques :

1. la façon de pondérer c'est-à-dire de renforcer l'importance des observations mal estimées
lors de l'itération précédente

2. leur objectif selon le type de la variable à prédire Y : binaire, qualitative à k classes, réelles

3. la fonction perte, qui peut être choisie plus ou moins robuste aux valeurs atypiques, pour
mesurer l'erreur d'ajustement
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4. la façon d'agréger, ou plutôt pondérer, les modèles de base successifs.

La littérature sur le sujet présente donc de très nombreusesversions de cet algorithme et il est
encore di�cile de dire lesquelles sont les plus e�caces.

Il est important de noter tout de même que dans le cas de forêtsboostées, les arbres de
décision doivent impérativement être élagués. En e�et le boosting est réalisé sur la base des
erreurs de prédiction en apprentissage des classi�eurs faibles. Or, sans élagage, les arbres de
décision sur-apprennent les données d'apprentissage jusqu'à avoir une erreur en apprentissage
nulle dans la plupart des cas.

Dans notre cas, chaque vol d'apprentissage est pondéré à chaque itération a�n de minimiser
l'erreur de classi�cation. Il n'y a donc aucune part d'aléatoire dans cette approche contrairement
aux Random Forest.

Algorithm 3 Adaboost
Entrée : S = ( Vi ; E i ) i =1 ;:::;n , avecE i la classe obtenue en appliquant le classi�eur
Pour i = 1 :::n faire

p1(Vi )  1
n

Fin Pour
Pour j = 1 :::nbClassif ieur faire

Tirer un échantillon d'apprentissage Sj dans S selon les probabilitéspj

Entraîner un classi�eur Cj sur ce sous-échantillon.
Soit qj l'erreur apparente de Cj sur S
Calculer � j = 1

2 ln ( 1 � t
� t

)
Pour i = 1 :::n faire

si hj (Vi ) = yi (bien classé parht ) alors

pj +1 (Vi )  pj (Vi )
Z t

e � t

sinon
pj +1 (Vi )  pj (Vi )

Z t
e+ � t

Fin si
Avec Z t normalisé tel que

P m
i =1 pj (Vi ) = 1

Fin Pour
Fin Pour
return L'ensemble des arbresf TbgB

1
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Figure 4.4 � Adaboost

Les méthodes de Boosting sont en fait très fréquemment citéesà titre de comparaison dans
les travaux qui étudient les forêts aléatoires, puisqu'en plus d'être particulièrement e�caces pour
l'induction de forêts de décision, elles s'opposent aux forêts aléatoires dans l'idée principale : le
Boosting s'appuie sur un principe déterministe pour la création de la diversité dans les ensembles
alors que les forêts aléatoires par dé�nition le font via lesprincipes de randomisation.

4.3.3 Forêts aléatoires (Random Forest)

Les méthodes de forêts aléatoires sont basées sur la combinaison de classi�eurs élémentaires
de types arbres de décision. Individuellement, ces classi�eurs ne sont pas réputés pour être par-
ticulièrement e�caces, mais ils possèdent une propriété intéressante à exploiter : leur instabilité.
Un petit changement dans la base d'apprentissage provoque un changement important dans la
structure de l'arbre et donc dans ses performances en généralisation. La spéci�cité des arbres
utilisés dans les forêts aléatoires est que leur induction est perturbée d'un facteur aléatoire, et
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ce dans le but de générer de la diversité dans l'ensemble. C'est sur la base de ces deux éléments
� utiliser des arbres de décision comme classi�eurs élémentaires et faire intervenir l'aléatoire
dans leur induction � qu'a été introduit le formalisme des fo rêts aléatoires.

Dans [7] (1996), Breiman propose une méthode pour construire de multiples classi�eurs
indépendants sur des sous-ensembles aléatoires de la base d'apprentissage. Chaque classi�eur
est un arbre de décision CART précédemment décrit mais qui n'a pas été élagué. Les prédictions
de chaque arbre sont regroupées et la prédiction �nale est choisie par un système de vote à la
pluralité : chaque arbre participe au vote de la classe la plus populaire pour une donnée d'entrée
x. Cette méthode est basé sur un principe déjà connue nommé bagging.

Le Bagging (B ootstrap Agg regating ) applique le principe de Bootstrap à l'agrégation de
classi�eurs. Le Bootstrap est un principe de ré-échantillonnage statistique [17] traditionnellement
utilisé pour l'estimation de grandeurs ou de propriétés statistiques. L'idée du bootstrap est
d'utiliser non plus une unique distribution empirique, mais plusieurs ensembles de données ré-
échantillonnées à partir de l'ensemble des données observées à l'aide d'un tirage aléatoire avec
remise. Le bagging est alors l'agrégation de classi�eurs appliqués chacun sur des sous-ensembles
de données ré-échantillonnées.

Breiman [9] (2001) décide avec les random forest d'ajouter une couche d'aléatoire dans la
construction de ces classi�eurs en plus de la sélection aléatoire du sous-ensemble sur lequel
apprendre l'arbre. Dans le cas du bagging, l'algorithme de construction des arbres est le même
que CART et divisent les n÷uds en choisissant la meilleure variable parmi toutes les variables
possibles. Dans le cas des forets aléatoires, la sélection de la meilleure variable se fait sur un
sous-ensemble aléatoire de l'ensemble des variables. Puisque les classi�eurs sont de même type,
il est évidemment important de générer des �di�érences� entre chacun d'eux, le critère essentiel
dans les système multi-classi�eurs étant, encore une fois,de créer de la diversité.

Breiman démontre la propriété importante de convergence desforêts aléatoires. Plus pré-
cisément il démontre que le taux d'erreur en généralisation, d'une forêt aléatoire converge né-
cessairement vers une valeur limite, quand le nombre d'arbres qui la composent augmente.
Concrètement, cela signi�e une chose importante : avec un nombre su�samment élevé d'arbres,
une forêt aléatoire évite le sur-apprentissage.

Cette approche donne de meilleurs résultats que la majoritédes autres classi�eurs, est robuste
face au sur-apprentissage et ne nécessite que deux paramètres : la taille du sous-ensemble de
variables et le nombre d'arbres à construire.

L'algorithme 4 [21] décrit les di�érentes étape de la construction de la forêt.
La principale force du bagging est donc de réduire l'instabilité pour augmenter les perfor-

mances en généralisation. Mais il y a un autre point qui fait la force du bagging, ce sont les
mesures out-of-bag :

Les forets aléatoires ne nécessitent pas de validation croisée, ou même d'une base de test
indépendante pour estimer l'erreur en test. Cette erreur est calculée tout au long du processus
comme suit : Pour chaque arbre construit sur le sous-ensemble Z � , une prédiction est faite
sur tous les vols de l'ensembleZ � { . En agrégeant les prédictions faites par tous les arbres (en
moyenne un vol sera prédit une fois sur trois), nous pouvons calculer l'erreur en prédiction que
nous nommons alors l'estimation de l'erreur OOB.

81



Algorithm 4 Forêt d'arbres décisionnels pour la classi�cation
Entrée : S = ( Vi ; E i ) i =1 ;:::;n , avecE i la classe obtenue en appliquant le classi�eur
Entrée : ntree le nombre d'arbres dans la forêt
Entrée : mtry le nombre de caractéristiques à sélectionner aléatoirement à chaque n÷ud
Pour j = 1 :::ntree faire

Sj  ensemble boostrap, dont les données sont tirées aléatoirement (avec remise) deS
arbre  un arbre vide composé de sa racine uniquement
arbre:racine  RndT ree(arbre:racine; Sj ; mtry )
foret  foret [ arbre

Fin Pour
return forest

Algorithm 5 RndTree
Entrée : n le n÷ud courant
Entrée : S l'ensemble des données associées au n÷udn
Entrée : mtry le nombre de caractéristiques à sélectionner aléatoirement à chaque n÷ud
si n n'est pas une feuillealors

C  mtry caractéristiques choisies aléatoirement
pour tout A 2 C faire

Procédure CART pour la création et l'évaluation (critère de Gini) du partitionnement
produit par A, en fonction deS

Fin Pour
partition  partition qui optimise le critère Gini
n:ajouterF ils (partition )
pour tout f ils 2 n:noeudF ils faire

RndTree(f ils; f ils:donnes; mtry )
Fin Pour

Fin si
return
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Importance des variables Il est très utile, en pratique, d'avoir des informations sur les
variables des données que l'on étudie. Quelles sont les variables vraiment nécessaires pour expli-
quer notre classi�cation ? De quelles variables peut-on se passer ? Ces informations peuvent être
d'une grande aide pour l'interprétation des données. Ellespeuvent également servir à construire
de meilleurs prédicteurs : un prédicteur construit en utilisant uniquement les variables utiles
pourra être plus performant et moins complexe qu'un prédicteur construit avec des variables
susceptibles de générer du bruit.

Deux méthodes de calcul de l'importance des variables existent dans l'algorithme des forêts
aléatoire qui nous permettent de classer les variables par ordre d'importance dans l'apprentis-
sage :

1. La �moyenne des baisses en précision� d'une variable se calcule grâce à l'erreur OOB.
Pour mesurer l'importance du j-ième attribut après l'apprentissage, les valeurs du j-ième
attribut sont permutées dans la base de données d'apprentissage et l'erreur OOB est à
nouveau calculée sur cet ensemble de données �perturbée�. L'importance du j-ième attri-
but est alors calculée en faisant la moyenne de la di�érence entre l'erreur OOB avant et
après la perturbation sur tous les arbres. Le score est normalisé par l'écart type de ces
di�érences. Plus la précision de la classi�cation de la forêt décroît par l'ajout d'une variable
supplémentaire, plus celle-ci est importante.

2. La �moyenne des baisses du coe�cient de Gini� mesure l'in�uence d'une variable dans
l'homogénéité des n÷uds et des feuilles des arbres de la forêt. Dès qu'une variable est
sélectionnée pour diviser un n÷ud, le coe�cient de Gini est calculé pour les deux enfants
et comparé au n÷ud initial. La di�érence des coe�cient est sommée pour chaque variable
et normalisée à l'issue du processus : plus la baisse est importante, plus l'in�uence de la
variable sur la pureté des n÷uds l'est aussi.

Ces méthodes présentent certains inconvénients : elles favorisent les attributs quantitatifs et
les attributs qualitatifs possédant le plus de niveaux [47] (comme pour CART). De plus, elles
se sont révélées être fortement corrélées. D'autres articles ajoutent que si certains attributs sont
corrélées ou ont la même pertinence dans la prédiction, alors les petits groupes sont favorisés par
rapport aux grands groupes [49]. Dans le papier [47], Strobl et al. proposent d'utiliser une autre
implémentation des forêts aléatoires où les classi�eurs faibles sont des arbres de classi�cation
non-biaisés (une estimation non-biaisée du taux d'erreur en classement lors de la phase d'éla-
gage) basés sur une approche conditionnelle (package R [25]). De plus, Strobl et al. préconisent
l'utilisation d'un boostrap sans remise a�n d'obtenir une m esure d'importance des variables sans
biais.

Cardinalité des attributs Un autre inconvénient des forêts aléatoires est sa limitation dans
le nombre maximum de niveau pour les attributs qualitatifs. L'étape de permutation interdit un
trop grand nombre de niveaux en raison de sa nature combinatoire. L'implémentation R, par
exemple, nous limite à 32 niveaux par attributs. De plus, la multiplication des niveaux perturbe
la classi�cation aussi bien qualitativement que computationnellement [5]. Une solution proposée
dans [35] lors de la compétition KDD 2009, est de regrouper les niveaux peu représentés entre
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eux et garder les plus fréquents. Nous avons donc décidé d'utiliser pour les variables qualitatives
les niveaux apparaissant plus de 2% du temps dans une limite de 30 niveaux. Un nouveau niveau
"-1" est alors créé a�n de regrouper l'ensemble des autres valeurs.

4.4 Prédiction d'un comportement

Dans cette section nous décrivons le passage de la prédiction d'un groupe à partir d'un vecteur
d'attributs à la prédiction d'une évolution de prix. Grâce a ux algorithmes précédemment décrits,
nous sommes capable d'associer à un vol un numéro de groupeE i à partir du vecteur d'attributs
Vi en suivant des régles de classi�cation. Une fois ce groupe assigné au vol, nous utilisons les
simulations du centroïde associé (décrites dans le Chapitre 2) pour prédire le comportement
futur de la série de prix à l'instant t de la demande de prédiction.

Apprentissage d'un comportement Chaque vol de test possède un vecteur d'attributsVi de
même nature que les vols de la base d'apprentissage. Nous avons vu précédemment la limitation
de certains algorithmes à traiter des vecteurs d'attributs avec des niveaux absents de la base
d'apprentissage. Nous avons donc créé pour chaque attributqualitatif un niveau supplémentaire
nommé "-1". Lors de la construction desVi de N test , nous prenons soin de véri�er l'existence
des niveaux des attributs qualitatifs dans la base d'apprentissage et dans le cas contraire de lui
attribuer la valeur "-1". Nous appliquons par la même occasion la selection des valeurs les plus
présentes et le regroupement des plus rares dans le même niveau "-1".

Les modèles de classi�cation précédemment créés génèrent pour chaque vol de test, repré-
senté par son vecteur d'attribut Vi , un vecteur de sortie correspondant à la probabilité d'appar-
tenance à chacun des cluster :P(Vi 2 I k ); 8k = 1 ; :::; C. L'étiquette E i correspondant au numéro
du cluster le plus probable est alors associée aux vols de test. Le cas d'une équiprobabilité d'ap-
partenance à plusieurs groupes pourra être traité de di�érentes manières que nous décrirons plus
tard.

Prédiction d'une évolution Nous avons maintenant un modèle capable d'attribuer un
numéro de cluster à un nouveau vol uniquement grâce à ses attributs. Ce numéro de cluster nous
permet d'associer au vol de test un centroïde et donc un comportement global au vol représenté
par le centroïde du groupe. Nous rappelons qu'à partir de n'importe quel niveau de gris nous
sommes capable de reconstituer des vols issues de celui ci. Dans le cas des centroïdes, cela signi�e
que nous créons des séries temporelles synthétiques qui seraient issues de ce cluster. En d'autres
termes, la courbe simulée par le centroïdeI E i , si elle faisait partie de la base d'apprentissage,
devrait être classée dans le clusterE i .

Avant même de simuler les courbes de prix, nous devons dé�nirla nature de la prédiction,
i.e. choisir le calcul à appliquer sur les séries pour obtenir' . Il ne faut pas oublier qu'une
prédiction se fait à un instant t et qu'elle sera di�érente à t + 1 : ' t répond à une interrogation
sur l'évolution du prix d'une série de prix à un moment précisde celle-ci. Il y aura donc autant
de ' t que de jours avant la date de départ.

' t peut être binaire lorsque l'interrogation sur l'évolution du prix l'est aussi : le prix va-
t-il augmenter dans 7 jours ? y aura-t-il une baisse de prix d'au moins 24 heures dans les 10
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prochains jours ? Dans ce cas, nous simulonsN courbes issues du cluster assigné au vol de test,
et nous calculons pour chacune d'elles' t 2 [0; 1]. En moyennant les prédictions, nous obtenons
P(' t = 1) qui sera la prédiction �nale du vol.

Mais on peut aussi vouloir prédire l'évolution des prix selon des cadrans tels que �Forte
Hausse�,�Faible Hausse�,�Stable�,�Faible Baisse� et �For te Baisse�. Dans ce cas, la procédure
reste inchangée à la di�érence près que' t prendra 5 valeurs correspondant aux di�érents ca-
drans. Pour toutes les simulations, chaque cadran est incrémenté lorsque l'évolution de prix
correspond au critère de celui-ci et les résultats de tous les cadrans sont ensuite normalisés.
Nous obtenons ainsi autant deP(' t = 1) que de cadran. Nous pouvons alors interpréter comme
nous le souhaitons les résultats et même retrouver un' t binaire en fusionnant les cadrans.

4.5 Prédiction directe

Une autre méthode de prédiction de' t est d'appliquer la phase d'apprentissage à la fonc-
tion de calcul de ' t . De cette manière, l'étape de segmentation n'est plus nécessaire et il su�t
seulement de calculer' t pour tous les vols de la base d'apprentissage et pour toutt. L'étiquette
à apprendre n'est donc plus le numéro du groupe mais directement ' t . Avec cette méthode, il
n'y a plus de perte d'informations due à la transformation enniveau de gris et aux simulations
à partir de centroïdes. De plus si l'apprentissage se fait sur une valeur binaire de ' t , les chances
d'erreurs diminuent naturellement avec la diminution de la complexité du problème. L'inconvé-
nient principal de cette approche est l'obligation d'avoir un modèle par nombre de jours avant
la date de départ, et surtout de devoir recalculer les modèles à chaque nouvelle dé�nition de'
contrairement à l'approche classique où seules les simulations sont à mettre à jour.

Une manière d'évaluer la pertinence de notre prédiction dite �classique� est donc de la
comparer à l'apprentissage dit �direct� de l'évolution du p rix. Comme expliqué précédemment,
un ' t correspond à une situation temporelle unique confrontant ainsi un modèle (celui classique)
à une multitude d'autres (les modèles directs).

4.6 Approches séquentielles

Dans la section1.2 nous parlions des techniques de yield management utilisantl'évolution de
la demande comme paramètre principal dans la modi�cation des prix. Nous pensons donc que
les premières évolutions de prix peuvent nous indiquer la tournure que vont prendre les futurs
changements de prix. L'utilisation de cette information est cependant soumise aux recherches des
utilisateurs, qui sont notre seule source d'information. Les destinations populaires pendant les
périodes scolaires seront les uniques séries pouvant béné�cier de ce complément d'information,
car le volume de recherche est su�samment conséquent pour que les combinaisons de dates, de
routes et de durées de séjour se recoupent.

L'utilisation des premiers points peut se faire de di�érentes manières. Dans la prédiction
directe par exemple, l'apprentissage de' t par les random forest peut se faire en utilisant les
attributs contextuels décrit dans le Chapitre 1 : ces attributs dépendent comme' t du nombre de
jours avant la date de départ et peuvent représenter la volatilité observée des prix, le prix courant,
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le nombre de hausses ou de baisses observées. Ajoutés aux attributs statiques, ils apportent un
plus non négligeable comme nous le verrons dans le Chapitre5.

Il est aussi possible d'utiliser les premiers points comme unique paramètre de prédiction
créant ainsi un nouveau type de classi�eur. En utilisant le calcul de vraisemblance de l'algorithme
Espérance-Maximisation du Chapitre3, nous attribuons le cluster le plus probable à chacun des
vols de test.

En�n nous utilisons l'information des premiers points dans la phase d'apprentissage des com-
portements en ajoutant un paramètre à l'algorithme d'Espérance-Maximisation. L'apprentissage
est alors couplé à l'étape de segmentation et permet de calculer la vraisemblance d'appartenance
à un cluster grâce auVi et aux niveaux de gris partiels des vols de test.

4.6.1 Classi�cation uniquement par les premiers points

En utilisant le calcul de vraisemblance de l'EM aux premierspoints d'une courbe, il est
possible d'associer un vol à un cluster sans l'utilisation de ses attributs. Supposons que la courbe
du vol i est observée jusqu'à une dateT, on peut alors reconstruire le niveau de gris partiel
du vol X i (s; t) pour (s; t) 2 ~R où ~R est l'ensemble des cases dans le plan temps-rendements
correspondant aux prix observés jusque là. On note alors~X i l'ensemble desX i (s; t) pour (s; t) 2
~R. Connaissant les ~X i , les centroïdesI y ainsi que les� y , nous calculons alors la vraisemblance
d'appartenance à chaque cluster des vols de test ainsi :

P�;I (Yi = yj ~X i ) =
p�;I y ( ~X i ; Yi = y)

P C
j =1 p�;I j ( ~X i ; Yi = j )

/ � y
Y

(s;t )2 ~R

(I y(s; t))X i (s;t )e I y (s;t )

X i (s; t)!
;

pour y 2 1; : : : ; C.
La classi�cation se fait en choisissant ley qui maximise cette vraisemblance. Notons que le

calcul des ~X i (s; t) est d'autant plus précis que la fréquence d'échantillonnage est élevée (voir
section 2.3.1).

4.6.2 EM logit

L'EM logit est une méthode de classi�cation accompagnée d'une étape de segmentation simi-
laire à l'EM décrit dans la section 3.3.3. Contrairement à l'EM de la section 3.3.3, la classi�cation
et la segmentation sont indissociables. Les données d'entrée sont l'ensemble des niveaux de gris
bX i auquel nous ajoutons l'information des attributs bVi .

L'hypothèse principale sur laquelle cette méthode repose consiste à dire que les niveaux
de gris X i du vol i dépendent des attributs, uniquement à travers l'appartenance à un cluster
particulier. En termes probabilistes, la loi conditionnelle de X i sachant Yi ne dépend pas des
attributs. En revanche, la loi de Yi dépend des attributs à travers une fonction (�; �) : P(Yi =
y) =  (yjVi ).

Comme Yi n'est pas observé, il s'en suit que la loi desX i dépend des attributs sous la
forme : P(X i = x) =

P C
y=1 P(X i = xjYi = y) (yjVi ). Comme à la section3.3.3, la probabilité

P(X i = xjYi = y) dépendra du paramètreI y 2 (R�
+ )R et sera donnée par la loi de Poisson.
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Nous serons donc encore en présence d'un modèle de mélange dePoisson. La nouveauté est
dans le calcul des probabilités d'appartenance aux clusters qui, cette fois, vont être calculées en
utilisant les attributs : les paramètres (� y) sont remplacés par les fonctions ( (yjv)). Pour pou-
voir estimer ces fonctions, nous utiliserons une paramétrisation de type logit (cf équation (4.7)).

Description algorithme

L'algorithme s'apparente à l'algorithme d'Espérance-Maximisation de la section3.3.3, à cela
près qu'il introduit l'information des attributs Vi dans l'étape de segmentation.

Données d'entrée Les données d'entrée sont celles de l'EM décrit dans la section 3.3.3 ainsi
que les attributs Vi de l'ensemble des volsi 2 1; : : : ; n.

Initialisation L'initialisation est quasiment identique à celle de l'EM de la section3.3.3, mais
ajoute un troisième paramètre à optimisé, donné par la fonction  dé�nie plus haut. Une première
segmentation est donc e�ectuée par les K-Means, initialisant les centroïdesI y ainsi que les couples
(X i ; Ŷi ). On utilise alors les couples (Vi ; Ŷi ) pour optimiser la fonction  .

Fonction de vraisemblance La log densité des variables observéesX i , i = 1 ; : : : ; n, sachant
les attributs observésVi , i = 1 ; : : : ; n s'écrit :

logp� (x1; : : : ; xn jv1; : : : ; vn ) =
nX

i =1

logp� (x i jVi )

=
nX

i =1

log
CX

yi =1

p� (x i jVi ; yi )p� (yi jVi )

=
nX

i =1

log
CX

yi =1

p� (x i jyi )p� (yi jVi ) ;

où, pour � = ( I;  ),

p� (yi jVi ) =  (yi jVi ) (4.1)

et

p� (x i jyi ) =
Y

r 2R

ex i (r )(log I (r jyi ))  I (r jyi ))

x i (r )!
:

En factorisant tous les termes factoriels dans le log de la log-vraisemblance, on obtient :

logp� (x1; : : : ; xn jv1; : : : ; vn ) = ( : : : ) +
nX

i =1

log
CX

yi =1

exp(`(yi jVi ; I ))  (yi jVi ) ; (4.2)
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où la constante (: : : ) ne dépend pas de� et où

`(xjy; I ) =
X

r 2R

xi(r)(log(I(r jyi))  I(r jyi)) : (4.3)

Etape E L'étape E consiste à calculer, connaissant les attributsv1; : : : ; vn et les deux para-
mètres � = ( I;  ) et � 0 = ( I 0;  0), l'espérance conditionnelle de la log-densité jointe au paramètre
� 0 sachant les variables observéesX i sous le paramètre� :

Q(� 0; x1; : : : ; xn j�; v 1; : : : ; vn ) =
nX

i =1

CX

yi =1

[logp� 0(x i ; yi jVi )] p� (yi jx i ; Vi ) :

Par commodité, nous allons par la suite omettrex1; : : : ; xn et v1; : : : ; vn dans la notation de Q
et ecrivons simplementQn (� 0j� )

Nous obtenons alors :

Qn (� 0j� ) = ( : : : ) +
CX

y=1

 
X

r 2R

Bn (y; r j� ) log I 0(r jy)  An (yj� )
X

r 2R

I 0(r jy)

!

+
CX

y=1

nX

i =1

"
log  0(yjVi )

�
p� (yjx i ; Vi ) ;

où (: : : ) est une constante indépendante de� 0, et où l'on a :

p� (yjx; v) =
p� (x; yjv)

P
y0 p� (x; y0jv)

; and p� (x; yjv) =  (yjv) exp `(xjy; I ) ;

avec ` dé�nie dans (4.3) et

An (yj� ) =
nX

i =1

p� (yjx i ; Vi ) and Bn (y; r j� ) =
nX

i =1

x i (r ) p� (yjx i ; Vi ) : (4.4)

Etape M Cette étape consiste à maximiserQ(� 0j� ) en � 0 pour un � donné.
Comme pour l'EM de la section 3.3.3, l'optimisation en I 0 avec le poids peut être traité

séparément.
On obtient :

I 0(r jy) =
Bn (y; r j� )
An (yj� )

; r 2 R ; y = 1 ; : : : ; C : (4.5)

L'optimisation en  dépend de la fonction utilisée dans l'ensemble des fonction 	. On ob-
tient :

 0 = arg max
� 2 	

nX

i =1

CX

y=1

(log � (yjVi )) p� (yjx i ; Vi ) : (4.6)
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La classe 	 représente un ensemble de fonctions possibles pour  . Dans le cas particulier où
	 est constant en V, c'est-à-dire 	 = SC , on retrouve

 0(y) =
An (yj� )

P C
y0=1 An (y0j� )

:

Ce cas ne nous intéresse pas ici puisque l'on souhaite faire intervenir les attributs. Nous avons
choisi la classe des fonctions de type logit. Dans ce cas :

 (y; v) = logit ' (yjV ) =
e' T

y V

P C
y=1 e' T

y V
(4.7)

La fonction  est entièrement décrite par le paramètre' 2 Rp (espace des attributs). Le
calcul de  0 revient donc à calculer le nouveau paramètre' 0

On obtient alors :

' 0 = arg max
'

(
nX

i =1

CX

y=1

(' T
y Vi )p� (yjx i ; Vi )  

nX

i =1

CX

y=1

log(
CX

j =1

e' T
j Vi )p� (yjx i ; Vi ))

= arg max
'

(
nX

i =1

CX

y=1

(' T
y Vi )p� (yjx i ; Vi )  

nX

i =1

log
CX

y=1

e' T
y Vi )

En posant ' C = 0,

' 0 = arg max
'

(
nX

i =1

C 1X

y=1

' T
y Vi p� (yjx i ; Vi )  

nX

i =1

log(1 +
C 1X

y=1

e' T
y Vi )

En dérivant, on obtient que ' 0 est solution de l'équation :

0 =
nX

i =1

Vi p� (yjx i ; Vi )  
nX

i =1

Vi e' T
y Vi

(1 +
P C 1

j =1 e' T
y Vi )

; ' 1; : : : ; ' C 1 2 R

Données à la sortie

A l'arrêt de l'algorithme, on dispose d'un estimateur �̂ = ( Î;  ̂ ) (ou �̂ = ( Î; '̂ ) dans la
paramétrisation logit).

Comme pour l'EM, l'EM logit calcule le groupe le plus probable pour chaque voli grâce
à la fonction de vraisemblancep� (x; yjv) et aux paramètres précédemment optimisés. Elle est
appliquée auxX i (s; t) a�n de déterminer pour chaque vol i l'étiquette Ŷi .

Ŷi = arg max
y

P� (Yi = yjVi ) = arg max
y

 (yjVi )

Il est aussi possible après la collecte de quelques point de rajouter l'information des premières
variations dans le calcul de la vraisemblance. On dé�nit alors X i = ( ~X i ; X̂ i ) avec ~X i les points
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observés, etX̂ i les futures évolutions. On aurait donc pour tout événement ^' dépendant deX̂ i :

P� ('̂ jVi ; ~X i ) =
CX

y=1

P� ('̂ jVi ; ~X i ; Yi = y)P� (Yi = yjVi ; ~X i )

=
CX

y=1

P� ('̂ jYi = y)P� (Yi = yjVi ; ~X i )

avec

P� (Yi = yjVi ; ~X i ) =
p� ( ~X i jy) (yjVi )

P C
j =1 P� ( ~X i jj ) (j jVi )

/ p� ( ~X jy) (yjVi ):

Dans ce cas, les métriques d'évaluation de la segmentation de l'EM peuvent être utilisées en
même temps que les performances en prédiction.

Choix des attributs

Pour limiter le temps de calcul et l'utilisation de ressources, nous devons réduire le nombre
d'attributs utilisé. Pour cela nous utilisons la technique de sélection de variables précédemment
décrite et choisissons les 10 variables les plus discriminantes. Nous devons ensuite transformer
les variables qualitatives en des variables quantitatives. Pour cela nous créons une variable par
niveaux existant, créant ainsi un grand nombre de variablesbinaires : dans le cas de la compagnie
aérienne, nous allons créer une variable booléenne nommée �Air France �, puis une autre nommée
� EasyJet� etc.

4.7 Conclusion et perspectives

Dans ce chapitre nous avons détaillé les di�érentes étapes qui nous permettent de fournir
une prédiction d'évolution de prix à tous les résultats d'une recherche utilisateur. La première
étape consiste à associer à chaque résultat sa classe la plusprobable : après avoir segmenté
les comportements des vols de la base des niveaux de gris, nous avons appliqué un algorithme
d'apprentissage supervisé sur la bases des attributs. Cette base est constituée de l'ensemble de
caractéristiques des volsVi et l'étiquette associéeE i correspondant à la classe attribuée lors
de l'étape de segmentation. L'algorithme d'apprentissagesupervisé va alors créer des régles
de classi�cation nous permettant de classer les vols de testdans leur groupe le plus probable
uniquement grâce à leurs attributs.

Pour cela, nous avons donc utilisé des algorithmes bien connus tels que CART et C4.5, des
arbres de décision permettant l'extraction de règles faciles à interpréter, Adaboost une méthode
de boosting basé sur la sélection itérative de classi�eurs faibles et les Random Forests, mélange
des sous-espaces aléatoires et du Bagging qui e�ectue un apprentissage sur de multiples arbres de
décision entraînés sur des sous-ensembles de données tirésaléatoirement et tous di�érents. Nous
avons par ailleurs introduit une extension de l'algortithme EM dé�ni dans le chapitre précédent,
permettant d'e�ectuer l'étape de segmentation et de classi�cation simultanément.
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Nous obtenons donc pour chaque vol de test, une étiquetteE i à laquelle est associé le cen-
troïde du cluster en question. Grâce aux simulations (Chapitre 2) issues de ce centroïde nous
calculons alors les probabilitésP(' (i )

t = 1) ; 8t 2 [Tinit ; T0  7] (si l'on considère une prédiction
à 7 jours). Il faut alors dé�nir un seuil au-delà duquel P(' (i )

t = 1) est considéré comme une
prédiction à la hausse ou à la baisse.

Nous avons par ailleurs introduit la notion de prédiction directe qui consiste à prédire direc-
tement l'évolution de la série, c'est-à-direP(' t = 1), sans passer par l'étape de segmentation en
comportements similaires. Cette méthode impliquant un modèle par jours avant la date de départ
devient coûteuse en temps de calcul, mais impose surtout le renouvellement de l'apprentissage
à chaque changement de dé�nition de' t .

En�n nous avons dé�ni les di�érentes approches possibles quant à l'utilisation des premiers
points dans l'a�nement de la prédiction. Tout d'abord, nous avons utilisé les attributs contex-
tuels décrit dans le chapitre1 comme attributs dans la prédiction directe. Les informations sur
la demande à l'instant t, sur la volatilité des premières variations de prix et la valeur actuelle
du prix permettent d'a�ner l'apprentissage supervisé. Ensuite, nous avons montré comment il
était possible d'utiliser l'information des premiers points pour créer un niveau de gris partiel et
calculer la vraisemblance partielle d'appartenance aux clusters.

Toutes ces méthodes impliquent d'avoir un modèle par jour avant la date de départ et donc
sont consommatrices de ressources (temps de calcul et mémoire). En revanche, elles permet-
tront d'estimer l'utilité d'une telle information et de com parer les résultats obtenus à ceux de
l'approche par les modèles.
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Introduction

Ce chapitre est consacré à l'étude empirique des performances de nos di�érentes approches
et se décompose en deux parties. Dans la première, nous comparons nos di�érents algorithmes et
l'in�uence de leurs paramètres sur la prédiction. Nous présentons tout d'abord nos résultats en
terme de bonnes prédictions des comportements : pour une prédiction binaire ( ' t 2 [0; 1]), par
exemple la prédiction d'une hausse ou d'une baisse à 7 jours,nous utilisons les notions de Vrais
Positifs, Vrais Négatifs, Faux Positifs et Faux Négatifs, respectivement bonne détection d'une
baisse, bonne détection d'une hausse, mauvaise détection d'une baisse et mauvaise détection
d'une hausse. Nous comparons d'abord ces quatre critères grâce aux matrices de confusion pour
s'assurer de la bonne prédiction à la fois des vols à la hausse(en majorité) et des vols à la baisse.
Nous voulons notamment minimiser le nombre de vols à la hausse prédit à la baisse (les faux
positifs) pour faire perdre le moins d'argent possible à l'utilisateur. Nous visualisons ensuite
l'évolution du taux de vrais positifs (vols à la baisse correctement identi�és) en fonction du
taux de faux positifs (vols à la baisse mal prédis) lorsque leseuil de décision de' t varie (seuil
au-delà duquel' t sera considéré comme une prédiction à la baisse). Pour cela nous utilisons la
courbe ROC (de l'anglais Receiver Operating Characteristic) qui nous permet de comparer les
performances des di�érentes approches à un instantt. La courbe ROC nous servira par ailleurs
à déterminer le seuil optimal à chaque instantt. En�n à seuil �xe, nous visualiserons l'évolution
du taux de bonnes prédictions en fonction du nombre de jours avant la date de départ. Le seuil
est déterminé en e�ectuant une prédiction sur la base d'apprentissage et en sélectionnant le seuil
optimal.

Nous visualisons dans le même temps les gains pécuniaires pour l'utilisateur et nous visua-
lisons parallèlement le pourcentage de bonnes prédictions. La façon de calculer les gains et les
pertes d'une prédiction est un point sensible que nous discuterons : en e�et, l'erreur à la hausse
n'a pas le même impact sur l'utilisateur que celle à la baisse. Il est alors délicat de calibrer l'ap-
plication a�n qu'elle prenne en compte les di�érentes attentes possibles : un sondage e�ectué au
sein de liligo.com montre qu'il existe plusieurs pro�ls d'utilisateur ayant chacun leur vision du
service. Nous verrons donc que la dé�nition d'un vol à la baisse et le seuil à partir duquel nous
considérons qu'un vol est à la baisse peuvent être sensiblement di�érents selon les personnes.

A chaque étape (modélisation, segmentation, classi�cation), les di�érents paramètres étudiés
sont comparés pour choisir la con�guration optimale. Pour l'étape de clustering, nous compa-
rons le nombre de clusters, le nombre d'initialisations pour toutes les approches précédemment
citées : K-Means, Bagged K-Means et EM. Pour l'étape d'apprentissage, nous comparons les
di�érents algorithmes (CART, Adaboost, Forets d'arbres décisionnels et EMlogit) et discutons
de l'in�uence des attributs utilisés pour la classi�cation . Nous véri�ons ensuite que l'étape de
�feature selection� permet d'optimiser les résultats en éliminant les attributs corrélés ou inutiles.

Dans un deuxième temps, une fois les con�gurations de chaquealgorithme �xées, nous nous
intéressons à l'in�uence de la base d'apprentissage et du paramétrage des niveaux de gris dans
les performances : il est importante de savoir s'il est nécessaire d'utiliser l'intégralité de la base
de liligo.com pour prédire correctement ou si les 10 derniers pourcents su�sent, permettant ainsi
d'alléger le processus de création du modèle. De même, nous véri�ons si le degré de généralisation
des comportements par l'a�nement ou non des niveaux de gris aune in�uence sur le taux de
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bonnes prédictions.
Nous discutons de l'évolution du taux de bonnes prédictionsdans le temps a�n de connaître la

fréquence de renouvellement des modèles. Nous décrivons les e�ets de l'ajout de l'information des
premiers sauts dans la prédiction, et nous comparons l'ensemble de nos résultats à la prédiction
directe. En�n nous décrivons les résultats de notre approche sur la base étendue des vols à 90
jours.

5.1 Mesures de performance

5.1.1 Matrice de confusion

La matrice de confusion est une métrique qui mesure la qualité d'un système de classi�cation.
Habituellement utilisée dans le cas d'une prédiction binaire, elle peut être étendue à un nombre
quelconque de classes. Dans le cas d'une prédiction binaire, il faut dé�nir 4 valeurs liées aux
décisions prises par rapport à la réalité : les vrais positifs (True Positive, TP), faux positifs
(False Positive, FP), vrai négatifs (True Negative, TN) et faux négatifs (False Negative, FN).

Dans notre cas,' = 1 correspond au conseil �attendre avant d'acheter�, c'est-à-dire à l'évo-
lution à la baisse quelque soit le critère (prix inférieur à 7jours, prix plus bas pendant 24 heures
dans les 5 jours, etc.). Nous considèrons que l'événement' = 1 est l'événement positif et ' = 0,
conseil à l'achat, celui négatif. Le nombre de vrais positifs est alors le nombre de fois que le
prédicteur à prédit une baisse de prix correctement. De la même manière, les vrais négatifs sont
le nombre de vols à la hausse correctement identi�és. En�n lefaux positif sera une prédiction à
la baisse alors qu'en réalité le prix a augmenté et inversement un faux négatif sera un vol à la
baisse prédit à la hausse.

La matrice de confusion est donc le résumé de ces 4 valeurs en un tableau comme celui-ci :

Réalité
0 1

Prédit 0 TN FP
1 FN TP

Table 5.1 � Matrice de confusion

avec en ligne le label prédit et en colonne le label réel.
Un des intérêts de la matrice de confusion est qu'elle montrerapidement si le système parvient

à classi�er correctement. Dans notre cas, elle sera toujours déséquilibrée en raison d'un plus faible
nombre de baisses de prix, et l'importance d'un faux négatifne sera pas la même que celle d'un
faux positif. Un vol prédit comme haussier qui s'avère être àla baisse ne fera pas perdre d'argent
à l'utilisateur. L'inverse en revanche implique une perte réelle et une frustration plus importante.
Il est donc important de minimiser le nombre de faux négatifs.
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5.1.2 Évolution dans le temps

Grâce aux matrices de confusion, nous sommes capables de visualiser le pourcentage global
de bonnes prédictions évoluer au cours du temps. Nous dé�nissons alors le taux global de bonnes
prédictions :

f global(t) =
TP + TN

TP + TN + FP + FN

mais aussi la spéci�cité, ou la probabilité de détecter une hausse correctement :

f spec(t) = TN=(FP + TN )

et en�n la sensibilité, c'est-à-dire la proportion de baisses détectées parmi les vols à baisse :

f sens(t) = TP=(TP + FN )

Nous visualisons l'évolution de ces critères en fonction dunombre de jours avant la date
de départ. Il est important d'étudier ces trois courbes simultanément car une bonne prédiction
globale n'assure pas un équilibre dans les prédictions à la hausse et à la baisse : le pourcentage
de vols à la hausse étant d'environ 70%, un classi�eur strictement haussier serait alors considéré
comme performant alors même qu'il ne détectera jamais de baisse. L'enjeu est donc de conserver
un bon taux de bonnes prédictions global tout en équilibrant la détection des hausses et des
baisses. Pour cela nous allons utilisé la notion de seuil de décision. En e�et ces courbes dépendent
du seuil s 2 [0; 1] au-delà duquelP(' = 1) est considéré comme une baisse. Nous rappelons qu'à
la suite d'une prédiction de cluster, un vol se verra associer une probabilité d'évolution à un
instant t calculée par simulation. Pour s = 0 :5, si P(' = 1) > = 0 :5 nous prédisons un baisse,
sinon une hausse. Pour toutes les valeurs des < 0:5, nous favorisons les prédictions à la baisse
et inversement pour tout s > 0:5 les prédictions seront plus souvent à la hausse.

Chaque courbe correspond donc à l'évolution des bonnes prédictions en fonction de la date
avant le départ et pour un seuil �xé. Nous verrons comment il est possible de choisir le seuil
optimal grâce aux courbe ROC et donc de créer une fonctionf (s; t) a�n d'optimiser le seuil à
chaque jour.

5.1.3 Courbe ROC

La courbe ROC (Receiver Operating Characteristic) mesure l'évolution de la performance
d'un classi�eur binaire en fonction d'un seuil de discrimination. Dans notre cas, le seuil est celui
que nous venons de décrire. Fixer un seuil élevé, par exemple 0:8, correspond à un comportement
conservateur, ne prenant pas de risque face à l'erreur à la hausse. Inversement, lorsque le seuil
est faible, 0:3 par exemple, la prédiction à la baisse sera privilégiée.

La courbe ROC peut se formuler ainsi :

ROC =
P(xjPositif )
P(xjNegatif )

avecP(xjC) la probabilité conditionnelle que le vol d'entrée fasse partie de la classeC
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Figure 5.1 � Comparaison de deux courbe ROC

Sur la Figure 5.1 nous montrons un exemple de mise en compétition de deux approches par
leur courbe ROC. En fonction du problème posé, di�érents critères de sélection peuvent être
utilisés : aire sous la courbe (AUC), le meilleur compromis entre sensibilité et spéci�cité etc.
Dans notre cas, nous voulons minimiser l'erreur à la hausse (prédiction à la baisse alors qu'en
réalité le prix va augmenter) et donc minimiser le nombre de FP. La meilleur performance à la
hausse tout en minimisant les FP est donc sur la courbe bleue aux coordonnées (0:2; 0:55).

Il est possible de choisir la valeur optimalŝt au temps t en utilisant l'index de Youden [54]
ou la distance à la diagonale qui sont au �nal les mêmes mesures :

La distance à la diagonale qui mesure l'endroit de la courbe ROC où celle-ci est la plus
éloignée de la diagonale.

p
2(f sens(t)  (1  f spec(t)))

2
=

p
2

2
(f sens(t) + f spec(t)  1);

L'index de Youden L'index de Youden évalue la capacité du classi�eur à éviter l'erreur de
prédiction et mesure de manière égale les performances de prédictions à la hausse et à la baisse.

f sens(t) + f spec(t)  1
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Figure 5.2 � Illustration du lien entre la distance à la diagonale et l'index de Youden

Il est à noter que dans notre cas il y aura autant de points d'in�exions que de nombre de
clusters : en e�et pour minimiser le temps de calcul nous n'e�ectuons lesN simulations qu'une
seule fois par cluster. Il en résulte que deux vols de test assignés au même cluster auront le même
P(' t = 1).

Évolution des gains et pertes : dé�nition

De la même manière que nous avons construit une matrice de confusion des prédictions nous
pouvons créer une matrice de confusion des gains et pertes. Pour chacun des quatre cas de la
matrice de confusion classique, nous dé�nissons un gain ou une perte pécuniaire comme suit :
soit d = f irstP rice  lastP rice , avec f irstP rice le prix du billet au moment de la prédiction
et lastP rice le prix réel à la �n de la fenêtre de prédiction. Nous dé�nissons alors une nouvelle
matrice de confusion :

Réalité
0 1

Prédit 0 GT N = d PF N = d
1 PF P = d GT P = d

Table 5.2 � Matrice de confusion des gains et pertes
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On a�chera ensuite 3 courbes qui seront gglobal =
P

n
GT P  GT N + PF P  PF N

n pour évaluer le

gain ou la perte moyenne par vol,ggain =
P

GT P  GT N

n pour évaluer le gain moyen par vol et

gperte =
P

 PF P + PF N

n pour la perte moyenne par vol. Nous verrons que l'évolution de ces courbes
n'est pas nécessairement similaire à celles des bonnes prédictions. Nous avons en e�et montré
dans le Chapitre 1 que les valeurs moyennes de baisse étaient inférieures à celles des hausses,
rendant ainsi la mauvaise prédiction à la hausse plus coûteuse.

Nous introduisons par ailleurs deux courbes comparatives qui sont le gain e�ectué en achetant

systématiquement au jour de la prédiction, i.e.8t; P(' = 1) = 0, g0 =
P

n
 GT N  PF P  GT N  PF N

n
ainsi qu'une courbe optimum qui décrit le gain pour quelqu'un qui connaîtrait l'avenir, c'est-

à-dire si l'on fait systématiquement le bon choix, gopt =
P

n
GT P + PF N  GT N  PF P

n . La di�érence
positive entre le gain e�ectué en suivant la prédiction et le gain à l'achat immédiat permet
d'a�rmer qu'il est parfois judicieux d'attendre et valide a insi la pertinence de notre service. La
distance à la courbe du gain optimum sera alors le critère à améliorer.

Nous devons donc trouver un second équilibre entre l'optimisation du taux de bonnes pré-
dictions et l'augmentation du gain moyen par billet.

5.2 Résultats

Dans cette section nous allons étudier l'in�uence des paramètres et des algorithmes sur la
qualité des prédictions. Nous observerons pour chaque étape les métriques spéci�ques associées
mais aussi les mesures de performance précédemment décrites. Nous commencerons par étudier
les paramètres de la segmentation des données (nombre de groupes, initialisations), puis nous
étudierons ceux de l'étape de classi�cation et en�n nous analyserons l'in�uence des paramètres
d'entrée (taille de la base, dimension des pixels,...).

Nous nous focalisons tout d'abord sur notre base de vols échantillonnés toutes les 6 heures
sur une période de 28 jours. Cette base d'apprentissage s'arrête au 1er janvier 2013 représentant
444503 vols depuis juin 2011 et la base de test est constituéedes points compris entre le 1er

janvier 2013 et le 28 février 2013 correspondant à 19848 vols. Pour éviter des temps de calcul
trop importants, nous avons réduit la base d'apprentissagede moitié. Nous conservons ainsi
un nombre de vols su�sant pour représenter un large ensemblede comportements et nous
conservons la dernière moitié pour que ces comportements soient actuels. Nous étudierons dans
un second temps notre base étendue à 90 jours, et en�n nous appliquerons nos algorithmes sur
une base totalement indépendante.

5.2.1 Segmentation

K-Means

Dans le Chapitre 3, nous avons décrit les di�érents paramètres de l'algorithme des K-Means :
le nombre de départs aléatoires permet de réduire les chances de converger vers un minimum
local, et le nombre de groupes représente le nombre de comportements que nous souhaitons mo-
déliser. Ce dernier paramètre doit coller à une certaine réalité mais le nombre de comportements
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présents dans notre base de données n'existe pas réellement.
Il est important de di�érencier l'in�uence des paramètres sur la qualité de la segmentation

et sur la prédiction �nale, car ces dernières ne sont pas nécessairement corrélés. Nous a�che-
rons donc pour chaque résultat les deux critères de performance. Nous ajouterons lorsque cela
pertinent, l'évolution de la somme des gains et des pertes enfonction du nombre de jours avant
la date de départ. En e�et, nous devons nous soucier de taux debonnes prédictions mais aussi
du gain global apporté à l'utilisateur. Un bon taux de bonnes prédictions n'implique pas une
bonne qualité dans les prédictions. C'est ce que nous verrons dans les graphes suivants.

Un des critères de performance des K-Means est la somme des distances des niveaux de gris
X i (s; t) au centroïde I (s; t) à l'intérieur de chaque partition, décrit dans le chapitre 3 :

wy =
X

X i 2 y

kX i  I yk2

W =
CX

i = y

wy

C'est le critère qu'optimise les K-Means et nous l'utilisons donc dans un premier temps pour
le choix des paramètres des K-Means.

Évolution des performances en fonction du nombre de départs Le nombre de départs
aléatoires est essentiel dans le bon déroulement de l'algorithme. Un mauvais point de départ peut
faire converger les K-Means vers un minimum local mais pas forcement l'optimal. Il est donc
nécessaire de multiplier le nombre de départs et faire dérouler l'algorithme pour au �nal choisir
le meilleur point de départ. Sur la Figure 5.3, nous observons la variance deW sur plusieurs
itérations en fonction du nombre de départs initiaux.

On constate une diminution de la variance deW avec le nombre de départs en même temps
qu'une diminution de la valeur moyenne deW c'est-à-dire de la variance intra-centroïde, repré-
sentée par les droites horizontales. La probabilité de converger vers l'optimal global augmente
donc avec le nombre de départs aléatoires.
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Figure 5.3 � Di�érentes itérations avec un nombre de départs di�érent

Cependant le temps de calcul et les ressources utilisées parles K-Means sont un frein au choix
d'un grand nombre de départs. Sur la Figure5.4, nous constatons que le temps de calcul est
quasiment linéairement corrélé au nombre de départs, impliquant un compromis dans le choix
de la valeur denstart .
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Figure 5.4 � Évolution du temps d'exécution des K-Means sur la moitié de la base d'appren-
tissage pour di�érents nstart (30 clusters)

En ce qui concerne la prédiction �nale, l'in�uence du nombre de départs est minime et
s'estompe à partir d'un certain seuil. La Figure 5.5 nous montre l'in�uence du paramètre nstart
sur l'évolution du pourcentage de bonnes prédictions en fonction de la date avant le départ et
sur les courbes ROC associées àt =  21. Une di�érence minime est visible entre 10 départs et
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100 départs, alors qu'aucune di�érence n'est observée entre 100 et 1000. Nous décidons donc de
poser par défaut les nombre de départs à 100 pour les K-Means.
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Figure 5.5 � K-Means - Évolution du pourcentage de bonnes prédictions en fonction de la date
avant le départ et courbe ROC à -21 jours pour di�érents nstart

Evolution des performances en fonction du nombre de groupes Le nombre de clusters
correspond à notre estimation du nombre de comportements existants dans la base d'apprentis-
sage. Nous observons sur la Figure5.13les évolutions deW (somme des distances intra-centroïdes
et critère qu'optimise les K-Means) et de l'indice de Calinski-Harabasz (métrique décrite dans
le chapitre 3). Ces deux indicateurs de qualité de segmentation sont strictement décroissants
et nous donnent peu d'informations sur le meilleur nombre degroupes à choisir. L'évolution de
l'indice de Rand (aussi décrit dans le chapitre3) donnant les mêmes résultats, nous n'avons pas
ajouté sa trajectoire à la Figure 5.13.
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Figure 5.6 � Évolution de la somme des distances aux centroïdes et ducritère de Calinski par
rapport au nombre de clusters

En ce qui concerne les prédictions �nales, les K-Means semblent conserver un taux de bonnes
prédictions stable à partir de 10 groupes avec des courbes ROC à -21 jours similaires (Figure5.7).
Les di�érences observées sur l'évolution du taux de bonnes prédictions et sur la somme des gains
et des pertes sont dues au choix du seuil di�érenciant la prédiction d'une hausse de la prédiction
d'une baisse. L'ajout de groupes va uniquement créer des groupes très proches multipliant le
nombre de points très proches sur la courbe ROC sans multiplier ses in�exions.

Il est à noter que le taux de bonnes prédictions peut-être icitrompeur car, toujours sur la
Figure 5.7, le choix de 40 groupes a�che le meilleur taux de bonnes prédictions alors même
qu'il fait perdre de l'argent à l'utilisateur. En e�et, l'au gmentation des prédictions se fait en
réalité sur la détection des baisses au détriment des hausses. La manière dont nous avons dé�ni
l'événement �wait�, correspondant aussi bien à une baisse qu'à un prix stable et observant que
les variations à la hausse ont souvent un rendement plus important, l'augmentation des bonnes
prédictions à la baisse peut faire augmenter le prix moyen par billet acheté.
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Figure 5.7 � K-Means - Évolution du pourcentage de bonnes prédictions en fonction de la date
avant le départ et courbe ROC à -21 jours pour di�érents nombre de clusters

En�n observons l'expertise de l'algorithme GAP décrit dans le chapitre 3 sur la Figure 5.8.
Cet algorithme est coûteux en temps de calcul et en ressource, c'est pourquoi nous l'avons
appliqué aux 5 derniers pourcents de la base d'apprentissage, pour un nombre de groupes allant
de 1 à 50. Di�érentes métriques existent alors pour choisir le meilleur nombre de cluster :

1. La valeur maximale deGAPk . Ici 50.

2. La première occurence d'un maximum local. Ici27.

3. Le plus petit k pour lequel f (k) � f (k + 1)  sk+1 (Tibshitani et al. dans [48]). Ici 27.
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